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時系列モデルを用いた
マルチアセット市場における統計的裁定戦略

Statistical Arbitrage Strategy in Multi-Asset Market

using Time Series Analysis

今井　崇公 1∗ 中川　慧 1

Takahiro Imai1 Kei Nakagawa1

1 野村アセットマネジメント株式会社
1 Nomura Asset Management Co.,Ltd.

Abstract: The statistical arbitrage strategy is one of the most traditional investment strategies.

Many theoretical and empirical studies have been conducted for a long time. Almost all of the

statistical arbitrage strategies focus on the price difference (spread) between two similar assets

in same asset class and exploit the mean reversion of spreads, i.e., pairs trading. In this study,

we extend the strategy to multiple assets in the multi-asset market. Concretely, we derive a

mean-reverting portfolio with time series model. Finally, we perform an empirical analysis in

multi-asset market and show the effectiveness of our strategy.

1 はじめに

資産間の価格差（スプレッド）の平均回帰性に着目
した研究は古くから数多く行われており、その性質を
利用したペア・トレード戦略は現在でも個人投資家か
ら機関投資家まで幅広い層に利用されている [1]。[2]に
よると、ペア・トレード戦略を行うにあたってのアプ
ローチは多岐にわたり、銘柄間距離、共和分を代表と
する時系列モデル、確率制御を利用するものなどが存
在する。一方で、ペア・トレード戦略の多くが類似し
た銘柄間のスプレッドに着目した戦略であることから、
ほとんどの先行研究は単一資産内の銘柄をユニバース
としている。
そこで本研究では、単一資産ではなくマルチアセッ
ト市場を対象に時系列モデルを用いて平均回帰性を有
するポートフォリオを構築することで、異なる資産ク
ラスの銘柄をロング、ショートするペア・トレード戦
略を提案する。マルチアセット市場を対象とすること
で、単一資産に留まらないグローバルなアセットクラ
ス間の連動性のずれを裁定機会として得ることが狙い
である。具体的には、異なる観点から定義された平均
回帰性を定量化する基準を複数用意し、それら複数の
基準で見て「良い」ポートフォリオを構築する。その

∗連絡先：野村アセットマネジメント株式会社
〒 103-0027 　東京都中央区日本橋 1-11-1
E-mail: t-imai@nomura-am.co.jp

本稿の内容は筆者らが所属する組織を代表するものではなく、本稿
の全ての誤りは、筆者らの責に属するものである。

際に、Polynomial Goal Programming(PGP)と呼ばれ
る多目的最適化問題の手法を用いることで、平均回帰
性の定量基準を恣意性なく組み合わせる手法を提案す
る。そして当該ポートフォリオが平均水準から一定程
度乖離したタイミングでポジションをとって、平均回
帰する方向にベットする。
本稿の構成は次の通りである。2章では、関連する

時系列モデルを用いた平均回帰ポートフォリオの先行
研究について簡単に述べる。3章では、平均回帰性の
「良さ」を示す基準を複数導入すると共に、それらを統
合し、最適な保有比率を求める手法である PGPにつ
いて説明する。そして 4章において、本研究で対象と
するマルチアセット市場におけるペア・トレード戦略
を記述し、5章で実際の金融市場のデータを用いた実
証分析によってその有効性を評価する。最後に、結論
を述べる。

2 先行研究

平均回帰性の定量基準は様々な形で提案されている。
有名な定量基準としては、時系列が分散で測ってどれだ
けホワイトノイズに近いかを示す Predictability[3, 4]、
時系列が相関で測ってどれだけホワイトノイズに近い
かを示す Portmanteau Statistics[5]、時系列がある単
位時間区間において平均水準に何回回帰したかを示す
Crossing Statistics[6]などが存在する。
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これらの指標を用いたペア・トレード戦略として、[7]
では米国株式のインプライドボラティリティを、[8]で
は米国株式を投資対象に Predictability、Portmanteau

Statistics、Crossing Statisticsをそれぞれ単独に用い
て平均回帰ポートフォリオを構築している。これらの
研究は単体の平均回帰性の定量基準の有効性を評価で
きているという点で有用ではあるが、多角的な視点で
平均回帰ポートフォリオを構築できてはいない。ここ
で複数の平均回帰性の基準を組み合わせる方法として、
サブ目的関数を結合した多目的最適化問題を解く方法
が考えられるが、最適化の結果に大きく関わる結合係
数の決定方法について恣意性が残るという課題がある。
このような多目的最適化問題のハイパーパラメータ設
定を容易にする方法として、PGPと呼ばれる手法が高
次モーメントを含めたポートフォリオ最適化問題にお
いてしばしば用いられている [9]。

3 平均回帰ポートフォリオの構築手
法

N 個の資産が存在する時、その時点 tにおける対数
価格を yt = {y1,t, ..., yN,t}とする。各資産のウェイト
ベクトルをw = {w1, ..., wN}とすると、ポートフォリ
オは

zt = w⊤yt (1)

と書け、ポートフォリオの対数収益率 rt は、

rt = zt − zt−1 = w⊤ (yt − yt−1) (2)

と表せる。本研究における問題設定は、式 (1)のポー
トフォリオ zt が平均回帰するようなウェイト w を求
めることである。すなわち、複数資産間においてでき
るだけ平均回帰するようなウェイトを算出することが
目的である。

3.1 平均回帰の基準

ここでは、ポートフォリオ ztの平均回帰の良さを定
量的に示す基準を複数導入する。本研究では、(1)Pre-

dictability、(2)Portmanteau Statistics、(3)Crossing

Statisticsの 3つの観点で平均回帰性を定量化する。は
じめに、系列 ytに対する次数 (ラグ)i ∈ Nの自己共分
散行列を次の通り定義する。

Mi : = Cov (yt,yt+i)

= E
[
(yt − E[yt]) (yt+i − E[yt+i])

⊤
] (3)

式 (3)から明らかであるが、i = 0のM0は通常の共
分散行列を表す。

3.1.1 Predictability

この基準は時系列が分散で測ってどれだけホワイト
ノイズに近いかという観点から平均回帰性を定量的に
表す。定常な以下の時系列を考える。

yt = ŷt−1 + εt (4)

ここで、ŷt−1は時刻 t−1までの情報に基づく予測値を
表し、最も単純な例として ŷt−1を αyt−1とするAR(1)

モデルがある。εtは ŷt−1とは独立の分散 σ2
ε のホワイ

トノイズを表す。式 (4)の分散をとると、σ2
y = σ2

ŷ +σ
2
ε

となる。ここで、σ2
y は ytの分散、σ2

ŷ は ŷt−1の分散を
それぞれ表す。
Predictabilityは、

predictability =
σ2
ŷ

σ2
y

(5)

と定義される。
Predictabilityの定義から、この値が小さいと、ホワ

イトノイズに近いことを意味し、平均回帰しやすい。一
方で値が大きいと、t− 1までの情報で予測しやすいこ
とを意味する。
ŷt−1 を次の VAR(1) モデルでモデル化できるとす
る。なお、[10] から一般に VARMA(p, q) モデルは
VAR(1)モデルで表現可能であるため、以下の議論は
VARMA(p, q)モデルに対しても同様に可能である。

yt = Ayt−1 + et (6)

ここで et はホワイトノイズである。
式 (6) の VAR(1) モデルに w⊤ をかけると、

w⊤yt = w⊤Ayt−1 +w⊤et となる。この分散を取る
と、左辺は w⊤M0w となり、右辺第一項 w⊤Ayt−1

は w⊤AM0A
⊤w となる。さらに VAR(1) モデ

ルの性質から A = M⊤
1 M−1

0 であるので、これ
を代入して結局、右辺第一項は w⊤AM0A

⊤w =

w⊤M⊤
1 M−1

0 M0

(
M⊤

1 M−1
0

)⊤
w =

w⊤M⊤
1 M−1

0 M1w となる。したがって、VAR(1) モ
デルの Predictabilityは、

predictability(w) =
w⊤M⊤

1 M−1
0 M1w

w⊤M0w
(7)

となる。

3.1.2 Portmanteau Statistics

この基準は時系列が自己相関で測ってどれだけホワ
イトノイズに近いかという観点から平均回帰性を定量
的に表す。
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定常なラグ pを持つ yt に対して、

yt = ŷt−1 + ...ŷt−p + εt (8)

Portmanteau Statisticsは

portmanteau =

p∑
i=1

ρ2i (9)

とかける。ここで ρi は、ラグ i の自己相関係数であ
り、E[ztzt+i]/E[z2t ]と定義される。式 (10)の定義から
portmanteau ≥ 0であることがわかり、またホワイト
ノイズはどのラグ pととっても自己相関を持たないの
で、portmanteauが 0に近ければ、自己相関で測って
ホワイトノイズに近いと言える。したがってこれを最
小化するようにwをとると平均回帰しやすい。
zt = w⊤yt の時、自己相関係数は ρi =

E [ztzt+i] /E
[
z2t
]
より、平均回帰ポートフォリオのport-

manteauは次のように書ける。

portmanteau(w) =

p∑
i=1

(
w⊤Miw

w⊤M0w

)2

(10)

3.1.3 Crossing Statistics

この基準は時系列がある時間区間 T において平均水
準に何回回帰したかをカウントし、その数で平均回帰
性を定量的に表す。
Crossing statisticsは、定常時系列 yt に対して、以

下の通り定義される。

crossing =
1

T − 1

T∑
t=2

1E (yt) (11)

ここで、1E (yt)は、事象E = {ytyt−1 ≤ 0}を満たす
時に 1、満たさない場合には 0を返す指示関数である。
定常な正規ノイズを持つ時系列に対しては、

crossing =
1

π
arccos (ρ1) (12)

で与えられることが知られている。この式から、定常
な正規ノイズを持つ時系列では、平均水準に多く回帰
させるためには、ρ1 を小さくすることが必要である。
以上から zt = w⊤ytの時、平均回帰ポートフォリオ
の Crossing statisticsは 1次の自己相関の定義から次
のように書ける。

crossing(w) =
w⊤M1w

w⊤M0w
(13)

3.2 Polynomial Goal Programmingに
よる定式化

ここでは、前節で導入した 3つの平均回帰性の定量
基準を PGPにより統合し、最適な保有比率を決定す
る。この手法は、高次モーメントを含めたポートフォリ
オの多目的最適化問題において導入された手法で、複
数のサブ目的関数を規格化する点と、それらのサブ目
的関数に投資家の選好を反映できる点が利点である。
PGPでは、まずサブ目的関数である式 (7)、式 (10)、
式 (13)の最小化問題を独立に解き、各々の最小値pred∗、
port∗、cross∗ を求める。次に、それらを用いて

arg min
w

∣∣∣∣ d1
pred∗

∣∣∣∣λ1

+

∣∣∣∣ d2
port∗

∣∣∣∣λ2

+

∣∣∣∣ d3
cross∗

∣∣∣∣λ3

where d1 = predictability(w)− pred∗

d2 = portmanteau(w)− port∗

d3 = crossing(w)− cross∗

(14)

を解くことで、最適な w を求める。ここで λ1、λ2、
λ3はそれぞれPredictability、Portmanteau Statistics、
Crossing Statisticsの選好度を表す変数である。
3つの平均回帰性に関する定量基準と PGPによる統
合について、概念図を図 1に示す。

4 提案手法

本研究では、前章で導入した定量基準を基にポート
フォリオを構築し、移動平均からの乖離が平均回帰す
る性質を利用したペア・トレード戦略を提案する。

Step 1：

マルチアセットを対象に、あらかじめ設定した最
大次数以下で VAR(p)モデルの AICが最小とな
る次数 pを選択する。この次数を用いて、各平均
回帰性に関する定量基準の値を算出する。

Step 2：

(1)Predictability、(2)Portmanteau Statistics、
(3)Crossing Statistics、(4)PGP を用いて (1)～
(3)を統合した多目的関数をそれぞれ最小化する
ことで、平均回帰性を有するポートフォリオの
ウェイトを算出する。

Step 3：

Step 2で算出したポートフォリオの過去リター
ンの移動平均からのスプレッドを算出する。スプ
レッドが平均±1標準偏差以上乖離した時をシグ
ナルとしてポジションを取得する。またロスカッ
トとして、ポジション取得後に平均±2標準偏差
以上乖離した場合は、ポジションを解消する。
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VARで
表現できる

VARで
表現できない
≒ホワイトノイズ

ラグ

自
己
相
関
係
数

自己相関が低い
≒ホワイトノイズ

自己相関が高い

資産1

資産2
価
格

時点

平均をクロスする
回数が少ない

平均をクロスする
回数が多い

Sub Problem 1

𝐦𝐢𝐧 𝑷𝒓𝒆𝒅𝒊𝒄𝒕𝒂𝒃𝒊𝒍𝒊𝒕𝒚
Sub Problem 2

𝐦𝐢𝐧 𝑷𝒐𝒓𝒕𝒎𝒂𝒏𝒕𝒆𝒂𝒖 𝑺𝒕𝒂𝒕𝒊𝒔𝒕𝒊𝒄𝒔
Sub Problem 3

𝐦𝐢𝐧 𝑪𝒓𝒐𝒔𝒔𝒊𝒏𝒈 𝑺𝒕𝒂𝒕𝒊𝒔𝒕𝒊𝒄𝒔

Main Problem

𝐦𝐢𝐧 𝑷𝒓𝒆𝒅𝒊𝒄𝒕𝒂𝒃𝒊𝒍𝒊𝒕𝒚 + 𝑷𝒐𝒓𝒕𝒎𝒂𝒏𝒕𝒆𝒂𝒖 𝑺𝒕𝒂𝒕𝒊𝒔𝒕𝒊𝒄𝒔 + 𝑪𝒓𝒐𝒔𝒔𝒊𝒏𝒈 𝑺𝒕𝒂𝒕𝒊𝒔𝒕𝒊𝒄𝒔

𝒑𝒓𝒆𝒅∗ = 𝒑𝒓𝒆𝒅𝒊𝒄𝒕𝒂𝒃𝒊𝒍𝒊𝒕𝒚 𝒘𝒑𝒓𝒆𝒅
∗

𝒑𝒐𝒓𝒕∗ = 𝒑𝒐𝒓𝒕𝒎𝒂𝒏𝒕𝒆𝒂𝒖 𝒘𝒑𝒐𝒓𝒕
∗ 𝒄𝒓𝒐𝒔𝒔∗ = 𝒄𝒓𝒐𝒔𝒔𝒊𝒏𝒈 𝒘𝒄𝒓𝒐𝒔𝒔

∗

𝒘𝒂𝒍𝒍
∗

𝐦𝐢𝐧
𝒑𝒓𝒆𝒅𝒊𝒄𝒕𝒂𝒃𝒊𝒍𝒊𝒕𝒚 𝒘 − 𝒑𝒓𝒆𝒅∗

𝒑𝒓𝒆𝒅∗

𝝀𝟏

+
𝒑𝒐𝒓𝒕𝒎𝒂𝒏𝒕𝒆𝒂𝒖 𝒘 − 𝒑𝒐𝒓𝒕∗

𝒑𝒐𝒓𝒕∗

𝝀𝟐

+
𝒄𝒓𝒐𝒔𝒔𝒊𝒏𝒈 𝒘 − 𝒄𝒓𝒐𝒔𝒔∗

𝒄𝒓𝒐𝒔𝒔∗

𝝀𝟑

Polynomial Goal Programming

図 1: 3つの平均回帰性に関する定量基準と PGPによる統合

5 実証分析

5.1 データセット

ここではグローバルの先物を対象に分析を行った。
投資対象のユニバースを表 1 にまとめた。データは
Bloomberg から取得した。検証期間は、2007 年 3 月
23日から 2019年 8月 30日までとし、すべて金曜引け
の週次リターンを用いた。

5.2 分析方法

四半期毎に、最大次数を 5、データ期間を過去 52週
として VAR(p)モデルの次数を決定し、最適なポート
フォリオのウェイトを算出した。ここでポートフォリオ
のレバレッジは、過去 52週のリターンデータを用いて
推定した共分散行列を基に、推定リスクが年率 5%とな
るように決定した。なお Predictabilityのみ、PGPで
統合することを踏まえ VAR(1)モデルを用いた。仮に
ポジションを取得していたとしても四半期毎に解消す
ることとした。また、ロスカットを行った場合、当該四
半期はポジションを取得しないこととした。PGPにお
けるPredictability、Portmanteau Statistics、Crossing
Statisticsの選好度はすべて 1とした。ポートフォリオ
の過去リターンの移動平均は過去 13週、スプレッドの

平均および標準偏差は過去 52 週の値を用いて算出し
た。以後、ポジション取得から解消までの期間を 1戦
略と呼称する。

5.3 分析結果

各平均回帰性の定量基準を用いて、ポートフォリオ
を構築した際のパフォーマンス統計量のサマリーを表
2に、累積リターンの比較を図 2に示す。
表 2の各パフォーマンス統計量の定義について簡単
に説明する。投資期間のリターン、リスク、リターン/

リスクは、それぞれポジションを取得している時のみの
ポートフォリオのリターン系列を用いて算出しており、
リターンおよびリターン/リスクは値が大きいほど、リ
スクは値が小さいほどパフォーマンスが良いことを示
す。戦略の勝率は、ポートフォリオのリターンが正で
あった戦略数を総戦略数で除した値とし、値が大きい
ほどパフォーマンスが良いことを示す。戦略の最大ド
ローダウンは、全戦略のうち最も低いリターンの値を
表し、絶対値が小さいほどパフォーマンスが良いこと
を示す。全期間に占める投資期間の割合は、全期間の
うちポジションを取得している期間の割合を表し、1戦
略あたりの平均投資期間は、ポジションを取得してか
ら解消するまでにかかった期間の平均を表す。
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表 1: 投資対象資産

銘柄

株式
先物

（計 16）

S&P
500
（SP）

NAS
DAQ
（NQ）

カナダ
（PT）

英
（CF）

仏
（CF）

独
（GX）

欧州
（VG）

スペイン
（IB）

オランダ
（EQ）

ノル
ウェー
（OI）

スイス
（SM）

日経
（NK）

TO
PIX
（TP）

香港
（HI）

豪州
（XP）

シンガ
ポール
（QZ）

債券
先物

（計 13）

米国
10 年
（TY）

米国
2 年
（TU）

米国
5 年
（FV）

米国
20 年
（US）

豪州
3 年
（YM）

豪州
10 年
（XM）

カナダ
10 年
（CN）

独
２年
（DU）

独
5 年
（OE）

独
10 年
（RX）

独
30 年
（UB）

英
10 年
（G）

日本
10 年
（JB）

表 2: パフォーマンス統計量

PGP Predictability Portmanteau Crossing

投資期間のリターン（%、年率換算） 11.9 9.9 3.1 2.8

投資期間のリスク（%、年率換算） 6.9 8.9 4.5 5.6

投資期間のリターン/リスク 1.73 1.11 0.70 0.50

戦略の勝率（％） 59.8 57.3 50.6 49.4

戦略の最大ドローダウン（％） -2.5 -4.4 -1.7 -2.7

全期間に占める投資期間の割合 （％） 28.0 24.5 30.0 23.8

1戦略あたりの平均投資期間（週） 1.9 1.8 2.4 2.0

図 2: 累積リターンの比較

表 2の投資期間のリターン/リスクおよび戦略の勝率
では PGPが 3つの単体手法を優越する結果を示して
おり、複数の平均回帰性の基準を組み合わせることの
有効性を示唆している。図 2によれば、各単体手法が
有効な期間は概ね異なるが、PGPを用いることでこれ
らをうまく統合できていると言える。

6 まとめ

本研究では、マルチアセット市場を対象に時系列モ
デルを用いて平均回帰性を有するポートフォリオを
構築することで、異なる資産クラスの銘柄をロング、
ショートするペア・トレード戦略を提案した。具体的
な平均回帰性の定量基準としては、分散の観点で測っ

た Predictability、相関の観点で測った Portmanteau

Statistics、平均水準への回帰回数で測った Crossing

Statistics、およびこれらを PGPと呼ばれる多目的最
適化問題の手法により統合した基準を用いた。実証分
析では、PGPを用いた手法において最良のリターン/

リスクおよび勝率の結果が得られ、マルチアセット市
場のペア・トレード戦略において複数の平均回帰性の
定量基準を組み合わせる戦略の有効性が示唆された。
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遺伝的プログラミングを用いた 

テクニカル指標による金融取引の戦略木構築 

Construction of a Financial Transaction Strategy Tree  

using Genetic Programming by Technical Index  

加藤 旺樹 1  穴田 一 1 

Ohki Kato 1   Hajime Anada 1 

1東京都市大学大学院 総合理工学研究科 
1Graduate School of Integrative Science and Engineering, Tokyo City University 

 

Abstract: Recently, many researchers have studied stock trading using technical analysis. However, it is 

necessary to have deep knowledge to use such technical analysis and it is difficult to achieve profitability 

using this technique. Therefore, using Genetic Programming, we construct an evolutionary model that 

considers the technical index for devising a profitable trading strategy. Finally, we confirmed the 

effectiveness of our model using historical data of the stock market. 

1. はじめに 

近年，テクニカル分析を用いた株式売買に関する

研究が精力的に行われている［１］［２］［３］［４］［５］

［６］．テクニカル分析を用いた投資では，相場のト

レンドや転換点を判断するテクニカル指標を用いる

ことで，過去の値動きのパターンから将来の値動き

を予測し，売買を行う．しかし，そのためには専門

的な知識を必要とする上，利益を上げにくいという

問題がある.  

松村らは，テクニカル指標を用いた投資戦略を木

構造で戦略木として表現した．そして，それぞれの

個体が戦略木を持ち，その戦略木に従い株式売買を

行うモデルを構築した．戦略木を構成するノードを

個体の遺伝子として遺伝的操作を用いることで，よ

り利益が高くなるように個体を進化させ，各個体が

持つ戦略木の特徴を分析した．ところが，その戦略

木は上昇トレンドのみでしか稼ぐことができないも

のとなっていた． 

そこで本研究では，松村らの研究で用いられた戦

略木を用いて，さまざまなトレンドで利益を生み出

す，テクニカル指標を用いた投資戦略の構築を目的

とする． 

2. 提案手法 

それぞれの個体が戦略木を持ち，その戦略木にし

たがって取引を行う．その取引結果から個体を評価

した値である適応度を求め，戦略木を構成するノー

ドを個体の遺伝子として遺伝的操作を用いることで，

より適応度が高くなるように個体を進化させていく．                

本研究では，既存手法を改良するために，使用する

ノードの種類の修正，適応度の定義，突然変異の方

法，次世代に残す個体の選択方法の変更と進化の過

程で戦略木中の使用されないノードの削除を行った． 

2.1. テクニカル指標 

テクニカル指標は株式の売買タイミングを判断す

るために使われる指標で，トレンド系，オシレータ

系，出来高系の 3つがある．トレンド系は株価の推 

移からトレンドを判断する指標，オシレータ系は株

価の推移からトレンドの転換点を判断する指標，出

来高系は売買が成立した株数の推移からトレンドの

転換点を判断する指標である． 

2.2. 戦略木 

戦略木は，表 1 に示す複数の非終端ノードと終端

ノードからツリー状に構成される．図 1に戦略木の

例を示す． 

図１ 戦略木の例 

人工知能学会研究会資料 
SIG-FIN-024

7



それぞれの数字がテクニカル指標や売買行動を表

し，各ノードから 1番上のノードまでのノード間を

結ぶ枝の数を各ノードの深さとする． 

各個体は戦略木を持ち，戦略木に従って当日の行動

を決定する．一番上のノードからテクニカル指標に基

づく判定処理により，左右どちらのノードを実行する

のか決定していくことを繰り返し，到達した終端ノー

ドの行動を実行する．判定に使用するデータは，各指

標に必要な日数分の始値，高値，安値，終値，出来高

の日足データである． 

非終端ノードでは，テクニカル指標に基づく判定

処理によって左右どちらかのノードを実行する．終

端ノードでは，株式の売買行動を実行する．付録 A.1

に終端ノードと非終端ノードを示す．  

2.3. 遺伝子操作 

戦略木を構成するノードを個体の遺伝子として，

交叉や突然変異，淘汰の操作でより高い利益を生み

出す個体を作り出していく［７］． 

2.3.1. 初期個体生成 

表 1 のノードの中から無作為に 1 つを選択する．

そのノードが終端ノードであれば，戦略木の生成を

終了する．非終端ノードであれば，その非終端ノー

ドの左右にノードを無作為に選択して付け加える．

この作業を，全ての非終端ノードの左右に終端ノー

ドが付け加えられるまで繰り返す．初期個体の生成

は，初めからノード数の多い木になることを防ぐた

め，深さ 4 には終端ノードを付け加える．初期個体

は N個体生成する． 

2.3.2. 評価 

個体の適応度 F を次式のように定義した． 

𝐹 =
総利益

総損失
×勝率 × log⁡(総取引数) 

ここで，総利益は複数銘柄の複数期間でそれぞれ取

引を行った時の利益の合計，総損失は複数銘柄の複

数期間でそれぞれ取引を行った時の損失の合計，勝

率は総取引数のうち利益を得た取引数の割合である． 

複数の期間でそれぞれ取引を行った時の損失が小
さく利益が大きい，つまりさまざまな変動で利益を
上げることができる個体の適応度が高くなるように
なっている．さらに，勝ち取引数をかけることによ
って勝った取引の多い個体の適応度が高くなるよう
になっている． 

さらに，学習データを銘柄ごとに期間を短く分割

することでトレンド等の時系列の特徴を出やすくし

た状態で学習を行う．期間をより細かく分割し，分

割したそれぞれの期間で取引することで，多くの変

動パターンを学習できると考えたからである． 

2.3.3. ノード削除 

戦略木によって行動を決定する際に同じ数字のノ

ードを 2 回目以降実行する場合，そのノードでは左

右どちらのノードを実行するのか決まっているため，

絶対に到達できないノードが生まれてしまう．例え

ば，図 1 では，深さ 1 と深さ 2 に 8 番のノードがあ

る．深さ 1にある 8番で左のノードを実行する場合，

深さ 2 の 8 番も左のノードを実行することになり，

その逆側の深さ 3 の 23 番のノード以下には到達で

きない．これらのノードは売買行動に関係なく適応

度に影響を与えないが，ノード数を制限していない

ためこのようなノードが際限なく増えていく．これ

では交叉時，適応度に影響を与える部分が選ばれに

くくなり，進化が停滞しやすく効率的な学習が妨げ

られる．そこで，戦略木がある程度大きくなってか

ら必要ない部分を削除するために，101 世代以降で

は，毎世代評価で使われなかったノードの削除を行

う．ノードの削除を 101 世代以降で行うのは，初期

世代から行うと戦略木が大きくならなくなってしま

うからである． 

2.3.4. 交叉 

現世代の全個体から適応度を用いたルーレット選

択により親となる 2 個体を選択する．それぞれの個

体から無作為に 1 つずつノードを選び，そのノード

以下の部分木を交換することで子を 2 個体作り出す．

図 2 に交叉の例を示す．これらの操作を繰り返すこ

とで N個体を作り出す． 

図 2 交叉の例 

2.3.5. 突然変異 

交叉によってできた N個体について適応度の順位

に基づいて突然変異を施すか決定する．個体⁡𝑖⁡の突

然変異が起きる確率⁡𝑃𝑖 ⁡は次式で定義される．  

𝑃𝑖 = (𝑅𝑎𝑛𝑘𝑖 − 1) × 0.1 (%)       (1) 

ここで，𝑅𝑎𝑛𝑘𝑖は子個体⁡𝑖⁡の子個体群での適応度の順

位である．これにより，順位の高い子個体は突然変

異する確率が低くなる．突然変異を施す場合，子個

体を構成する各ノードが突然変異率⁡𝑝(%)⁡で，終端
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ノードなら他の終端ノード，非終端ノードなら他の

非終端ノードに無作為に変化させる． 

2.3.6. 次世代に残す個体の選択 

次世代に残す個体を全 2N 個体から適応度の順位

を用いたルーレット選択によって選び出す．こうす

ることで，個体の多様性を保ちつつ順位の高い個体

を次世代に残りやすくする．  

2.4. 提案手法の流れ 

個体を N個体用意する．個体はそれぞれ戦略木と

現金残高，保有株式数の情報を持ち，1 日 1 回売買

行動する．各個体は独立して，戦略木に従い定めた

期間，複数銘柄でそれぞれ取引を行う．取引は過去

のデータを用いて実市場と同じ値動きを再現した市

場で行い，株式の注文は注文を出した日の終値で成

立させる．提案手法は以下の流れで行う． 

Ⅰ) 初期個体生成  

Ⅱ) 初期個体の評価   

Ⅲ) 交叉 

Ⅳ) 交叉によってできた個体の評価 

Ⅴ) 交叉によってできた個体の 

使われないノード削除 

Ⅵ) 突然変異 

Ⅶ) 突然変異した個体の評価 

Ⅷ) 突然変異した個体の使われないノード削除 

Ⅸ) 次世代に残す個体の選択 

Ⅰ)，Ⅱ) の後 Ⅲ)～Ⅸ)を，決められた世代数まで繰

り返す． 

3. 結果 

本研究で扱う取引銘柄は，東京証券取引所 1 部に

上場している 10業種から，さまざまな変動を学習さ

せるために，出来高が多く長い期間データを取るこ

とができる銘柄を 1つずつ選び出した，表 2の 10 銘

柄である． 

表 2 取引銘柄 

業種 銘柄 

製造業 キヤノン 

水産・農林業 極洋 

鉱業 日鉄鉱業 

建設業 積水ハウス 

金融保険業 野村ホールディングス 

不動産業 三井不動産 

運輸・情報通信業 KDDI 

電気・ガス業 大阪ガス 

サービス業 セコム 

商業 イオン 

個体数 N = 100，世代数 5000，試行回数 50 とし，

突然変異率 pは最も良かった p = 0.5 (%)とした．学

習期間は 2000 年から 2005 年とした．学習期間の分

割の刻みは，2 年，1 年の 2つである．分割した期間

においてそれぞれ元金 10万円とし，全銘柄で取引を

行う．例えば，2 年刻みであれば，1銘柄につき 6年

間の学習期間を 2000年 1月～2001 年 12月，2002年

1 月～2003年 12月，2004年 1月～2005年 12 月の 3

期間に分け，10 銘柄分で 30 パターンの株価変動で

取引し適応度を計算する．テスト期間は 2006 年から

2016年とし 1年ごとにテストを行った．  

図 3に学習期間（2000 年 ～ 2005年）の各世代で

適応度が最も高い個体の 1 銘柄あたり 1 年間に換算

した利益率の 50試行平均を示す．学習期間にはさま

ざまな変動が存在するが，上昇トレンドが多い期間

となっている．この図の縦軸は 1 銘柄あたり 1 年間

に換算した利益率，横軸は世代数を表し，黒線は既

存手法，オレンジ線は 2 年刻みによる提案手法，青

線は 1年刻みによる提案手法の利益率を表す． 

 

 

図 3 最良個体の利益率の世代推移（学習期間） 

 

既存手法の戦略木，提案手法の戦略木ともに世代が

進むにつれて利益率が上がっており，学習が進んで

いることがわかる．学習期間において既存手法の戦

略木が最も利益を上げることができている．これは

既存手法の戦略木は稼ぎやすい上昇トレンドのみで

利益を上げるように進化しており，提案手法の戦略

木はさまざまなパターンの変動で利益を上げようと

進化しているため上昇しているところで十分に稼ぐ

ことができていないためである．短く分割し学習を

行ったものほど利益を上げることができていないの

は，より多くのパターンで利益を上げようと進化し

ており，上昇トレンドで稼ぐことがより難しくなっ

ているためである． 

図 4 に 2009 年の各世代で適応度が最も高い個体

の 1 銘柄あたり 1 年間に換算した利益率を 50 試行

平均した世代推移を示す．2009年は下降トレンド後，

上昇トレンドまたは横ばいの銘柄が多い期間である．

縦軸は 1 銘柄あたり 1 年間に換算した利益率，横軸
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は世代数を表し，黒線は既存手法，オレンジ線は 2

年刻みによる提案手法，青線は 1 年刻みによる提案

手法の利益率を表す． 

 

 

図 4 最良個体の利益率の世代推移（2009 年） 

 

最終世代ではどの刻みによる提案手法も既存手法

の利益を上回っており，短く分割し学習を行った 1

年刻みによる提案手法の戦略木が最も利益を上げる

ことができている．提案手法は学習期間では既存手

法より利益を上げることができていなかったが，こ

のテスト期間では利益を上げることができている．

これは，既存手法は上昇トレンドのみでしか稼ぐこ

とができないように進化したため，テスト期間の変

動に対応できず，提案手法はさまざまなパターンの

変動で利益を上げようと進化しているためテスト期

間の変動にも対応することができたからだと考えら

れる． 

2009年以外の期間でもテストを行ったところ，提

案手法は上昇トレンドでは既存手法に劣るが，他の

変動では上回ることができた．詳しい結果と考察に

ついては発表時に述べる． 

 

4. 今後の課題 

さまざまな変動に対応することができたといった

が，上昇トレンドではあまり利益を上げることがで

きておらず，それぞれのトレンドに対応したとは言

い難い．現在の木構造ではさまざまなトレンドに対

応した戦略の記述は難しいのではないかと考えてお

り，新たな戦略の記述方法の検討を行う必要がある．

具体的には，ノードに用いるテクニカル指標によっ

て分岐の数を増やして戦略木を構築するという新た

な戦略の記述方法を検討中である． 

本研究では，株式を扱ったが為替などの別の金融

取引に対しての適用も考えている．株式では出来高

のデータを使用することができるが，為替では使用

することができない．そのため，出来高の代わりに

なるデータを用いる必要がある． 
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付録 

付録 A.1 終端ノードと非終端ノード 

使用しているテクニカル指標を以下に示す［８］［９］

［１０］． 

・STC-slow，STC-fast（ストキャスティクス値） 

一定期間の株価の値上がり幅と値下がり幅から株

価の転換点を判断するオシレータ系の指標 

・RSI 

一定期間の株価の値上がり幅と値下がり幅から株

価の転換点を判断するオシレータ系の指標 

・％R 

一定期間の株価の最高値と最安値から株価の転換

点を判断するオシレータ系の指標 

 

 

・VR1，VR2，WVR（ボリュームレシオ） 

出来高の推移から株価の転換点を判断する出来 

高系の指標 

 番号 内容 

終端 
ノード 

1 資金が許す限り株式を購入，資金がないときは待機 

2 所有している株式をすべて売却，株式がないときは待機 

3 待機 

非終端 
ノード 

4 前日の終値が前々日の終値より高ければ左のノードを実行，それ以外であれば右のノードを実行 

5 前日の出来高が前々日の出来高より高ければ左のノードを実行，それ以外であれば右のノードを実行 

6 
前々日 STC-slow < STC-fast，前日 STC-slow > STC-fast ならば左のノードを実行，それ以外であれば右の
ノードを実行 

7 
前々日 STC-slow > STC-fast，前日  STC-slow <  STC-fast ならば左のノードを実行，それ以外であれば右
のノードを実行 

8 
%R を用いて 0 が連続して 3 回出た後に前日の値が 20 以上ならば左のノードを実行，それ以外であれば
右のノードを実行 

9 
%R を用いて 100 が連続して 3 回出た後に前日の値が 80 以上ならば左のノードを実行，それ以外であれ
ば右のノードを実行 

10 RSI > 70% ならば左のノードを実行，それ以外であれば右のノードを実行 

11 RSI < 30% ならば左のノードを実行，それ以外であれば右のノードを実行 

12 
短期移動平均と前日の終値の間に+10%以上の乖離があれば左のノードを実行，それ以外であれば右のノ
ードを実行 

13 
短期移動平均と前日の終値の間に-10%以上の乖離があれば左のノードを実行，それ以外であれば右のノー
ドを実行 

14 
中期移動平均と前日の終値の間に+10%以上の乖離があれば左のノードを実行，それ以外であれば右のノ
ードを実行 

15 
中期移動平均と前日の終値の間に-10%以上の乖離があれば左のノードを実行，それ以外であれば右のノー
ドを実行 

16 
長期移動平均と前日の終値の間に+10%以上の乖離があれば左のノードを実行，それ以外であれば右のノ
ードを実行 

17 
長期移動平均と前日の終値の間に-10%以上の乖離があれば左のノードを実行，それ以外であれば右のノー
ドを実行 

18 ゴールデンクロス（短期と中期）であれば左のノードを実行，それ以外であれば右のノードを実行 

19 ゴールデンクロス（中期と長期）であれば左のノードを実行，それ以外であれば右のノードを実行 

20 デッドクロス（短期と中期）であれば左のノードを実行，それ以外であれば右のノードを実行 

21 デッドクロス（中期と長期）であれば左のノードを実行，それ以外であれば右のノードを実行 

22 短期移動平均との間に+2σ以上の乖離があれば左のノードを実行，それ以外であれば右のノードを実行 

23 短期移動平均との間に-2σ以上の乖離があれば左のノードを実行，それ以外であれば右のノードを実行 

24 中期移動平均との間に+2σ以上の乖離があれば左のノードを実行，それ以外であれば右のノードを実行 

25 中期移動平均との間に-2σ以上の乖離があれば左のノードを実行，それ以外であれば右のノードを実行 

26 長期移動平均との間に+2σ以上の乖離があれば左のノードを実行，それ以外であれば右のノードを実行 

27 長期移動平均との間に-2σ以上の乖離があれば左のノードを実行，それ以外であれば右のノードを実行 

28 VR1 ≦ 70% ならば左のノードを実行，それ以外であれば右のノードを実行 

29 VR1 ≧ 450% ならば左のノードを実行，それ以外であれば右のノードを実行 

30 VR2 ≦ 30% ならば左のノードを実行，それ以外であれば右のノードを実行 

31 VR2 ≧ 70% ならば左のノードを実行，それ以外であれば右のノードを実行 

32 WVR ≦ -40% ならば左のノードを実行，それ以外であれば右のノードを実行 

33 WVR ≧ 40% ならば左のノードを実行，それ以外であれば右のノードを実行 
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人工市場を用いた負の売買手数料（リベート）が
株式市場に与える影響の調査

Investigation how negative trading fees (rebates) affect

a stock market with an agent-based model

星野 真広 1 ∗ 水田 孝信 2 八木 勲 1

Mahiro Hoshino1，Takanobu Mizuta2，Isao Yagi1

1 神奈川工科大学情報学部工学科
1 Department of Information and Computer Sciences, Faculty of Information Technology,

Kanagawa Institute of Technology
2 スパーク・アセット・マネジメント株式会社

2 SPARX Asset Management Co., Ltd.

Abstract: 現在，米国を中心に市場構成の見直しの一環として，メイカー・テイカー制をめぐる議
論が活発化している．メイカー・テイカー制は，市場に注文を供給するメイカーにリベート（負の手
数料）を支払い，その注文を消費するテイカーから手数料を取る手数料体系である．メイカー・テイ
カー制は，リベートによってメイカーから多くの指値注文を得て取引所のシェアが高まると言われ
ているが，市場にどのように影響を与えるのか良くわかっていない．そこで本研究では，リベート
の金額を変化させ，メイカー・テイカー制が市場とテイカーの平均購入価格に与える影響を分析し，
メイカー・テイカー制の利点と欠点のトレードオフを検証した．その結果，メイカー・テイカー制は
効率的な市場を形成するが，その弊害としてテイカーの平均購入価格が上昇することがわかった．

1 はじめに

現在，米国を中心に市場構成の見直しの一環として，
メイカー・テイカー制（又はメイカー・テイカー・モデ
ル）をめぐる議論が活発化している [川本 15,岡田 17]．
通常，市場は自市場で取引をする全ての投資家から手
数料を徴収することで，利益を上げ運営を行う．しか
し，メイカー・テイカー制を採用した市場では約定し
た注文に対して，市場に注文を提供していた指値注文
側にリベート（負の売買手数料）を支払い，その指値
注文を消費した成行注文側から手数料を取る．このよ
うな売買手数料を取り入れる利点は，多くの指値注文
を得て取引のシェアを高める可能性があること，メイ
カーが調整した価格で指値注文することにより，価格
スプレッドが減少し効率的な市場が形成される可能性
があることが挙げられる．しかし，実際に市場にどの
ように影響を与えるのか良くわかっていない．
そこで本研究では人工市場を用いて手数料が変化し
た際の市場への影響調査を行う．人工市場を用いる理
由は，実証研究では実際に利用されていない手数料で

∗神奈川工科大学情報学部情報工学科
〒 243-0292 神奈川県厚木市下荻野 1030
E-mail: s1621085@cce.kanagawa-it.ac.jp

の取引によって生じる市場への影響調査を行うことは
困難であるが，人工市場を利用するとそれら架空の手
数料が市場に与える影響についても確認できるからで
ある．
本研究ではメイカー・テイカー制が導入された人工
市場を形成し，メイカーが手数料を考慮に入れた取引
を行った際の市場への影響を，マーケット・インパク
ト，ボラティリティ，市場非効率性，出来高の面より
分析した．また，テイカーの平均購入価格を求め，効
率的な市場の形成とテイカー側の購入金額の増加のト
レードオフを検証した．
この際，各投資家成分の重みを学習して売買決定を
行うノーマルエージェントが参入する市場に，メイカー
として，自身のポジションを考慮に入れてマーケット
メイクを行うポジションマーケットメイカーエージェ
ントを，テイカーとしてアルゴリズムトレードをモデ
ル化したアルゴリズムエージェントを導入し，市場で
取引を行わせることで現実の市場に近いモデルを構築
した．
本実験の結果，メイカー・テイカー制は効率的な市
場を形成するが，その弊害としてテイカーの平均購入
価格が上昇することが確認できた．
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2 人工市場モデル

本研究では益田ら [益田 19]の人工市場モデルを基に，
水田ら [水田 14]のアルゴリズムエージェントと草田ら
[草田 15]のポジションマーケットメイカーを加えてモ
デルの構築を行った．元のモデルで使用されているノー
マルエージェントはテイカーとメイカーの両方，アル
ゴリズムエージェントはテイカー，ポジションマーケッ
トメイカーはメイカーの役割を果たす．
本モデルでは，一つの資産のみを取引対象とする．
ノーマルエージェントが n体，アルゴリズムエージェ
ントが l(ただし，l ≤ n)体，合計n+l体のエージェント
がおり，エージェント j = 1から，j = 2, 3, 4,・・・と順番
に注文を出す．最後のエージェント j = n+ lが注文を
出すと，次の時刻にはまたはじめのエージェント j = 1

が注文を出していく．通常時はノーマルエージェント
が注文を行い，ノーマルエージェントが n/l（小数点以
下切り捨て）体注文を出すごとに，アルゴリズムエー
ジェントが 1体注文を出す．ただしアルゴリズムエー
ジェントもノーマルエージェント同様，k = 1, 2, 3,・・・
, lの順に注文を出し，k = lまで到達すると k = 1に
戻る．また，ポジションマーケットメイカーが 1体お
り，各エージェントが注文を行う前に売りと買いの注
文を行う．
時刻 tはノーマルエージェントおよびアルゴリズム

エージェント 1体が注文を出すたびに 1だけ増える．す
なわち，注文をしただけで取引が成立しない場合も時
刻 tは 1ステップ進む．ポジションマーケットメイカー
の注文で時刻 tは進まない．
このモデルでの価格決定メカニズムは，買い手と売り
手が価格を提示し，両者の提示価格が合致するとその価
格での取引が成立するザラバ方式（連続 double auction

方式）とした．

2.1 手数料体系

市場は営利事業であり，その利益は各投資家が取引
を行った際の手数料でまかなっている．メイカー・テ
イカー制を採用した市場の，市場の利益，メイカーの
手数料とテイカーの手数料の関係式は式 (1)となる．

Rex = Cm + Ct (1)

Rexは市場の必要利益，Cmはメイカーの手数料，Ct

はテイカーの手数料を表す．ただし，Rex = 0.1%とす
る．なぜなら，取引所の利益は，市場形成の効率化と
テイカーの購入金額増加のトレードオフに本質的な影
響を与えないからで，簡潔なモデルを構築するため固
定値とした．Cm，Ct 共に正の値ならば手数料を支払
うこと，負の値ならば手数料分を受け取ることを意味

する．Rex，Cm，Ctは後述するファンダメンタル価格
Pf の割合で示す．

2.2 ノーマルエージェント

ノーマルエージェントは一般投資家を表すエージェ
ントである．各々のエージェントがファンダメンタル価
格を参照し投資判断を行うファンダメンタル成分，過
去の価格推移を利用して投資判断を行うテクニカル成
分，投資家の試行錯誤的な投資判断を表すノイズ成分
を保持している．注文価格は，これらの投資戦略成分
から算出された期待リターンを基に求められる．また，
ファンダメンタル成分，テクニカル成分を学習するこ
とで，市場状況に応じて戦略の比重を切り替える．

2.2.1 注文プロセス

ノーマルエージェントは以下の手順に従い，買いと
売りの判断を行う．ノーマルエージェント j が時刻 t

の時に予想する価格の変化率（予想リターン）retj は式
(2)から求められる．

re
t
j =

1

w1
t
j + w2

t
j + uj

(
w1

t
jr1

t
j + w1

t
jr2

t
j + ujϵ

t
j

)
(2)

ここで，wi
t
j は時刻 tにおけるノーマルエージェン

ト jの i項目の重みであり，シミュレーション開始時に
それぞれ 0から wimaxまでの一様乱数で決める．右辺
のカッコ内の 1項目の w1

t
j はファンダメンタル価格を

参照し投資判断を行うファンダメンタル成分の重み，2

項目の w2
t
j は過去の価格推移を参照し投資判断を行う

テクニカル成分の重みである，これら重みは学習プロ
セスにて変化する．uj は各エージェントに固有の働き
をさせるためのノイズ成分の重みであり，シミュレー
ション開始時にそれぞれ 0から umax までの一様乱数
で決められ，シミュレーション中は変化しない．これ
らの重みは互いに独立して変化する．式 (2)の右辺の
最初の項にて正規化することでこれら 3つの重みから
くる影響を平準化している．
ri

t
j は時刻 tにおけるノーマルエージェント j の i項

目の予想リターンであり，買いと売りの判断時に計算
される．1項目の r1

t
j はファンダメンタル成分のリター

ンでありファンダメンタル価格と 1期前の市場価格を
比較し，市場価格の方が安ければ正，高ければ負の予
想リターンを表す．時刻 tにおけるノーマルエージェ
ント j のファンダメンタル成分の予想リターン r1

t
j は

ln
(
Pf/P

t−1
)
とする．Pf は時間で変化しない一定の

ファンダメンタル価格である．P tは時刻 tにおける市
場価格 (取引されなかった時刻では直近取引された価
格であり，t = 0では P t = Pf とする)．2項目の r2

t
j
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はテクニカル成分の予想リターンであり過去のリター
ンが正なら正，負なら負の予想リターンを表す．時刻 t

におけるノーマルエージェント j のテクニカル成分の
予想リターン r2

t
j は ln

(
P t−1/P t−1−τj

)
とする．τj は

1から τmaxまでの一様乱数でエージェントごとに決め
る．ϵtj は時刻 t，エージェント j のノイズ成分であり，
平均 0，標準偏差 σϵ の正規分布乱数である．
式 (2)で導いた予想リターンを元に予想価格 Pe

t
j を

式 (3)で求める．

Pe
t
j = P t−1exp

(
re

t
j

)
(3)

注文価格 Po
t
j は平均 Pe

t
j，標準偏差 Pσ

t の正規分布
乱数で決める．Pσ

t は式 (4)で求める．

Pσ
t = Pe

t
j · est (4)

estを「ばらつき係数」と呼び，est (0 < est ≤ 1)の
範囲で定める．買いと売りの判断は式 (5)にしたがう．

Po
t
j < Pe

t
jなら 1単位の買い

Po
t
j > Pe

t
jなら 1単位の売り (5)

2.2.2 学習プロセス

学習はエージェントごとに注文の直前に行われ，各
成分の予想リターン ri

t
j（ただし，i = 1, 2）の符号の

向きと学習期間のリターン rl
t = ln

(
P t−1/P t−1−tl

)
の

符号の向きとを比較し，wi
t
j を式 (6) のように書き換

える．

同符号なら， wi
t
j ← wi

t
j + kl

∣∣rlt∣∣ qjt (wimax − wi
t
j

)
異符号なら， wi

t
j ← wi

t
j − kl

∣∣rlt∣∣ qjtwi
t
j (6)

ここで，klは定数，qjtは時刻 t，エージェント j に
与えられる 0から 1までの一様乱数である．式 (6)で
は，価格変化の方向の予測と現実の価格変化の方向が
一致した戦略の重みを引き上げ，外れている戦略の重
みを引き下げるようにしている．また式 (6)の学習プ
ロセスとは別に，wi

t
j を確率mで 0からwimaxまでの

一様乱数にて再設定を行う．

2.3 アルゴリズムエージェント

アルゴリズムエージェントはアルゴリズムトレード
をモデル化した機関投資家エージェントを想定してい
る．アルゴリズムトレードとは市場の動向に応じて自
動的に買い売りや数量の判断を行い，注文を繰り返す
取引のことを指す．このエージェントは規則的に注文
数 1の買い注文のみを行う．導入の目的としては平均

購入価格を求めるためのマーケット・インパクト (MI)

の測定に利用するためである．
アルゴリズムエージェントは発注の際に，注文板か
ら最も安い売り注文（最良売り気配値，なお最も高い
買い注文を「最良買い気配値」という）を確認する．最
良売り気配値が存在すればその価格からティックサイ
ズ∆P を加えた価格で買い注文を出す．注文板に最良
売り気配値が存在しない場合，注文は行わない．

2.4 ポジションマーケットメイカー

ポジションマーケットメイカーはマーケットメイク
戦略をとる機関投資家エージェントを想定している．自
身のポジション（保有しているリスク資産数，買いなら
正，売りなら負）を考慮に入れ，最良買い気配値と最良
売り気配値から注文基準価格を求め，期待する 1取引
あたりの利益率である提示スプレッド θpmを，売りな
ら加えた価格，買いなら減じた価格で取引を行う．草
田ら [草田 15]は市場は 2市場を考慮してモデル化して
いたが，本研究では 1市場を対象としてモデル化した．
時刻 tにおける取引市場の最良売り気配値P t,sell，最
良買い気配値P t,buy，ポジションマーケットメイカーの
提示スプレッドを θpm，時刻 tと t+ 1の間にポジショ
ンマーケットメイカーが抱えるポジションを stpm，ポ
ジション考慮度を wpmとすると，買い注文価格 P t,buy

o,pm

と売り注文価格 P t,sell
o,pm は式 (7)，式 (8)，式 (9)で決定

される．

P t,buy
o,pm = P t

fv,pm −
1

2
(Pf ·θpm) (7)

P t,sell
o,pm = P t

fv,pm +
1

2
(Pf ·θpm) (8)

P t
fv,pm =

(
1− wpm

(
stpm

)3) · 1
2

(
P t,buy + P t,sell

)
(9)

また，ポジションマーケットメイカーの成行注文を
防ぐために価格を一定の値に抑える．制約を式 (10)に
示す．

P t,buy
o,pm ≥ P t,sell

P t,sell
o,pm ≤ P t,buy (10)

これらの制約時のポジションマーケットメイカーの
発注価格は式 (11)，式 (12)のようになる．これにより
買い注文と売り注文の価格が逆転することも防ぐこと
ができる．

P t,buy
o,pm =

{
P t,sell −∆P (P t,buy

o,pm ≥ P t,sell)

P t,sell
o,pm − (Pf ·θpm) (P t,sell

o,pm ≤ P t,buy)
(11)
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P t,sell
o,pm =

{
P t,buy
o,pm + (Pf ·θpm)

(
P t,buy
o,pm ≥ P t,sell

)
P t,buy +∆P

(
P t,sell
o,pm ≤ P t,buy

) (12)

本実験ではポジションマーケットメイカーに，1取引
（1単位の売り注文と買い注文）で生じる期待利益を設
ける．ポジションマーケットメイカーは期待利益とメ
イカーの手数料 Cm を考慮に入れ提示スプレッド θpm
を調節していく．θpm の求め方を式 (13)に示す．

θpm = Rm + 2Cm (13)

Rm はポジションマーケットメイカーが 1取引あた
りに必要な期待利益である．モデルを簡潔にするため，
本実験では Rm = 0.3%の固定値とした．本研究では，
Rmをファンダメンタル価格 Pf の割合で示す．Cmに
係数 2がついていることに注意する．これは 1取引で，
売り注文が約定した手数料と，買い注文が約定した手
数料を支払うことを意味している．以上の条件の下で，
ポジションマーケットメイカーの手数料を変化させた
ときの提示スプレッドとテイカーの手数料の変化の様
子を表 1に示す．

3 実験

本実験ではメイカーが手数料を考慮して取引を行
う．表 1のようにメイカーの手数料 Cm を-0.145%，-

0.140%，そして-0.125%から 0.100%の 0.025%刻みと
変化させたときの，マーケット・インパクト，ボラティ
リティ，市場非効率性，出来高を取得した．本論文で
は，手数料をファンダメンタル価格に対する割合で表
す．例えば，ファンダメンタル価格が 10,000，メイカー
の手数料が-0.100%である時，メイカーが支払う手数料
は-10.0となる．
各パラメータの値は n = 990，l = 10，w1max = 1，

w2max = 10，umax = 1，τmax = 10, 000，σϵ = 0.06，
est = 0.003，∆P = 1.0，Pf = 10, 000.0，tl = 10, 000，
tc = 20, 000，kl = 4.0，m = 0.010，wpm = 0.00000005

とする1．

3.1 マーケット・インパクト

アルゴリズムエージェントの平均購入価格を求める
ためにマーケット・インパクト (MI)を利用する．MI

は自分自身の注文によっていかに市場価格に影響を与
えたかを示す．今回は，アルゴリズムエージェントが
ファンダメンタル価格よりどれだけ高い価格で取引を

1モデルの妥当性は実証研究 [Sewell 06, Cont 01] で得られてい
る統計的性質 (Stylized fact) が満たされているかで判断した

表 1: メイカーの手数料が変化したときの提示スプレッ
ドとテイカーの手数料（ただし，Rm = 0.300%, Rex =

0.100%）
Cm θpm Ct

0.100% 0.500% 0.000%

0.075% 0.450% 0.025%

0.050% 0.400% 0.050%

0.025% 0.350% 0.075%

0.000% 0.300% 0.100%

-0.025% 0.250% 0.125%

-0.050% 0.200% 0.150%

-0.075% 0.150% 0.175%

-0.100% 0.100% 0.200%

-0.125% 0.050% 0.225%

-0.140% 0.020% 0.240%

-0.145% 0.010% 0.245%

行ったかをMI と定義した．MI を式 (14)に示す．

MI =
1

nbuy

nbuy∑
j=1

pjbuy − Pf

Pf
(14)

このMI は実証研究では観測できないファンダメン
タル価格 Pf を使用しており，人工市場でしか用いるこ
とのできない定義である．ここで，nbuy はシミュレー
ト全期間を通してアルゴリズムエージェントが買った
数量，pjbuy は各々の注文が成立した価格である．アル
ゴリズムエージェントが存在しない場合，取引価格の
平均はファンダメンタル価格とほぼ同じになることが
明らかになっている [水田 14]．そのため，MI を測定
して値が高くなればアルゴリズムエージェントの取引
が市場に影響を及ぼしているといえる．MI = 0とな
れば，アルゴリズムエージェントの取引は影響を及ぼ
していないことになる．
MI は 1度に大量の注文を出すことや，注文板上に
ばらつきがあると値が大きくなりやすい．本モデルで
は 1度に大量の注文を出すことはないが，アルゴリズ
ムエージェント，ノーマルエージェント，特にポジショ
ンマーケットメイカー取引により注文板の状態は大き
く変化する．これによりMI の測定で取引の影響を分
析することができる．
MI はファンダメンタル価格からの割合で表す．例
えばMI = 0.15%，Pf = 10, 000の場合．アルゴリズ
ムエージェントはファンダメンタル価格から 15離れた
10,015で取引を行っている．
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図 1: メイカーの手数料と各々の出来高

3.2 市場非効率性

市場の効率性を測定する指標として水田ら [水田 15]

の市場非効率性Mieを用いる．式 (15)に市場非効率性
の求め方を示す．

Mie =
1

te

te∑
t=0

|P t − Pf |
Pf

(15)

この市場非効率性もMI と同様に実証研究では観測
できないファンダメンタル価格 Pf を使用しており，人
工市場でしか用いることのできない定義である．現実
市場とは異なりファンダメンタル価格 Pf が明確なた
め，推定ではない理想的な市場の効率性を測定できる．
Mie は 0以上の値をとり，0ならば完全に効率的，値
が大きくなるにつれて非効率的であることを表してい
る．市場非効率性はファンダメンタル価格 Pf に対する
市場価格の平均乖離度で表している．

4 結果と考察

実験の結果，メイカーの手数料が低下がするにつれ
て，ポジションマーケットメイカーの出来高は増加，ボ
ラティリティは低下，市場非効率性は低下，マーケッ
ト・インパクトは減少した．

4.1 ポジションマーケットメイカーの出来高

メイカーの手数料が低下すると，ポジションマーケッ
トメイカーの出来高は増加した（図 1参照）．メイカー
の手数料が低い環境，つまりメイカーがリベートを受
け取りやすくなる環境下では，ポジションマーケット
メイカーは期待利益をリベートで補えるため，提示ス
プレッドを狭めることができる．提示スプレッドが狭

図 2: メイカーの手数料とボラティリティ

図 3: メイカーの手数料と市場非効率性

まると注文価格が市場価格に近付き，約定しやすい価
格になるため，ポジションマーケットメイカーの出来
高は増加する．
メイカーの手数料が低下し負になる，すなわちメイ
カーがリベートを受け取れる環境で出来高を増やすこと
ができれば，その分リベートを受け取る機会が増える．
すなわち，メイカーの利益につながる．よって，市場
がリベートを支払うことはメイカーの利益につながる．

4.2 ボラティリティ

ボラティリティは 1 日毎（1 日 = 20000 期とする）
と，1期毎のものを取得した．メイカーの手数料が低
下すると，ボラティリティは低下する結果を得られた
（図 2参照）．メイカーがリベートを受け取れる環境で
は，メイカーの期待利益はリベートで補えるため，ポ
ジションマーケットメイカーは狭い提示スプレッドを
提供できる．ポジションマーケットメイカーが提示ス
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図 4: メイカーの手数料とマーケット・インパクト

プレッドを狭めると，ノーマルエージェントはポジショ
ンマーケットメイカーの注文と約定しやすくなる．ポ
ジションマーケットメイカーの注文と約定しやすくな
ることで市場価格がメイカーの狭い提示スプレッドの
間で決まるようになり，価格変動が抑えられる．よっ
て，ボラティリティが低下した．

4.3 市場非効率性

メイカーの手数料が低下すると，市場非効率性は低
下した（図 3参照）．メイカーがリベートが受け取れる
環境の場合，市場価格がファンダメンタル価格から離
れるような値動きをしたとしても，ポジションマーケッ
トメイカーの形成する狭い提示スプレッド付近で注文
が約定される．これにより市場価格の変動幅は小さい
ものになる．市場価格の変動幅が小さければ，ノーマ
ルエージェントが市場価格がファンダメンタル価格よ
り離れていることを学習し，注文価格を矯正するまで
の期間中の市場非効率性への影響は小さくすむ．よっ
て，全体の市場非効率性は減少する．

4.4 マーケット・インパクト

メイカーの手数料が低下すると，マーケット・イン
パクトは減少した（図 4参照）．リベートが受け取れな
い（メイカーの手数料が正の）環境では，ポジション
マーケットメイカーが求める期待利益を得るためには
広い提示スプレッドを提供する必要が生じる．提示ス
プレッドが一定を超えるとポジションマーケットメイ
カーの注文は，ノーマルエージェントの注文よりも買
いなら安い，売りなら高い価格になる．すると，アル
ゴリズムエージェントの注文はノーマルエージェント
の指値注文と約定しやすくなる．ノーマルエージェン

図 5: アルゴリズムエージェントによる価格上昇

トの指値注文がまばらだと，アルゴリズムエージェン
トの成行注文によって市場価格が大きく動いてしまう
ことがある．
図 5を用いて具体例を説明する．注文板上の売り注文

として最良売り気配値が 10,005，次の注文が 10,100で
あるとき，まずアルゴリズムエージェントが成行買い注
文を出すと 10,005の注文が約定し市場価格が 10,005，
最良売り気配値が 10,100 になる．次にアルゴリズム
エージェントが取引するときまでにこの 10,005付近に
売り注文が入れば影響は少ないが，その前に買い注文が
来て約定してしまうと市場価格が 10,100となり市場価
格が 95も動いてしまう．このように，ポジションマー
ケットメイカーが機能しないとアルゴリズムエージェ
ントは自身の注文の影響で取引価格が上昇させてしま
うことがある．
リベートが受け取れる環境では，ポジションマーケッ
トメイカーの注文はアルゴリズムエージェントの成行
買い注文と約定しやすくなる．ポジションマーケット
メイカーの注文と約定することで，市場価格がポジショ
ンマーケットメイカーの注文の提示スプレッドの間で
安定し，大きな価格変動は生じにくくなる．

4.5 テイカーの平均購入価格

図 6はテイカーの平均購入価格とマーケットインパ
クト，テイカーの手数料（=メイカーのリベート）の
関係を表したものである．テイカーの平均購入価格は，
テイカーの手数料の増加分よりマーケット・インパク
トが減少していると，通常時よりも低くなる（図 6の
ケース 2参照）．つまり，アルゴリズムエージェント
は，マーケットメイカーのマーケットメイクによって
テイカーの手数料の増加分よりマーケット・インパク
トを抑えられれば有利になる．一方，テイカーの平均
購入価格は，テイカーの手数料増加分よりマーケット・
インパクトが増加していると通常時よりもは高くなる
（図 6のケース 3参照）．
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図 6: テイカーの平均購入価格とマーケットインパクト，テイカーの手数料の関係の関係

図 7: テイカーの平均購入価格

図 7から，通常時（メイカー・テイカー制非導入時）
のテイカーの平均購入価格は 0.327%で，リベート導入
後（メイカーの手数料が負）の平均購入価格は通常時
の平均購入価格より全体的に高くなっていることが分
かる．よってアルゴリズムエージェントにとって不利
な状況になっている．

以上の議論より次の知見が得られた．メイカー・テ
イカー制は取引のしやすい市場を提供する．なぜなら，
リベートが上昇につれて価格変動が抑制されるため市

場参加者が取引しやすくなるからである．しかし，そ
の弊害としてテイカーの平均購入価格が増加してしま
う．よって，リベートの導入は，市場とメイカーには
有利になるが，テイカーには不利になると思われる．

5 まとめ

本研究では人工市場を用いてメイカー・テイカー制が
導入された人工市場を形成し，メイカーが手数料を考
慮に入れた取引を行った際の市場への影響をマーケッ
ト・インパクト，ボラティリティ，市場非効率性，出来
高の面より分析した．また，テイカーの平均購入価格
を求め，効率的な市場の形成とテイカー側の購入金額
の増加のトレードオフを検証した．
その結果，リベートの導入はマーケット・インパクト
の減少，市場の効率化，出来高の上昇といった効果を
上げうることが確認できた．しかし，マーケット・イン
パクトの減少分よりもテイカーの手数料が増え，結果
としてアルゴリズムエージェントは高い購入価格で購
入させられてしまっていることが実験結果より明らか
になった．テイカーの手数料は成行注文を出すすべて
の投資家に課せられ，アルゴリズムエージェント（機
関投資家）のほかにノーマルエージェント（個人投資
家）も支払うことになる．このことにより，リベート
の導入は市場とメイカーには有利になるが，テイカー
（他の投資家）たちは不利になりうることが判明した．
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今後の課題として以下が挙げられる．今回はマーケッ
ト・インパクト，ボラティリティ，市場非効率性，出来
高の面で市場の分析を行った．しかしながら，市場参
加者が実際に取引をしやすくなったかといった議論は
行われていない．そのため市場の取引のしやすさとし
て用いられる市場流動性の指標 (Volume，Tightness，
Resiliency，Depth)を用いて，メイカー・テイカー制
を導入すると流動性にどのような変化がみられるか確
認していく．
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裁定取引へのリベートは流動性を向上させるか？　
—人工市場によるシミュレーション分析—

Do Rebates to Arbitrage Trades Improve Liquidity?
— Investigation by Agent-Based Model —

水田孝信 ∗1

Takanobu Mizuta

∗1 スパークス・アセット・マネジメント株式会社
SPARX Asset Management Co., Ltd.

通常，株式の売買を行った投資家は取引所に手数料を支払う．しかしながら近年米国を中心に，対当する注文を待って
いた注文（指値注文，メイカー）側にリベート (負の売買手数料)を支払い，対当させた注文（成行注文，テイカー）側
から手数料を取る，“メイカー・テイカー制”とよばれる手数料体系をとる取引所が増えている．流動性を供給するメイ
カー側にリベートを差し出すことにより，流動性を供給するインセンティブを与え，より多くの流動性を供給してもらう
のが目的である．しかし，その効果やメカニズムはどのようなものかは分かっていない．そこで本研究では，人工市場
（金融市場のエージェントベースドモデル）を用いて，リベートも含め，裁定取引にかかるコストが流動性に与える影響
を分析した．その結果，ボラティリティよりコストが小さければ裁定の機会が訪れやすく，裁定エージェントの売買が
増え，ETFと株式の価格の乖離が小さくなることが分かった．また，コストがマイナスになっても大きな変化が見られ
なかった．このことは，手数料をとられるかリベートを受け取れるかの違いは，コストがボラティリティに比べ高いか
低いかに比べ，重要ではないことを示している．さらに，売買数量にかかわらず注文数量を一定にした場合は，株式の
売買量と板の厚さは負の相関となり実証研究とあわなかった．一方で，売買数量の増加に応じて注文数量を増やした場
合は，株式の売買量と板の厚さは正の相関となり実証研究と整合的な結果が得られた．このことは，売買の量が増えれ
ばより多くの量を注文する投資家の存在が，流動性の統計的性質を決める重要なメカニズムである可能性を示している．

1. はじめに

通常，株式の売買を行った投資家は取引所に手数料を支払
う．しかしながら近年米国を中心に，対当する注文を待ってい
た注文（指値注文，メイカー）側にリベート (負の売買手数料)

を支払い，対当させた注文（成行注文，テイカー）側から手数
料を取る，“メイカー・テイカー制”とよばれる手数料体系を
とる取引所が増えている [川本 15,岡田 17]．流動性を供給す
るメイカー側にリベートを差し出すことにより，流動性を供給
するインセンティブを与え，より多くの流動性を供給してもら
うのが目的である ∗1．しかし，その効果やメカニズムはどの
ようなものかは分かっていない．
実証研究のみではこのようなまだ導入したことがない手数料

体系を調べたり，その変更の純粋な効果やメカニズムを議論し
たりするのは困難である．このような議論をするのにすぐれた
手法として，コンピュータ上で仮想的にその状況を作り出し検
証する，人工市場（金融市場のエージェントベースドモデル）
を用いたシミュレーションがある ∗2．これまでの伝統的な経
済学で使われてきた手法にはない強みがあるとして，Nature

と Scienceに人工市場モデルに期待を寄せる論考が掲載されて
いる [Farmer 09,Battiston 16]．[Bookstaber 17]でも，エー
ジェントベースドモデルを使えば，これまでの伝統的な経済学
では十分分析できなかった金融危機を分析できる可能性がある
と主張している．
そして，人工市場モデルを用いたシミュレーション研究はバ

ブルや金融危機の発生メカニズムの解明に貢献したことはもち

連絡先: mizutata@gmail.com

https://mizutatakanobu.com

当日の発表スライドは以下にある．
https://mizutatakanobu.com/2020031415.pdf

∗1 株式などの流動性は社会の発展に非常に重要である．詳しい解説
として [水田 18] がある．

∗2 優れたレビューとして，[LeBaron 06, Chen 12, Todd 16,和泉
17b] がある．

ろん，現実の金融市場の規制や制度，ルールの変更の議論に多
くの貢献をした [水田 19b,Mizuta 19c]∗3．また，JPXワーキ
ングペーパー ∗4 においても，人工市場モデルを用いて制度変
更を検討した研究を数多く公表している．

[水田 19a]は２つの株式とそれら合計と同じ価値のある１
つの ETF(Exchange Traded Funds, 上場投資信託)という３
つの証券（図 1）とこれらの証券間の裁定取引を行うエージェ
ントを実装した人工市場モデルを用いて，株式と ETF の裁
定取引にかかる手数料などのコストによって流動性がどのよ
うに変化するか調べた．しかし，リベートは調査していない．
さらに裁定取引の対象となる株式の流動性は，売買が増える
につれて待機注文の量（板の厚さ）が減少しており，実証分
析 [Muranaga 99,Chung 05]とあわない結果を出している．
そこで本研究では，[水田 19a]の人工市場モデルに，売買数

量を調整できる仕組みを実装して実証分析と整合的な結果を
出力するモデルを構築し，[水田 19a]では調べられていなかっ
たリベートも含め，裁定取引にかかるコストが流動性に与える
影響を分析する．

2. 人工市場モデル

[Chiarella 02]では，シンプルでありながら，実証分析で得
られた長期間に存在する価格変動の統計的性質 (stylized fact)

を再現できるエージェントモデルの構築に成功している．[水
田 13]では，[Chiarella 02]のモデルをベースにモデルを構築
し，[Chiarella 02]のモデルでは再現されていなかったミリ秒
からマイクロ秒といった短い時間スケールでの性質 (マーケッ
ト・マイクロ・ストラクチャー)も再現した．[水田 19a]は [水
田 13] の人工市場モデルをベースに，２つの株式とそれら合
計と同じ価値のある１つの ETFという３つの証券に拡張（図

∗3 その他にもレビューとして，[水田 14,Mizuta 16,和泉 17a]があ
る．

∗4 https://www.jpx.co.jp/corporate/research-study/working-
paper/index.html
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ETF 株式１ 株式２＋
等価交換

ファンダメンタル価格
2Pf0

ファンダメンタル価格
Pf0

ファンダメンタル価格
Pf0

図 1: ETF1株は，株式１の１株と株式２の１株の計２株と交
換できる

取引所

１株注文

注文
出さず

注文
確率

注文確率による注文量の調整

t

注文確率(時刻tによらず定数)を外から与え注文量を調整

１株注文 １株注文

図 2: 注文は確率 kh(0 < kh < 1)で実行

1）し，これらの証券間の裁定取引を行うエージェントを実装
したモデルを構築した．
本研究では，[水田 19a]の人工市場モデルに，売買数量を調

整できる仕組みを実装して実証分析と整合的な結果を出力する
モデルを構築し，[水田 19a]では調べられていなかったリベー
トも含め，裁定取引にかかるコストが流動性に与える影響を分
析する．本研究の目的にはモデルがシンプルであることはとて
も重要である．本モデルの構築の基本理念は [水田 19b,Mizuta

19c]や付録 “モデル構築の基本理念”参照．
本モデルは２つの株式とそれら合計と同じ価値のある１つ

の ETF という３つの証券 h(h = 0 が ETF, h = 1 が株式
1, h = 2が株式 2)を取引対象とする（図 1）．いずれの証券
hも価格決定メカニズムは，ザラバ方式（continuous double

auction）∗5とし，独立して価格の決定・売買が行われる．注文
できる価格の変化幅の最小単位 (呼値の刻み)は δP とし，注
文価格のそれより小さい端数は，買い注文の場合は切り捨て，
売り注文の場合は切り上げる．
いずれかの証券 hのみを売買する多数（各証券に n体，全

部で 3n体）のノーマルエージェントと，３つの証券に対して
裁定取引を行う１体の裁定エージェントが存在する．いずれの
エージェントも保有する証券の数量に制限はなく (キャッシュ
が無限大)，マイナスの保有数量 (空売り)にも制限はない．

2.1 ノーマルエージェント
各証券 hに対してそれぞれ n体のノーマルエージェントが

売買に参加する．ノーマルエージェントは，実際の市場の価
格形成の性質を再現するために導入するものであり，stylized

fact や高頻度取引にかかわる統計量を再現するなるべくシン
プルな，ごく一般的な投資家をモデル化したものとした．エー
ジェント番号 j = 1 から順番に j = 2, 3, 4, ... と注文を出す．
j = nが注文を出すと，次の時刻にはまた j = 1から注文を出

∗5 ザラバ方式は，売り手と買い手の双方が価格を提示し，売り手と
買い手の提示価格が合致するとその価格で直ちに取引が成立する方
式である [東証 15]．

ノーマル
エージェント

時間

t=1 t=2 t=3 t=4 t=5

裁定エージェント

図 3: 裁定エージェントはいつでも注文を出したり，変更した
りできるとする

ETF
売り 価格 買い
7 20300
10 20200

20100
20000
19900 1
19800 10
19700 6
19600 4

株式１
売り 価格 買い
30 10400
44 10300
70 10200
134 10100

10000 120
9900 88
9800 52
9700 25

株式２
売り 価格 買い
50 10400
70 10300
90 10200
116 10100

10000 154
9900 60
9800 55
9700 31

図 4: 裁定取引の例

し繰り返される．注文数量は常に 1株と一定とする．
また，各証券 h(h = 0が ETF, h = 1が株式 1, h = 2が株

式 2) の注文の量（流動性）を調整するため，注文は kh(0 <

kh < 1)の割合でしか実行されず，実行されなかったエージェ
ントはなにもせず次のエージェントに順番が移る．
注文価格 P t

o,j，売り買いの別を以下のように決める．各証
券の時刻 tにエージェント j が予想する価格の変化率 (予想リ
ターン)rte,j は，

rte,j = (w1,j log
Pf

P t
+ w2,j log

P t

P t−τj
+ w3,jϵ

t
j)/Σ

3
iwi,j (1)

とする．ここで，wi,j はエージェント j の i 項目の重みであ
り，シミュレーション開始時に，それぞれ 0から wi,max まで
一様乱数で決める．log は自然対数である．Pf は時間によら
ず一定のファンダメンタル価格であり株式１または２の場合
Pf = Pf0, ETFの場合 Pf = 2Pf0 である．P t は各証券それ
ぞれの取引価格，ϵtj は各証券の時刻 t，エージェント j の乱数
項であり，平均 0，標準偏差 σϵ の正規分布乱数である．τj は
シミュレーション開始時に 1から τmax までの一様乱数でエー
ジェントごとに決める ∗6．
式 (1) の第 1 項目はファンダメンタル価格と比較して安け

ればプラスの予想リターンを高ければマイナスの予想リターン
を示す，ファンダメンタル価値を参照して投資判断を行うファ
ンダメンタル投資家の成分である．第２項目は過去のリターン
がプラス (マイナス)ならプラス (マイナス)の予想リターンを
示す，過去の価格推移を参照して投資判断を行うテクニカル投
資家の成分であり，第３項目はノイズを表している．
予想リターン rte,j より予想価格 P t

e,j は，

P t
e,j = P t exp (rte,j) (2)

∗6 ただし，t < τj のときは第２項目を 0 とした．

人工知能学会研究会資料 
SIG-FIN-024

21



表 1: Case A, Case Bでも用いる株式 1・2の注文比率 k1, k2

コスト
Case A での
k1, k2 (kA)

Case A での 20000 期あ
たり平均売買数量 Vc

Vc/V0
Case B で使う k1, k2
(kB,c = kA × Vc/V0)

-0.025% 50% 2955 1.0330 51.65%

-0.010% 50% 2953 1.0323 51.61%

-0.005% 50% 2951 1.0317 51.58%

0.000% 50% 2949 1.0308 51.54%

0.005% 50% 2947 1.0301 51.50%

0.010% 50% 2944 1.0291 51.46%

0.025% 50% 2936 1.0264 51.32%

0.050% 50% 2922 1.0217 51.08%

0.100% 50% 2901 1.0141 50.71%

0.250% 50% 2876 1.0054 50.27%

0.500% 50% 2863 1.0010 50.05%

裁定取引なし 50% 2860 (V0) 1.0000 50.00%

で求まる．注文価格 P t
o,j は平均 P t

e,j，標準偏差 Pσ の正規分
布乱数で決める．ここで，Pσ は定数である．そして，売り買
いの別は予想価格 P t

e,j と注文価格 P t
o,j の大小関係で決める．

すなわち，
P t
e,j > P t

o,jなら1株の買い
P t
e,j < P t

o,jなら1株の売り
(3)

とする ∗7．注文を行ってからキャンセル時間 tc だけ経過した
注文はキャンセルする．

2.2 裁定エージェント
ETF1 株は，株式１の１株と株式２の１株の計２株と等価

であり，各証券の取引価格がいくらであったとしても交換でき
る．そのため，ETFを買った価格が株式１と２を売った価格
の合計より小さければ，その差額が利益となる（その逆もしか
りである）．というのも，安く買った ETFを株式１と２に交
換して高く売ればその差額が利益となるからである．このよ
うな価格差を利益とする取引は裁定取引とよばれており，裁定
エージェントは裁定取引を行う．裁定エージェントはいつでも
注文を出したり，変更したりできるとする (図 3)．
図 4 は，各証券の注文状況の例である．株式１と２の最も

高い買い注文の価格の合計は 20000(=10000+100000)である．
一方，ETFの最も高い買い注文の価格は 19800であり，19900
には買い注文は入っていなかったとする．裁定エージェントは
ETFへ 19900の１株の買い注文（赤字）を入れ待機する．も
し，この注文が成立し，ETF1株を手に入れたら，この ETF1

株を株式１，２それぞれ１株ずつと交換し，株式１と２を各
10000で 1株づつ売れば，差額の 100が利益となる．もちろ
ん逆の裁定取引も可能である．すなわち，まず ETFを借りて
きて高く売り，株式を安く買って ETFに交換して返し，その
差額が利益となる．
以上の例では，取引にかかるコストをゼロとしたが，実際に

はコストがかかる．本モデルでは上記の一連の取引にかかるす
べての手数料などのコストと，１回の裁定取引で必要な利益額
の合計を C = c× Pf0 と定義する．C には必要な利益も含ん
でいるので，上記の価格差が C となる取引ができる場合，裁
定取引を行うことができる．また，流動性が低い ETFの取引

∗7 ただし，t < tc のときは十分な板の厚さを確保するため，Pf >

P t
o,j なら 1 株の買い，Pf < P t

o,j なら 1 株の売りとする．また，

P t = Pf とする
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図 5: 価格乖離率と裁定エージェントの売買株数 (Case A：
k1 = k2 = 50%で固定)

で特別に大きなリベートが得られる場合も想定し，C は負の
値もとることができるとする．
今，株式１，２，および ETFの最も高い買い注文の価格を

それぞれ B1, B2, BETF，それらの最も安い売り注文の価格を
それぞれ S1, S2, SETF とする．裁定エージェントは，BETF <

B1+B2−Cのとき，ETFに価格B1+B2−Cの 1株の買い注
文を，SETF > S1+S2+C のとき，ETFに価格 S1+S2+C

の 1株の売り注文を出す．両方出す場合もあることに注意．そ
の後，ETFに出していた買い注文が成立したら，直ちに株式
１と２にそれぞれ価格 B1, B2 の売り注文を１株ずつ出す．こ
れらの注文は対当する注文がすでに存在するのですぐに取引が
成立し，裁定取引が完了する．ETFに出していた売り注文が
成立したら，直ちに株式１と２にそれぞれ価格 S1, S2 の買い
注文を１株ずつ出す．また，B1, B2, BETF , S1, S2, SETF のい
ずれかが変更になれば，注文を入れなおす．
裁定エージェントのこれらの取引は必ず C だけの価格差を

確保しており損失を出すことはないが，裁定取引の機会が全く
ない可能性はある．
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時間

価格

ボラティリティ

コスト

裁定取引の機会

ETFの最も高い
買い注文価格

株式１・２の最も高い
買い注文価格の合計

図 6: ボラティリティとコストの関係

0.00%

0.05%

0.10%

0.15%

0.20%

-0
.0
2
5
%

-0
.0
1
0
%

-0
.0
0
5
%

0
.0
0
0
%

0
.0
0
5
%

0
.0
1
0
%

0
.0
2
5
%

0
.0
5
0
%

0
.1
0
0
%

0
.2
5
0
%

0
.5
0
0
%

裁
定
取
引
な
し

市
場
非
効
率
性

コスト

株式1 ETF

図 7: 市場非効率性 (Case A)

3. シミュレーション結果

本研究では [水田 13] と同じ以下のパラメータを用い
る．具体的には, n = 1000，w1,max = 1，w2,max = 10

，w3,max = 1，τmax = 10000，σϵ = 0.06，Pσ = 30，tc = 20000

，δP = 0.01, k = 0.1, Pf0 = 10000 とした．つまり各証券
のファンダメンタル価格は，株式１，２が Pf0 = 10000,

ETF が 2Pf0 = 20000 である．またシミュレーション
は時刻 t = te = 1000000 まで行った ∗8． また，c =

−0.025%,−0.01%,−0.005%, 0%, 0.005%, 0.01%, 0.025%,

0.05%, 0.1%, 0.5%, および裁定エージェントがいない場合に
対して，その他の条件を乱数表も含め全く同じにして，各種
統計値を算出した．これを，乱数表を変更して 100 回行い，
その平均値を用いる．
Case Aでは，k0 = 5%, k1 = k2 = ka = 50%で固定する．

Case Bでは表 1で示されたようにコストごとに異なる，

k1 = k2 = kB,c = kA × Vc

V0
, (4)

とする．ここで，VcはCase Aでのコストごとの株式１の 20000

∗8 これらのパラメータの妥当性検証については付録 “モデルの妥当
性検証” 参照．また具体的なパラメータの検討は [水田 14] に書か
れている．
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図 8: 板の厚さ (Case A)
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図 9: 売買数量 (Case A)

期あたり平均売買数量，V0 は裁定取引エージェントが存在し
ないときの Vc である．表 1に示されるように，コストが低い
ほど売買数量は多い．実際の市場では，売買の量が増えればよ
り多くの量を注文する投資家がいることが知られている．この
効果を取り入れるため，売買が増えた分，ノーマルエージェン
トは注文量を増やす．また，k0 は Case A同様，k0 = 5%と
する．

3.1 Case A： k1 = k2 = 50%で固定
図 5 はコスト c ごとの価格乖離率と裁定エージェントの売

買株数である．価格乖離率は株式１と２の価格の合計と ETF

の価格がどれだけ乖離していたかを示す指標であり，

Md =
1

te

te∑
t=1

|P t
ETF − (P t

1 + P t
2)|

P t
1 + P t

2

(5)

と定義した．ここで，P t
ETF , P

t
1 , P

t
2 はそれぞれ時刻 tにおけ

る ETF，株式１，２の価格，||は絶対値である．
コストが減少すると裁定エージェントの売買が増え，価格の

乖離が減っている．価格の乖離はコストが 0.1%付近を閾値に
急激に変化している．この値はちょうど，10期ごとの株式の
リターンの標準偏差（ボラティリティ）である 0.11%に近い
値である．そのため，コストがボラティリティに比べ，高いか
低いかが重要な境界であることが考えられる．
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図 10: 株式 1の板の厚さと売買数量 (Case A)
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図 11: 株式 1の板の厚さと売買数量 (Case B：表 1のように
売買が増えた分 k1, k2 を増やす)

また，コストがマイナスになっても大きな変化が見られな
い．つまり，手数料をとられるかリベートを受け取れるかの違
いは，コストがボラティリティに比べ高いか低いかに比べ，重
要ではないことを示している．
図 6は，ボラティリティとコストの関係を示した模式図であ

る．赤い破線は株式１，２の最も高い買い注文の価格の合計，
黒い線は ETF の最も高い買い注文の価格である．そのため，
赤い破線が黒い線よりコスト以上に上に来た場合のみ，裁定
取引の機会がある．一方，各証券はボラティリティ程度の幅を
持って価格が変動している．そのため，ボラティリティよりコ
ストが小さければ裁定の機会が訪れやすく，裁定エージェント
の売買が増え，ETFと株式の価格の乖離が小さくなる．
図 7 はコスト c ごとの ETF と株式 1 の市場非効率性であ

る．市場の効率性を測定する指標として，市場非効率性Mie，

Mie =
1

te

te∑
t=1

|P t − Pf |
Pf

(6)

を定義した ∗9．ここで ||は絶対値を示す．Mie は 0以上の値
をとり，0なら完全に効率的，大きくなればなるほど非効率で

∗9 市場の効率性を示す指標は多く提案されている [伊藤 07,Verhey-
den 13] が，本研究で用いる市場非効率性は，通常は観測できない

あることを示す．
コストが減少すると ETFのみ市場が効率になっている．や

はり，コストが 0.1%付近を閾値に急激に変化している．株式
1は非効率になったりはしていない．株式 1の効率性を犠牲に
して ETFを効率的にしているわけではないことが分かる．
図 8は ETFと株式１の板の厚さ (待機している注文量)を

示している．板の厚さは最も高い買い注文価格と最も安い売り
注文価格の平均から ±0.1%の範囲にある注文株数の合計の全
時間での平均である．ETFはコストが下がると板が厚くなっ
ており，特にコスト 0.1%付近で大きく変化している．株式１
は逆の傾向となっている．図 9はノーマルエージェントも含め
た全売買株数である．ETF，株式１ともにコストが低くなる
と売買が増えている．コストの減少により株式１の板の厚さが
減少し売買が増えていることは，株式 1 の待機注文が裁定取
引と対当していると考えれば整合的である．
しかしながら，[Muranaga 99,Chung 05]などの多くの実証

研究が売買量と板の厚さは正の相関があることを示しており，
株式１の結果はこれと合わない．図 10は株式 1の板の厚さと
売買数量であるが，逆相関になっており実証研究の結果とあっ
ていない．

3.2 Case B：表 1で示された注文比率を k1, k2に使用
実際の市場では，売買の量が増えればより多くの量を注文

する投資家がいることが知られている．Case Aではこの効果
を取り入れていなかった．この効果を取り入れるため，Case

B では売買が増えた分，ノーマルエージェントは注文量を増
やす．
図 11は Case Bでの，株式 1の板の厚さと売買数量を示し

た．コストが減少するにつれて，板の厚さも売買数量も増加し
ていて，実証研究とあっている．
このことから，売買の量が増えればより多くの量を注文す

る投資家の存在が，流動性の統計的性質を決める重要なメカニ
ズムである可能性を示している．

4. まとめと今後の課題

本研究では，[水田 19a]の人工市場モデルに，売買数量を調
整できる仕組みを実装して実証分析と整合的な結果を出力する
モデルを構築し，[水田 19a]では調べられていなかったリベー
トも含め，裁定取引にかかるコストが流動性に与える影響を分
析した．
その結果，ボラティリティよりコストが小さければ裁定の

機会が訪れやすく，裁定エージェントの売買が増え，ETFと
株式の価格の乖離が小さくなることが分かった．また，コスト
がマイナスになっても大きな変化が見られなかった．このこと
は，手数料をとられるかリベートを受け取れるかの違いは，コ
ストがボラティリティに比べ高いか低いかに比べ，重要ではな
いことを示している．
さらに，売買数量にかかわらず注文数量を一定にした場合

は，株式の売買量と板の厚さは負の相関となり実証研究とあわ
なかった．一方で，売買数量の増加に応じて注文数量を増やし
た場合は，株式の売買量と板の厚さは正の相関となり実証研究
と整合的な結果が得られた．このことは，売買の量が増えれば
より多くの量を注文する投資家の存在が，流動性の統計的性質
を決める重要なメカニズムである可能性を示している．

ファンダメンタル価格 Pf を直接使用しており，人工市場シミュレー
ションでしか用いることができない定義である．人工市場シミュレー
ションでは Pf が明確であるため，推定ではない理想的な市場の効
率性を測定できる市場非効率性の使用が可能である．
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本研究では，裁定取引へのリベートしか分析しなかった．リ
ベートは高頻度取引を増やして流動性を向上させると言われて
いるが，高頻度取引には裁定取引以外にも，マーケットメイク
戦略などさまざま存在する．これらの戦略へのリベートの効果
は今後の課題である．
また，リベートが高くなると，テイク側の手数料も高くな

らざるを得ないが，テイク側にとって流動向上のメリットと手
数料が高くなるデメリットのどちらが大きいのか検討する必要
がある．このような観点で分析していないため，今後の課題で
ある．

付録

モデル構築の基本理念
人工市場シミュレーションを用いれば，まだ導入したことが

ない手数料体系を調べたり，その変更の純粋な効果やメカニズ
ムを議論したりできる．これが人工市場シミュレーション研究
の強みである． そして，多くの人工市場シミュレーション研
究がこれまでにない環境が与える影響や，規制・制度の変更を
分析してきた [水田 19b,Mizuta 19c]．
ただその効果は確実な予想ではない．さまざまなケースで

のシミュレーションを行い，これまで予想されていなかった，
“あり得る”メカニズムでの現象を見つけておくことが，人工
市場シミュレーションの大きな役割となる．金融市場でこれか
ら実際におこる現象を定量的にも忠実に再現することが目的で
はなく，環境の変化が，どのようなメカニズムで価格形成に影
響を与え，どのようなことが起こり得るのかという知識獲得が
目的である．これは例えば実証分析など他の手法ではできない
ことである．
人工市場モデルは普遍的に存在するマクロ現象を再現すべき

であると考えられる．人工市場シミュレーションでは，マクロ
現象である市場価格のリターンや売買数量をモデル化しない．
あくまで，投資家を模した “エージェント”と取引所を模した
“価格決定メカニズム”といったミクロメカニズムをモデル化
し，そのミクロメカニズムの相互作用の積み上げとしてマクロ
現象が出力される．そのため，ミクロメカニズムのモデル化は
現実の市場に即したものとし，結果として出力されるマクロ現
象は，現実の市場で普遍的に存在するマクロ的性質を再現され
るように作る必要がある．
しかし，普遍的ではなく特定の時期や資産，地域で出現する

マクロ的性質すべてを再現することは本研究の目的ではない．
必要以上に多くのマクロ的性質を一つのモデルで再現しようと
すると，過剰に複雑なモデルをもたらし，関連する要素が多く
なりすぎて，発生メカニズムの理解を妨げてしまう．
実際，複雑な人工市場モデルに対して，モデルが複雑になる

とパラメータが増えモデルの評価が困難になるという批判が
ある [Chen 12]．モデルが複雑すぎると関連する要素が多くな
りすぎて，発生メカニズムの理解を妨げてしまう．また,パラ
メータが増えるほどさまざまな出力がだせるようになり，モデ
ルを作った人が導きたい結果へ恣意的に導くためのパラメータ
設定が行われる恐れがある．シンプルでパラメータが少ないモ
デルほど，パラメータ調整によって特定の結果に導くことが困
難であるため評価が容易となる．
以上により，本研究では，分析目的を果たせる範囲内でなる

べくシンプルなモデルの構築を行っている．実際の市場を完全
に再現することを目的としておらず，普遍的ではなく特定の時
期や資産，地域で出現するマクロ的性質すべてを再現すること
や,実際には存在するであろう投資家をすべて網羅することは

表 2: 裁定エージェントがいない場合の株式１の各種統計量

約定率 32.3%

取引 キャンセル率 26.1%

注文件数 / 20000期間 6467

標準 1期間 0.0512%

偏差 20000期間 0.562%

尖度 1.42

ラグ
1 0.225

二乗リターンの 2 0.138

自己相関係数 3 0.106

4 0.087

5 0.075

あえて行っていない．
[Weisberg 12]が述べているように，よいシミュレーション

モデルとはその研究目的によって異なる．そのため，本研究の
モデルは本研究の目的にのみおいてよいモデルであり，他の研
究目的においてはよいモデルではない．また [Weisberg 12]が
述べているように，数理モデルと異なり，シミュレーションモ
デルは投資家などのミクロの行動やその行動の理由と，市場価
格などのマクロ現象との相互作用のメカニズムの解明ができる
ことが強みである．例えば，ノーベル経済学賞を受賞したシェ
リングはシミュレーションモデルを用いて人種隔離のメカニズ
ムを議論したが，そのモデルではメカニズムの解明に焦点を当
てるためどこにも存在しないシンプルな町を簡潔にモデル化し
ていて，実際に存在する町の隔離状況の説明や予測はできない
モデルであった [Schelling 06]．本研究でも，数理モデルが強
みとするマクロ現象の特徴分析や予測といったことは目的とせ
ず，メカニズムの解明に焦点をあてている．

モデルの妥当性
人工市場モデルの妥当性は実証分析で得られている fat-tail

や volatility-clusteringといった代表的な stylized factが再現
できるかどうかで評価される [LeBaron 06,Chen 12,水田 14]．
ファット・テールは，市場価格のリターンの分布が正規分布で
はなく裾が厚い，すなわち，尖度が正であることである．ボラ
ティリティ・クラスタリングは市場価格のリターンの 2乗が，
大きなラグでも自己相関係数が有意に正であることである．

[Sewell 11]など多くの研究で述べられているように，金融
市場は不安定であり，安定的に，どのような時期にも有意に観
測されるスタイライズド・ファクトはファット・テールとボラ
ティリティ・クラスタリングの 2つしかない．
しかも，これらは統計量の有意に正であることだけが安定し

て観測され，値そのものは，時期によって異なる．ファット・
テールについては，実証分析でよく観測されるリターンの分布
の尖度は 1 ∼ 100程度であり，ボラティリティ・クラスタリン
グについては，実証分析でよく観測されるリターンの自己相関
は 0 ∼ 0.2程度と，かなりばらつきがある [Sewell 11]．
本研究のように，金融市場に共通する性質を分析対象とする

人工市場が再現すべきは，これらの統計量が有意に正であり，
問題ない範囲に値が収まっていることであって，特定の値に近
づけることは本質的ではない．
表 2 は，裁定エージェントがいない場合の株式１の毎期の

リターン log(P t/P t−1)の標準偏差と尖度，リターンの 2乗の
自己相関である．リターンの尖度がプラスで，ファット・テー
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ルが再現されている．また，リターンの 2 乗の自己相関もプ
ラスで，ボラティリティ・クラスタリングが再現されていると
考えられる．

留意事項
本論文はスパークス・アセット・マネジメント株式会社の公

式見解を表すものではありません．すべては個人的見解であり
ます．
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人工市場を用いた株式貸借市場の流動性の変化が
売買市場に与える影響の分析

Analysis of the impact of changes in the stock lending market

liquidity on the stock market using an artificial market

宮崎 文吾 1∗ 中川 慧 1
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1 野村アセットマネジメント株式会社
1 Nomura Asset Management Co.,Ltd.

Abstract: 株式貸借市場は，空売りを通じて株式市場（売買市場）に流動性を提供するとともに，
資金調達機会や収益機会を提供するという重要な役割を担っている．空売りやその規制が株式市場に
どのような影響を与えるかについて多くの研究が存在しており，人工市場はその分析手法の一つであ
るが，既存の人工市場を用いた研究は現実の空売りのメカニズムを適切に反映できていない．つま
り，貸借市場における供給制約や需給に基づく貸株料も空売りへの制約となり，効率的な株式市場の
形成のためには流動性の高い貸借市場の存在が条件となると考えられる．そこで本研究では株式市
場に加え，貸借市場も考慮した連成型人工市場を構築し，貸借市場の流動性の変化が株式市場の効率
性に与える影響を調べる．分析の結果，貸借市場の流動性が高まると平常時の売買市場の効率性は高
まるものの，ファンダメンタル価格が急落した際の効率性は損なわれる可能性があることが分かり，
空売り規制の設計の際などに貸借市場の流動性も考慮する必要があることを示した．

1 はじめに

株式貸借市場は，空売りを通じて株式市場（取引所
売買市場，以下「売買市場」）に流動性を提供するとと
もに，資金調達機会や収益機会を提供するという重要
な役割を担っている．すなわち，空売りを行う投資家
にとっては，ネイキッド・ショート・セリングが原則
的に禁止されている本邦において貸借市場で株式を借
り入れることで決済措置をとることができ，一方で貸
株を行う投資家にとっては，短期間で売却する予定の
ない株式を担保とした資金調達を行ったり，貸株料に
よって運用効率の向上を図れる（図 1）．
空売りやその規制が売買市場にどのような影響を与え
るかについて多くの研究が存在しており，[1, 2]などを
はじめとして人工市場はその分析手法の一つである．
ところが，既存の人工市場を用いた研究のほとんどは
貸借市場での「流動性」の存在を考慮していない．本研
究では貸借市場における流動性を表す尺度として, (1)

貸株供給量と (2)貸株料の 2つを対象とする. これらは
現実の空売りのメカニズムで考慮が必要な要素であり,

空売りに対する自然な制約として存在している. 具体
的には，貸借市場での貸株供給量が少なく，空売りす

∗連絡先： 野村アセットマネジメント株式会社
　　 〒 103-0027 東京都中央区日本橋 1 丁目 12-1
　　 E-mail: b-miyazaki@nomura-am.co.jp

るための株式の調達が困難な場合や，貸株料が空売り
を行うことでの期待リターンに見合うほど安くない場
合に，空売りの制約となる．これらは貸借市場での需
給に基づき発生する制約であり，裁定取引に対する制
約条件 (裁定の限界)として存在する [3]．したがって，
市場分析の際には現実の空売りのメカニズムを適切に
反映するように明示的にモデル化する必要があり，こ
のような需給に基づく制約を考慮せず空売り規制など
の制度設計をしてしまうと，取引参加者に対して過剰
な制約を課し市場の効率性を損う恐れがある．
そこで本研究では株式の売買市場に加え，上記の流動
性の制約を持った貸借市場を考慮した連成型人工市場
を構築する. そして，貸借市場の流動性の変化，特に貸
株料の変化が売買市場の効率性に与える影響を調べる．

2 先行研究

貸借市場と売買市場の関係を調査した実証研究とし
ては，[4, 5]などが存在する．これらの研究ではいずれ
も，貸借市場の流動性（前者では貸株在庫残高に対す
る貸株残高や貸株料，後者では時価総額に対する貸株
在庫残高や貸株料などを指標としている）が売買市場
の流動性や効率性（前者では取引件数やビッドアスク
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売買市場 貸借市場

買い手 貸し手

空売り 借株

貸株購入 代金
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担保

貸株料
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図 1: 売買市場と貸借市場の関係

スプレッド，後者では市場リターンが株式リターンへ
織り込まれる速度などを指標としている）に影響を与
えることを示している．
本研究において売買市場と貸借市場を考慮するように，
複数の関連しあった市場を考慮した人工市場を連成型
人工市場といい，例えば原資産市場とオプション市場
を調べた [6]や現物と ETFとの裁定取引を調べた [7]

などが存在する．また，空売り規制の影響を調査する
ためのエージェントシミュレーションとして，[8]は貸
借市場での供給制約や貸株料を考慮した戦略を持った
エージェントを再現した．しかし，この研究での貸株
料は，ある値を基準として，過去の市場価格が上昇し
ている場合は一様乱数から定まる値だけ下落，市場価
格下落している場合は上昇というように定められ，現
実のような貸借市場での需給を反映したモデルとなっ
ておらず，貸借市場の流動性の変化が売買市場に与え
る影響の調査という目的では不十分である．

3 売買市場と貸借市場の
連成型人工市場モデルの構築

本研究では [9]をベースとした [2]の人工市場モデル
をベースに，貸借市場を導入したモデルを構築する．本
章ではまず，[2]でのモデルについて述べ，そのモデル
への貸借市場の導入を行う．

3.1 売買市場のモデル

はじめに売買市場を，[2]と同様に構築する（以下「既
存モデル」と呼ぶ）．既存モデルでは，一つの資産を
対象とした複数のエージェントによる連続ダブルオー

クションをモデル化しており，n体のエージェントが以
下のプロセスに基づき順番に注文を行ことを繰り返す．

3.1.1 注文の決定

ある時刻 tでエージェント j は次のステップに基づ
き注文を行う．なお，既存モデルではエージェントが 1

体注文を出すごとに時刻 tは 1増えるとしたが，本研
究では全エージェントが注文を出した後に 1増えるも
のとした．

Step 1. 期待リターンの計算
あるエージェント j が時刻 t において注文を行
おうとしている時点を t′ で表す．期待リターン
rt

′

e,j を次式のように，ファンダメンタル価格と直
近約定価格の乖離 log(P t

f/P
t′)(ファンダメンタル

成分)，ヒストリカルリターン rt
′

h,j(テクニカル成

分)，ノイズ εt
′

j の加重平均で計算する．

rte,j =

(
w1,j log

P t′
f

P t′ + w2,jr
t′

h,j + w3,jε
t
j

)
∑3

i=1 wi,j

(1)

wi,j ∈ [0, wi,max] (2)

εt
′

j ∼ N(0, σε) (3)

P t
f :ファンダメンタル価格 (4)

P t′ :直近約定価格 (5)

rt
′

h,j = log(P t′/P t−τj ) (6)

τj ∈ [1, τmax] (7)

なお，各要素の重みwi,jおよび過去リターンの参
照期間 τjは，エージェントごとにシミュレーショ
ン開始時に一様乱数を用いて生成する．また，空
売りを意図的に発生させるために，本研究では各
エージェントはエージェントに固有のバイアス bj
をもってファンダメンタル価格を認識するものと
し，式 (1)におけるファンダメンタル価格 P t

f の
代わりにエージェント jが認識するバイアス付き
のファンダメンタル価格 P t

f,j = P t
f exp bj を用い

た．bj < 0となるエージェントは実際のファンダ
メンタル価格より悲観的にファンダメンタル価格
を認識するため，低い価格での売り注文が増え，
空売りを行いやすくなる．bj はシミュレーション
開始時に bj ∼ U [−bmax, bmax]で初期化した．

Step 2. 注文価格の決定
期待リターン rt

′

e,j をもとに，期待価格 P t′

e,j の計
算を行う．

P t′

e,j = P t′ exp(rt
′

e,j) (8)
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次に，注文価格 P t′

o,j を以下の通り決定する．

P t′

o,j = P t′

e,j exp(r
t′

d ) (9)

rt
′

d ∼ U [−rmax, rmax] (10)

ここで，rmax は期待価格と注文価格の差の最大
幅を表す定数である．最後に，P t′

o,j を価格の変化
幅の最小単位 δP に収まるように丸める. なお，
既存モデルでは式 (9)の代わりに P t′

o,j は P t′

e,j か
ら一定幅内の一様乱数で選択されるとしたが，本
研究では期待価格の絶対的な値によらずに注文価
格を決められるように，このように選択するもの
とした．また既存モデルでは最小単位 δP への丸
めの際に切り捨てとしたが，本研究では δP の整
数倍のうち P t′

o,j からより近い方に丸めた．

Step 3. 注文
注文価格 P t′

o,j と期待価格 P t′

e,j に基づき，次のよ
うに注文を行う．

1単位の買い注文 (P t′

e,j > P t′

o,j) (11)

1単位の売り注文 (P t′

e,j < P t′

o,j) (12)

マッチングする注文が板に存在する場合は即座に
相手方の価格で約定し直近価格を更新する．その
ような注文がなければ板に注文を残す．板に残さ
れた注文が tc 経過しても約定されない場合，そ
の注文はキャンセルされる．

3.1.2 エージェントの学習

各エージェントは自身の注文を出す前に以下の手順
で戦略の更新を行う．式 (1)におけるファンダメンタ
ルおよびテクニカルに対応する期待リターンの成分を
それぞれ，

rt
′

e,i,j =

{
log(P t′

f /P
t′), i = 1

rt
′

h,j , i = 2
(13)

とする．価格変化の方向を当てている戦略のウエイト
を引き上げ，外れている戦略のウエイトを引き下げる
学習を行う． すなわち，ファンダメンタル，テクニカ
ルに対応するウェイトwi,j を rt

′

e,i,j , i = 1, 2と学習期間
のリターン rt

′

l = log(P t′/P t−tl)のそれぞれの符号を
比べて次式のように調整する．

wnew
i,j =

{
wold

i,j + klr
t′

l ρ
t
j(wi,max − wold

i,j )　 (同符号の時)

wold
i,j − klrt

′

l ρ
t′

j w
old
i,j 　 (異符号の時)

(14)

kl :定数 (15)

ρt
′

j ∼ U [0, 1] (16)

ここで，klは定数，ρt
′

j は時刻ごと，エージェントご
とに与えられる 0 から 1 までの一様乱数である．
また，これとは別に各エージェントは小さい確率mで
wi,j , bj をシミュレーション開始時と同じ一様乱数に従
い再設定する．

3.2 貸借市場の導入

つぎに，本研究で導入する貸借市場とそれに対する
各エージェントの振る舞いについて説明する．あるエー
ジェントの売り注文が約定する際，それが空売りである
場合（自己の保有する株式が 0以下の場合），エージェ
ントは貸借市場に対して貸株供給量と貸株料を確認し，
条件を満たす場合のみ株式を借り入れて空売りを行い，
満たさない場合はその注文はキャンセルされる．
したがって，本モデルでのエージェントは貸借市場
での流動性の尺度である (1)貸株供給量や (2)貸株料
といった制約の存在を考慮しているため，現実の投資
家の意思決定をより適切に反映していると考えられる．
具体的には，以下のステップに基づき空売りの可否
を判断する．

Step 1. 総需要量の計算
貸借市場で全エージェントが借り入れている株式
の合計である需要量Dt′ を計算する．すなわち，

Dt′ =

n∑
j=1

sit
′

j (17)

とする．ここで，sit
′

j は t′におけるエージェント
jの空売り中の株式であり，qt

′

j を各エージェント
の各時点での保有株数（マイナスを許す）として，

sit
′

j = max(0,−qt
′

j ) (18)

で表される．

Step 2. 総供給量の計算
次に，貸借市場にて各エージェントが貸し出すこ
とのできる株式数の合計である供給量 St′ を計算
する．すなわち，

St′ =
n∑

j=1

lit
′

j (19)

とする．ここで lit
′

j は t′におけるエージェント j

の貸し出し可能株数であり，

lit
′

j = max(0, ⌊max(0, qt
′

j ) ∗ lrj⌋ − ust
′

j ) (20)

とする．ここで，⌊x⌋は x以下の最大の整数を表
す記号，lrj はエージェント j の保有株数に対し
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て貸し出し可能な株数の比率を表す [0, 1]内の実
数，ust

′

j は時刻 t′ におけるエージェント j の未
約定の売り注文の合計である．

Step 3. 貸株料の決定
上述のDt′ , St′を基に単位時間当たりの貸株料 f t

′

が次式で決定される．

f t
′
= α exp(β

Dt′ + 1

St′
) (21)

ここで，α, βはそれぞれ貸借市場の流動性を表す
パラメータであり，αは全体的な貸株料の高低を
表すパラメータ，βは貸株需給の変化に対する貸
株料の感応度を表すパラメータである．それぞれ
小さいほうが貸株料が低くなり，貸借市場の流動
性が高いと言える．

Step 4. 空売りの判断
空売りを行おうとした際に，各エージェントは空
売り注文が約定した際の期待リターンと貸株料を
比較し，空売りを実行するかの判断を行う．すな
わち，

P t′

o,j/P
t′

e,j − 1 > f t
′
τj (22)

を満たす際に空売りは実行され，満たさない場合
はその注文はキャンセルされる．なお，キャンセ
ルされる注文が新規に発注された売り注文であれ
ば，ステップは次のエージェントの注文に移行し，
新規の注文が買い注文で板に残っていた注文が空
売りとなってキャンセルされる場合には，その売
り注文をキャンセルし，次に約定の優先順位が高
い売り注文と約定可能であるか判定する．

4 シミュレーション結果

本研究では，売買市場の各パラメータを以下の通り
設定した．

エージェント数: n = 1000

ウェイト: w1,max = 1, w2,max = 10, w3,max = 1

ノイズの分散: σε = 0.03

過去リターンの参照期間: τmax = 10

バイアス: bmax = 0.05

機体価格と注文価格の差: rmax = 0.1

売買価格単位: δP = 1

注文キャンセル期間: tc = 10

学習パラメータ: tl = 10, kl = 4,m = 0.01

貸借市場に関するパラメータについては，各エージェ
ントの貸株比率を表す lrj は全エージェントで共通と
し，lrj = 0.8とした．
以上の設定のもとで流動性を表すパラメータ α, βを

変化させ，貸借市場の流動性の変化が売買市場に与え
る影響を調べる．
各エージェントには，初期化の際に初期保有株数 q0j を
U [0, 20]で割り当てる．シミュレーションは t = 6, 000

まで行い，状態が安定する t = 1, 000以降の価格を調
べた．

4.1 ファンダメンタル価格一定の場合

まず，平常時としてファンダメンタル価格が一定の
P t
f = 10, 000としてシミュレーションを行い，モデルの
妥当性と貸借市場の流動性と売買市場の効率性の関係
を調べた．モデルの妥当性の検証には，[2]と同様に現
実の市場で見られる fat-tailや volatility clusteringと
いった代表的な stylized factを再現しているかで評価
する．表 1に，リターンの尖度，2乗の自己相関関数に
ついて，それぞれのパラメータで 50回シミュレーショ
ンを行った平均を示す．いずれのパラメータでも，尖
度，自己相関関数共に有意にプラスとなっており，既
存モデルに貸借市場を導入してもこれらの性質が保た
れることが分かった．

表 1: リターンの尖度とリターンの 2乗の自己相関関数

α 0.00001
β 10 20 30 40 50 100

尖度 0.180** 0.190** 0.182** 0.187** 0.191** 0.202**
1 0.106** 0.105** 0.102** 0.109** 0.102** 0.104**
2 0.036** 0.032** 0.034** 0.034** 0.029** 0.032**

ACF 3 0.015** 0.015** 0.017** 0.017** 0.015** 0.019**
4 0.009** 0.006** 0.002 0.006** 0.008** 0.006**
5 0.000 -0.003 0.001 -0.001 -0.001 -0.001

α 0.0001
β 10 20 30 40 50 100

尖度 0.178** 0.192** 0.190** 0.196** 0.196** 0.192**
1 0.102** 0.103** 0.107** 0.100** 0.109** 0.104**
2 0.035** 0.035** 0.033** 0.032** 0.035** 0.033**

ACF 3 0.012** 0.019** 0.015** 0.016** 0.018** 0.016**
4 0.004* 0.007** 0.005** 0.005* 0.008** 0.006
5 -0.001 -0.000 -0.004* -0.002 0.001 0.000

α 0.001
β 10 20 30 40 50 100

尖度 0.192** 0.182** 0.205** 0.208** 0.209** 0.216**
1 0.107** 0.101** 0.104** 0.102** 0.100** 0.103**
2 0.032** 0.030** 0.033** 0.028** 0.033** 0.035**

ACF 3 0.017** 0.017** 0.015** 0.015** 0.017** 0.019**
4 0.005* 0.005* 0.007** 0.007** 0.004 0.006**
5 0.002 -0.001 -0.000 0.001 -0.001 0.003

∗p < .05， ∗ ∗ p < .01
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次に，貸借市場の流動性と売買市場の効率性の関係
を検証する．売買市場の効率性の指標としては，取引
価格とファンダメンタル価格の乖離の平均と乖離の絶
対値の平均を用いた．表 2にその結果をまとめる．い
ずれの場合でも，空売りの制約があることにより取引
価格は平均的にファンダメンタル価格から上方に乖離
し，貸借市場の流動性を表すパラメータ α, βが大きく
なるほど（流動性が低くなるほど）その乖離が大きく
なることが確認できた．

表 2: 取引価格とファンダメンタル価格の乖離の平均
（カッコ内は乖離の絶対値の平均）

β
10 20 30 40 50 100

α 1e-05 40.43 51.28 55.42 57.81 59.56 62.80
(48.71) (56.20) (59.59) (61.61) (63.03) (65.93)

0.0001 50.18 56.63 59.78 60.95 61.94 64.18
(55.22) (60.57) (63.15) (64.16) (64.98) (66.91)

0.001 59.51 62.41 63.65 64.16 64.60 65.52
(62.69) (65.35) (66.43) (66.96) (67.33) (68.12)

4.2 ファンダメンタル価格が急落する場合

次に，[2]と同様に t = 3, 000でファンダメンタル価
格を 10,000から 7,000に急落させた場合について調べ
た．図 2にこの時の価格推移の例を示す．α, β が小さ
く貸借市場の流動性が高い状態では，空売り制約がほ
とんどない場合に相当する．この場合には，取引価格
はファンダメンタル価格の急落後にオーバーシュート
（ファンダメンタル価格を超えて下落）して，振動をし
ながらファンダメンタル価格に収束している．これは
[2]で示されたような規制なしの売買市場と同様の特徴
である．一方，α, β が大きく貸借市場の流動性が低い
状態では，空売り制約が強い状態に相当する．この場
合の取引価格推移はオーバーシュートすることなくファ
ンダメンタル価格に近づいていき，[2]で示されたよう
な完全空売り規制やアップティックルールの存在する
売買市場と同様の特徴である．図 3, 4を見ると，ファ
ンダメンタル価格急落時に貸株残高が増えることで貸
株料が上昇し，それに伴い t = 3, 050前後で空売りの
約定が成立していないことが分かる．このように，貸
借市場での需給変動から生じる貸株料の上昇が，急落
時に空売りへの制約を自然に強めていることがシミュ
レーションからも示せた．
貸借市場の流動性とオーバーシュートの大きさの関
係を調べるため，表 3にファンダメンタル急落以後の
取引価格の最小値のファンダメンタル価格からの乖離
の平均をまとめた．オーバーシュートしていない（価
格がファンダメンタル価格を下回らない）場合は乖離
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図 2: ファンダメンタル価格急落時の価格推移（上：α
を固定　下：β を固定）
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図 3: ファンダメンタル価格急落時の需要量 Dt′ と貸
株料 f t

′
（α = 0.0001, β = 50の場合．t = 3, 000で

P t
f = 10, 000から 7,000に下落）
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図 4: 各時点での全約定回数に占める空売りの比率（α =

0.0001, β = 50の場合．t = 3, 000で P t
f = 10, 000から

7,000に下落）

は 0とした．この結果から，貸借市場の流動性を表す
パラメータ α, βが大きくなるほど（流動性が低くなる
ほど），ファンダメンタル価格急落時のオーバーシュー
トは小さくなることが示せた．

表 3: オーバーシュートの大きさ
β

10 20 30 40 50 100
α 1e-05 771.88 462.84 313.48 243.28 200.86 139.28

0.0001 572.32 316.62 219.14 175.42 156.62 125.48
0.001 288.52 174.96 143.82 131.38 122.22 109.78

5 まとめ

本研究では株式の売買市場に加え，上記の流動性の
観点を貸借市場に加えた連成型人工市場を構築し，貸
借市場の流動性の変化，特に貸株料の変化が売買市場
の効率性に与える影響を調べた．
ファンダメンタル価格一定（平常時）と急落時の 2つ

の条件でシミュレーションを行うことで，貸借市場の
流動性が高い場合には，平常時には取引価格のファン
ダメンタル価格からの乖離が小さいという意味で売買
市場は効率性が高まるが，ファンダメンタル価格急落
時には自由な空売りが取引価格をオーバーシュートさ
せてしまうことが分かった．一方，貸借市場の流動性
が低い場合には，ファンダメンタル価格急落時に空売
りへの制約が自然に強まることで取引価格のオーバー
シュートが小さくなるという意味で，空売り規制と同
様に市場の効率性を高める一方，平常時には取引価格
のファンダメンタル価格からの乖離を大きくしてしま
うことが分かった．

本研究の寄与としては，金融市場の制度設計の際など
に活用される人工市場に，需給に基づく貸株のメカニ
ズムを導入した点にある．当モデルを用いたシミュレー
ションからは，貸借市場の流動性による制約は空売り
規制と同様の効果をもたらすことが示された．これは，
貸借市場の流動性が十分に高い場合には問題にならな
いだろうが，貸借市場の流動性が低い銘柄においても
同様の空売り規制を設けてしまうと空売りに対して二
重の制約を課すことになり，予期せず市場の効率性を
損なってしまう可能性があることを示している．本研
究で提示した貸借市場を導入した人工市場により，貸
借市場の流動性を考慮した空売り規制のシミュレーショ
ンが可能となり，これは今後の課題として考えられる．
また，本研究では一定とした各エージェントの貸株比率
の変化の検証についても今後の課題となる．貸株は性質
上すぐに売る可能性のある株式に対して行うことは難
しいためアクティブファンドで行うことは難しく [10]，
貸株を行う主体の多くはアクティブではなくパッシブ
運用により運用されている株式だと考えられ，パッシブ
運用の比率は市場全体の貸株比率に影響すると考えら
れる．例えば日本銀行によるパッシブ運用を行う ETF

の買い入れは市場の効率性を損なうのではないかとい
う議論があるが，[11]で指摘されているように，パッ
シブ運用からの貸株の流動性供給は売買市場の効率性
向上に貢献する可能性があり，本研究で提案したモデ
ルではそのようなパッシブ運用比率の上昇に伴う貸株
比率の変化まで考慮した市場の効率性の変化を検証す
ることができ，今後の課題として考えられる．
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人工市場を用いたレバレッジドETFがザラ場市場に与える影響分析

Analysis of the impact of leveraged ETF in continuous double

auction market using an agent-based simulation
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Abstract: レバレッジドETFとは，日々のリターンが原資産や原指数（例えば，日経平均やTOPIX

など）の価格の変動率に一定の倍数を乗じた値動きをする ETFのことを指す．レバレッジド ETF

は，レバレッジ率を維持する（保有する原資産の純資産総額を，レバレッジド ETFの純資産総額の
決められた倍数に維持する）よう，原資産の価格が上昇すれば原資産を買い，反対に下落した際は原
資産を売るというリバランス取引を日々行わなければならない．そのため，これらの売買が原因で原
資産の価格を不安定にさせているのではないかと言われている．これまでに，人工市場を用いた研究
によってレバレッジド ETFが板寄せ方式の原資産市場の価格形成に影響を与えることが知られてい
るが，ザラ場方式の市場は未調査のままである．そこで本研究では，ザラ場方式の原資産市場におい
てレバレッジド ETFが価格形成に与える影響を調査した．その結果，レバレッジド ETFのリバラ
ンス取引の最低注文数が小さいほど市場の価格形成に与える影響が大きいことを確認した．

1 まえがき

レバレッジド ETFとは，日々のリターンが原資産や
原指数（例えば，日経平均や TOPIXなど）の価格の
変動率に一定の倍数を乗じた値動きをする ETFを指
す．これらの ETFは，金融市場指数に投資するため個
別株式銘柄よりもローリスクでありながら，レバレッ
ジの恩恵により比較的高いリターンが望めるため，運
用残高が飛躍的に伸びてきている．
しかし，レバレッジド ETFは，あらかじめ設定され
たレバレッジ率を維持する（保有する原資産の純資産
総額を，レバレッジド ETF の純資産総額の決められ
た倍数に維持する）よう取引を行わなければならない．
この取引のことをリバランス取引という．
リバランス取引について具体例を挙げて説明する．あ
る資産の 2倍に乗じた動きをするレバレッジドETFを
考える．今原資産価格が 100とし，ETFの元手が 100

のキャッシュのみとすると，ETFの初期純資産総額は

∗連絡先：神奈川工科大学大学院工学研究科情報工学専攻
　　　　　　〒 243-0292 神奈川県厚木市下荻野 1030
　　　　　　 E-mail: s1885023@cce.kanagawa-it.ac.jp

先物などを原資産として保有することにより 200とな
る（不足する元手 100は借金することになる）．ここ
で，原資産価格が 100から 110に 10％上昇したとす
ると，ETFの純資産総額が 20％上昇するように原資
産を保有しなければならない．つまり，純資産総額は
240必要となる．しかし，原資産価格の上昇は 10％な
ので，ETFの実際の純資産総額は 220にしかならず，
20少ない状態となる．そのため，原資産を 20追加購
入しなければならない．反対に，原資産価格が 100か
ら 90に 10％下降したとすると，ETFの純資産総額が
20％下降するように原資産を保有しなければならない．
つまり，純資産総額は 160となる．しかし，原資産価
格の下降は 10％なので，ETFの実際の純資産総額は
180にしかならず，20多い状態となる．そのため，原
資産を 20追加売却しなければならない．
このように，レバレッジ率を維持するため日々原資
産の価格が上昇すれば原資産を買い，反対に下落した
際は原資産を売るため，リバランス取引が原資産の価
格を不安定にさせているのではないかと言われている
[Childs 14]．
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レバレッジド ETF が原資産に与える影響について
は，これまでにさまざまな実証研究が行われてきた
[Cheng 09, Schwert 90, Deshpande 09, Trainor Jr. 10]．
例えば，Rompotis[Rompotis 17]は，英国市場におい
てレバレッジドETFはレバレッジの維持はできるもの
のトラッキングエラー (ポートフォリオのリターンとベ
ンチマークとの乖離) が発生し，トラッキングエラー
が市場のボラティリティの上昇と関連していることを
示唆している．また，Ben-David et al.[Ben-David 16]

は，レバレッジド ETFがリバランス取引を円滑に行う
ためには，大口の投資家（高頻度取引，ヘッジファン
ド，および指定参加者）の存在が不可欠とし，市場混
乱時にそうした大口の投資家とレバレッジドETFの取
引により市場の混乱が悪化することを示唆している．
このように，レバレッジド ETFが市場に与える影響

を調査したものは多く存在する．しかし，金融市場の
形成にはさまざまな事象と要因が複雑に関わっている
ため，これらの結果がレバレッジド ETF固有の影響な
のか判断することは難しい．
特定の取引が市場に与える影響を分析するような課
題，つまり，実証研究では議論が困難な課題を分析する
方法の 1つとして，人工市場を用いる方法がある．人工
市場とは，コンピュータ上に仮想的に構築されたマルチ
エージェントシステムの金融市場である [Chiarella 09,

Chen 12, Yeh 13]．人工市場では，エージェントにそれ
ぞれ独自の売買手法を与え，それらを投資家として金
融資産の取引をさせると，市場がどのような振る舞い
をするかを確認することができる．
最近では人工市場を用いて市場規制制度が金融市場
に与える本質的な影響を分析する研究が盛んに行われて
おり [Yagi 10, Yeh 13, Mizuta 15, Zhou 17]，レバレッ
ジド ETFに関しても次のような研究が行われている．
Yagi et al.[Yagi 16]は，価格決定メカニズムが板寄せ
方式の原資産市場においてレバレッジド ETF が原資
産市場の価格形成に与える影響について検証している．
その結果，レバレッジド ETFの運用資産が大きくなる
ほど，リバランス取引量が増し，ボラティリティが増
加することを確認している．
しかし，価格決定方式がザラ場方式の原資産市場に
おいてレバレッジドETF運用者の取引手法や原資産市
場の価格形成に着目した議論はされていない．リバラ
ンス取引を一度に行うか日中を通して分散して行うか
は運用者の裁量に任されている．リバランス取引を一
度に行うと，運用資産の大きなレバレッジ ETFほど市
場の価格形成に与える影響が大きくなるため [Yagi 16]，
リバランス取引は複数回に分けて行う方がよいかもし
れない．
よって本研究では，ザラ場方式の原資産市場におい
てリバランス取引を複数回に分けて行うとき市場の価
格形成にどのような影響を与えるか調査する．リバラ

ンス取引は，市場価格の変化に伴い変化するレバレッ
ジド ETFのレバレッジ率と，予め設定されたレバレッ
ジ率の乖離の大きさが一定の値を超えたとき行う．本
研究におけるリバランス取引は，そうした乖離した時
の注文数がある閾値を超えたときのみ発注するように
した．そして，この閾値（以降，注文数閾値と呼ぶ）を
変化させ実験を行う．
その結果，注文数閾値が小さい場合，ボラティリティ
や市場非効率性が増加することが確認できた．一方で，
注文数閾値が大きい場合は，運用資産規模が変化して
もボラティリティに影響を与えないことが確認できた．

2 人工市場モデル

本研究では，水田ら [Mizuta 15] の人工市場モデル
を基にして，新たにレバレッジを維持するためのリバ
ランス取引を行うエージェント（以下，レバレッジド
ETFエージェントと記す）を追加した．

2.1 注文プロセス

価格決定メカニズムは連続ダブルオークション方式
（ザラ場方式）である．本市場に参加するエージェント
は，通常エージェントとレバレッジド ETFエージェン
トの 2種類である．通常エージェントが注文後，レバ
レッジドETFエージェントがリバランス取引を行うか
判定し，必要であれば注文を行う．時刻 tは通常エー
ジェントが注文を出す，又はレバレッジド ETF エー
ジェントが注文を出すごとに 1増える．これを tmaxま
で繰り返し行う．

2.2 通常エージェント

本市場には，n体のエージェントが取引に参加する．
エージェント j は注文価格，売り買いの別を以下の

ように決める．時刻 tにエージェント j が予想する価
格の変化率（予想リターン）retj は，以下の式（1）か
ら得られる．

re
t
j =

w1
t
jre

t
1,j + w2

t
jre

t
2,j + ujϵ

t
j

w1
t
j + w2

t
j + uj

(1)

ここで，wi
t
j は時刻 t，エージェント j の重みであり，

シミュレーション開始時に，それぞれ 0から wi,maxま
での一様乱数で決める．この値は後述する学習過程に
より変化する．uj はエージェント j の重みであり，シ
ミュレーション開始時に，それぞれ 0から umax まで
の一様乱数で決められるが，シミュレーション中に変
化することはない．

人工知能学会研究会資料 
SIG-FIN-024

36



re
t
1,j は,下記に示す．時刻 tにおけるエージェント j

のファンダメンタル投資家成分だけの予想リターンで
re

t
1,j = log（Pf/P

t−1），同様に re
t
2,j はテクニカル投資

家成分だけの予想リターンで，ret2,j = log（P t−1/P t−1−τj

）である．Pf は時間によらず一定のファンダメンタル
価格である．ファンダメンタル価格とは，金融資産を発
行する企業自体が持っている実態の価値に基づいた価
格を指す．P tは時刻 tでの取引価格（取引されなかった
時刻では一番最近に取引された価格であり，時刻 t = 0

では P t = Pf とする）である．τj は 1から τmax まで
の一様乱数でエージェントごとに決める． ϵtj は時刻 t，
エージェント jの乱数項で，平均 0，標準偏差 σeの正
規乱数である．
式（1）の右辺の分子の第 1項目は，ファンダメンタ
ル価格と比較して，安ければプラスの予想リターンを，
高ければマイナスの予想リターンを示すファンダメン
タル投資家の成分である．なお，ファンダメンタル投
資家は通常ファンダメンタル価値を参照して投資判断
を行う投資家を指す．第 2項目は過去のリターンがプ
ラス（マイナス）であるならプラス（マイナス）の予想
リターンを示す，テクニカル投資家の成分である．テ
クニカル投資家は過去の価格推移を参照して投資判断
を行う投資家を指す．第 3項目はノイズを表している．
予想価格Pe

t
jは，予想リターン re

t
jに基づいて式（2）

から求められる1．

Pe
t
j = P t−1 exp（retj） (2)

注文価格 Po
t
j は Pe

t
j − Pd から Pe

t
j + Pd で決定され

る．ここで，Pdは平均 0，標準偏差 σpの正規乱数に予
想価格をかけたものである．価格の変化幅の最小単位
は δP とし，注文の売り買いは予想価格 Pe

t
j と注文価

格 Po
t
j の大小関係で式（3）のように決まる2．

Pe
t
j > Po

t
jなら買い

Pe
t
j < Po

t
jなら売り (3)

注文数は常に 1と一定とする．
エージェントは状況に応じて戦略を切り替える学習
を行う．学習プロセスは以下のようにモデル化した．
価格変化の方向を当てている戦略のウエイトを引き上
げ，外れている戦略のウエイトを引き下げるようにし
た．また，学習期間のリターン rl

t をかけることによ
り，小さい価格変動を当てたり外したりしても大きく

1本研究では対数リターンを使用している．そのため予想リターン
は現在の価格の対数と予想価格の対数の差である．すなわち，retj =

logPe
t
j − logP t−1 = logPe

t
j/P

t−1 であり，これより式（2）が導
き出される．

2予想価格の高低に関わらず，買い注文と売り注文が注文される
確率は同じであるが，取引が成立する確率は必ずしも同じではない．
一般に予想価格が高いエージェントの注文は，買い注文の方が売り
注文より取引が成立しやすく，反対に予想価格が低いエージェント
の注文は，売り注文の方が買い注文より取引が成立しやすい．

ウエイトが増減しないようにした．学習はエージェン
トごとに，各エージェントが注文を出す直前に行われ
る．これらの予想リターン re

t
i,j が学習期間のリターン

rl
t = log（P t−1/P t−tl）と比べ，同符号なら，wi

t
j を

wi
t−1
j +kl|rlt|qtj（wi,max−wi

t−1
j ）に，異符号なら，wi

t
j

を wi
t−1
j − kl|rlt|qtjwi

t−1
j とする．ここで，kl は定数，

qtj は時刻 t，エージェント j に与えられる 0から 1ま
での一様乱数である．
上記学習プロセスの他に，小さい確率mで wi

t
j を再

設定する．つまり，0から wi,maxまでの一様乱数で決
めなおす．これはランダム学習を意味しており，実績
からの学習と組み合わせることにより，エージェント
が試行錯誤的により良い戦略のウエイトを求める姿を
客観的にモデル化している．

2.3 レバレッジドETFエージェント

原資産価格が上昇もしくは下落するとき，レバレッ
ジド ETFのレバレッジ率が変化する．それに伴いリバ
ランス取引で発注する注文数も変動し，その注文数が
注文数閾値を超えたときレバレッジド ETFエージェン
トは注文を行う．
第 t期のレバレッジド ETFエージェントの保有純資
産額NAV t は次のように表される．

NAV t = P t−1St + Ct (4)

なお，初期資産保有数 S0は，初期原資産価格 P 0と
維持すべきレバレッジ率 L を基に求められる．S0 =

LC0/P 0 とし，（分子が初期純資産総額に該当する），
初期キャッシュC0の値を C0 = C0−P 0S0のように更
新する（初期キャッシュのレバレッジ L倍で資産運用
するため，キャッシュの (L− 1)倍分の原資産は借金し
て購入することを意味している）．第 t期のレバレッジ
ドETFエージェントのリバランス取引に必要な注文数
V tは次のように表される．ただし，注文数に端数が出
る場合は切り捨てる．

V t = ⌊（L− 1）P t−1St + LCt

P t−1
⌋ (5)

Ct・Stは，それぞれ第 t期のレバレッジドETFエー
ジェントのキャッシュと資産保有数を表す．上記の注文
数の絶対値が，閾値 Vthrを超えたとき注文を行う．V

t

が負の場合は売り注文を行い，正の場合は買い注文を
行う．また，本エージェントの注文は，レバレッジ率
を確実に維持するために成り行き注文で行う．本研究
では，こうしたレバレッジド ETFエージェントが 1体
参加する．
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表 1: 各条件下における注文数閾値 Vthr
Vnor

0.1 0.2 0.3 0.4 0.5
10 1 2 3 4 5
20 2 4 6 8 10
30 3 6 9 12 15
40 4 8 12 16 20

Cmag 50 5 10 15 20 25
60 6 12 18 24 30
70 7 14 21 28 35
80 8 16 24 32 40
90 9 18 27 36 45
100 10 20 30 40 50

3 シミュレーション

実験は以下のパラメータのように設定した．n = 1,000，
Pf = 10, 000，w1,max = 1，w2,max = 5，umax =

1,τmax = 10,000，σe = 0.03，σp = 0.05，tc = 15,000，
tl = 10,000，kl = 4，m = 0.01，δP = 1，tmax=1,000,000，
L = 2．
本研究では，市場に与える影響について調査する．一
つ目にレバレッジドETFのリバランス取引を行う際の
注文数閾値を変化させることによる影響を調査する．二
つ目に，リバランス取引の注文数はレバレッジド ETF

の純資産総額（運用資産高）の大きさからの影響も受
けるため，運用資産を変化させた実験も行う．
レバレッジドETFエージェントの運用資産は以下の
ように変化させる．初期キャッシュC0 = 1, 000, 000× Cmag

とし，初期キャッシュの倍率 Cmag の値を大きくする
ことでレバレッジド ETFエージェトの運用資産の大小
を表す．Cmagの値は，10，20，30，40，50，60，70，
80，90，100の 10パターンとする．
注文数閾値 VthrはCmagが 10のとき，1，2，3，4，

5の 5パターンとし，これを基準に Cmag を変化させ
たときのそれぞれの注文数閾値を決めていく．つまり，
注文数閾値を初期キャッシュ量に比例して大きくする3．
各パターンにおける注文数閾値を表 1に示す．
上記の表を基に議論する際，便宜上 Vnor を用いる．

Vnorは，注文数閾値Vthrを初期キャッシュの倍率Cmag
で規格化した値となる4．これにより Vnorの値が同じ
であれば，Cmagが大きくなっても Vthrも大きくなる
ので，初期キャッシュ量の大小がリバランス取引に与え
る影響を考慮せずにすむ．
以上から Vnorを 0.1，0.2，0.3，0.4，0.5の 5パター

3このような対応をとった理由は次のとおりである．リバランス
取引の注文数は，市場価格の変化量（値幅）が同じとき，運用資産
高，つまり初期キャッシュ量に比例して大きくなる．これは，初期
キャッシュ量が大きいほどリバランス取引が市場に与える影響が大き
くなることを意味している．よって，注文数閾値の変化させたとき
のリバランス取引が市場に与える影響を確認する際，初期キャッシュ
量の大小による影響が反映されることを防ぐためである．

4Vnorと Vthrの関係は次の式で表される．Vthr =Vnor × Cmag

表 2: Cmag = 10のときのスタイライズド・ファクト

Vnor
0.1 0.2 0.3 0.4 0.5

尖度 5.72 4.35 2.33 1.35 1.12

ラグ
リターンの 1 0.283 0.242 0.200 0.172 0.165

2乗の 2 0.227 0.183 0.134 0.112 0.105

自己相関 3 0.188 0.141 0.098 0.081 0.073

4 0.165 0.115 0.083 0.066 0.058

5 0.138 0.104 0.072 0.052 0.045

ン，Cmagを 10，20，30，40，50，60，70，80，90，100
の 10パターンとし，それぞれを組み合わせシミュレー
ションを行う．シミュレーションは各条件の下でそれ
ぞれ 50回ずつ試行し，その結果をもとに議論を行った．

3.1 人工市場モデルの妥当性

現実の市場ではファット・テイルとボラティリティ・
クラスタリングが現れる，と多くの実証研究で指摘さ
れている [Sewell 06, Cont 01]．ファット・テイルは，資
産価格のリターンの分布が厚い，すなわち，尖度が正
であることである．また，ボラティリティ・クラスタ
リングは資産価格のリターンの２乗が，ラグが増えて
も自己相関係数が有意に正であり，長期記憶性を持つ
ことである．
本提案モデルにおいてもファット・テイルとボラティ
リティ・クラスタリングが再現されているか確認を行っ
た5．その結果，すべての条件下においてこれらが再現
されることが確認できた．一例として，Cmagが 10の
とき，かつ，Vthrの全てのパターンのときのスタイラ
イズドファクトを表 2に記す．この表からもわかるよ
うに，尖度とリターンの 2乗の自己相関ともに正値と
なっている．なお,スタイライズド・ファクトはすべて
100ステップ間隔での価格を用いて計算した．なぜな
らば，本モデルの時刻は注文をしただけで取引が成立
しない場合も時刻が進むため，時刻 1ごとの全ての価
格を用いたスタイライズド・ファクトでは，多くの価
格変動がないデータによるバイアスがかかってしまう
からである．

5リバランス取引法の違いが市場に与える影響を調べることが目
的であるため，レバレッジド ETF が参加していない環境の下でも
再現の確認を行った．
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表 3: ボラティリティ

Vnor
0.1 0.2 0.3 0.4 0.5

10 0.139% 0.102% 0.089% 0.087% 0.086%
20 0.172% 0.107% 0.090% 0.086% 0.086%
30 0.111% 0.090% 0.086% 0.086%
40 0.111% 0.087% 0.085% 0.086%

Cmag 50 0.113% 0.087% 0.084% 0.085%
60 0.086% 0.084% 0.085%
70 0.084% 0.083% 0.084%
80 0.084% 0.083% 0.083%
90 0.083% 0.081% 0.084%
100 0.082% 0.081% 0.083%

表 4: 市場非効率性

Vnor
0.1 0.2 0.3 0.4 0.5

10 0.243% 0.177% 0.148% 0.136% 0.130%
20 0.389% 0.228% 0.169% 0.144% 0.137%
30 0.274% 0.187% 0.150% 0.139%
40 0.318% 0.198% 0.156% 0.142%

Cmag 50 0.362% 0.214% 0.161% 0.145%
60 0.228% 0.169% 0.150%
70 0.241% 0.174% 0.152%
80 0.259% 0.183% 0.157%
90 0.269% 0.189% 0.162%
100 0.287% 0.195% 0.164%

3.2 シミュレーション結果

各パターンの市場のボラティリティを表 3に示す6．
表 3より，Vnorが大きくなるにつれボラティリティが
減少傾向にあることが確認できる．また，Cmag が大
きくなるにつれてもボラティリティが減少傾向にある
ことが確認できる．しかし，例外として注文数閾値が
小さい（Vnor = 0.1, 0.2）ときは，Cmagが大きくなる
につれボラティリティが増加傾向にあることが確認で
きる．
次に市場の非効率性を表 4に示す．市場非効率性は，
次式にて求められる．

Mie =
1

tmax

tmax∑
t=1

|P t − Pf |
Pf

(6)

Mie が 0なら効率的で，大きくなるほど非効率である
ことを示す．
表 4より，Vnorが大きくなるにつれ，市場非効率性
が減少傾向にあることが確認できる．一方で，Cmagが
大きくなるにつれ市場非効率性が増加傾向にあること
が確認できた．

6数値未記入部分は，取引価格が一方向に偏り市場崩壊を起こし
たため，値の取得が不可能であった．

表 5: レバレッジド ETFの注文回数
Vnor

0.1 0.2 0.3 0.4 0.5
10 9879 3084 952 312 110
20 7315 2508 847 268 99
30 2120 740 243 95
40 1855 638 223 89

Cmag 50 1675 587 204 85
60 549 197 85
70 509 185 81
80 485 186 78
90 468 179 78
100 449 173 76

表 6: レバレッジド ETFの一回当たりの注文数
Vnor

0.1 0.2 0.3 0.4 0.5
10 1 2 3 4 5
20 4 5 7 8 10
30 9 10 12 15
40 13 14 16 20

Cmag 50 16 18 21 25
60 22 25 30
70 26 29 35
80 29 34 40
90 33 38 45
100 36 42 50

4 考察

まず初めにボラティリティについて議論する．ボラ
ティリティの変動はレバレッジド ETFの注文回数と大
きな関係があると考えられる．レバレッジド ETFの注
文回数を表 5に示す．
表 5より，Vnorが大きくなるにつれ注文回数が急激
に減少していることが確認できる．この結果から Vnor
が大きいと，一回の取引が市場に与える影響は大きい
が，それ以上に注文回数が大きく減少したため，ボラ
ティリティは小さくなったと考えられる．Cmag に関
しても同様の理由でボラティリティが小さくなったと
考えられる．
しかし，注文数閾値が小さい（Vnor = 0.1, 0.2）とき
は例外で，注文回数は減少しているがボラティリティは
増加傾向にある．これは，レバレッジ ETFの一回当た
りの注文数が関係していると考えられる．レバレッジ
ドETFの一回当たりの注文数を表 6に示す．表 6より，
注文数閾値が小さい（Vnor = 0.1, 0.2）ときは，Cmag
が大きくなると，注文数閾値（表 1）より大きく注文
数が増加している．この一回当たりの注文数の増加が
大きいのに対し注文回数の減少幅が小さいため，ボラ
ティリティは大きくなったと考えられる．
次に市場非効率性について議論する．市場非効率性
は，レバレッジド ETFの注文回数と一回当たりの注文
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表 7: スプレッド
Vnor

0.1 0.2 0.3 0.4 0.5

10 12 11 11 11 11

20 11 10 11 11 11

30 10 11 11 11

40 10 10 11 11

Cmag 50 9 10 11 11

60 10 11 11

70 10 11 11

80 10 11 11

90 10 11 11

100 10 11 11

表 8: 注文数閾値に対するリバランス取引発動までの
市場価格の変化量（値幅）

Vnor
0.1 0.2 0.3 0.4 0.5

値幅 5 10 15 20 25

数が関係していると考えられる．
表 5より，Vnorが大きくなるにつれ注文回数が減少

している．レバレッジド ETFのリバランス取引の注文
による影響が弱まるため市場が効率的になったと考え
られる．一方で，表 6より，Cmag が大きくなるにつ
れ一回当たりの注文数が増加している．Cmag が大き
くなるにつれ注文回数は減少するものの，それに対し
一回当たりの注文数が増加するため，価格が大きく変
動し，ファンダメンタル価格が収束するのに時間を要
するので，市場が非効率的になったと考えられる．
注文数閾値が小さい（Vnor = 0.1, 0.2）とき市場崩
壊を起こすことがあるが，これはスプレッドと関係し
ていると思われる．スプレッドとは，これまでに発注
された注文のうち取引が成立せずに市場に残された注
文のうち，最も高い買い注文の価格（最良買い気配値）
と最も安い売り注文の価格（最良売り気配値）の差を
意味する．表 7は市場の平均スプレッドである．市場崩
壊を起こさないときは，多少の大きさの差異はあるも
のの安定した値となっている．表 8は注文数閾値に対
するリバランス取引発動までの市場価格の変化量（値
幅）である．
表 7と表 8から，市場崩壊するときはリバランス取引

発動までの値幅がスプレッドの値とほぼ同じかそれ以下
であることがわかる．この関係性が市場崩壊の起因とな
っていると考えられる．その理由を具体例（Vnor = 0.1

のとき，つまり，表 8から市場価格が± 5だけ変化し

たとき，リバランス取引が行われるとき）を挙げて説
明する．レバレッジド ETFが買いのリバランス取引を
行い市場価格が 10, 000となり，このときの最良買い気
配値が 10, 000，最良売り気配値が 10, 010である（つ
まり，スプレッドが 10である）とする．ここで次にリ
バランス取引が行われる状況を売りと買いに分けて確
認する．次の買いのリバランス取引はここからさらに
価格が 5下がる（9, 995）と行われる，この状況になる
には通常エージェントの多くの買い注文が約定しなけ
ればならない．一方，売りのリバランス取引は価格が 5

上がる（10, 005）と行われるが，この状況は通常エー
ジェントの売り注文が 1つ約定すると成り立ってしま
う．ここで言えることは，直近の（リバランス）取引の
後，通常エージェントが反対売買注文を出しそれが約
定（取引成立）すると，リバランス取引が立て続けに
起こってしまうということである．この現象は，Cmag
が大きくなるほど一回あたりの注文数も大きくなるた
め，発生しやすくなる．
それとは反対に注文数閾値が大きくなる（Vnor = 0.3

以上）と，注文数閾値に対するリバランス取引発動ま
での市場価格の変化量はスプレッドの値より大きいた
め，上記のように通常エージェントの 1回の反対売買
によってリバランス取引が行われることはほぼ起こり
えない．
以上より，注文数閾値が小さく Cmag が大きいとき
ほど，つまり，リバランス取引発動までの値幅がスプ
レッドの値より小さくなるほど，リバランス取引が立
て続けに行われる可能性が高くなり，市場崩壊へとつ
ながるものと考えられる．

5 まとめ

本研究では，注文数閾値という概念を導入して，ザ
ラ場方式の原資産市場において一回のリバランス取引
で必要な注文を複数回に分けて注文するとき，市場の
価格形成にどのような影響を与えるか調査した．その
結果リバランス取引の注文数閾値が大きいとき，つま
り最低注文数が大きいとき，ボラティリティに与える
影響が小さいことを確認した．反対に，注文数閾値が
小さいとき，一度に多くの注文が出され，市場価格が
急激に動くためボラティリティが増加すること確認し
た．また，市場非効率性の面では，注文数閾値が大きく
なるにつれ市場が効率的になるが，レバレッジド ETF

の運用資産が大きくなると市場が非効率的になること
を確認した．
そして，レバレッジド ETFの注文数閾値が小さいか
つ運用資産が大きい場合は，ボラティリティが増加し，
市場が非効率的になり市場崩壊を起こす可能性がある
ことが確認できた．今回の実験により，この現象はリ
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バランス取引発動までの値幅がスプレッドの値以下の
とき顕著に出ることが示唆された．
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Abstract: This paper examines the possibility of combining a DSGE model and neural networks to 

supplement each other, with regard to out-of-sample forecasts for economic variables. The aim is to build 

a model with theoretical interpretability and state-of-the-art performance. The novel neural-net structure 

of TDVAE (Temporal Difference Variational Auto-Encoder) proposed by Gregor et.al [2019] enables to 

realize this idea. TDVAE virtually replicates a Gaussian stochastic state-space model through 

combination of neural networks. Because a DSGE model provides theoretical restrictions on the state 

transition and observation matrices of a linear state-space model, I choose to transplant those 

DSGE-oriented matrices into the formulations of state transition and observation probabilities in TDVAE. 

This TDVAE-DSGE approach certainly achieved the superior performance in the task of out-of-sample 

forecasts on Japan's real GDP during 1Q/2011 and 4Q/2018. 

 

1. Introduction 

This paper examines the possibility of combining a 

DSGE model and neural networks to supplement each 

other, with regard to out-of-sample forecasts for 

economic variables. The aim is to build a model with 

theoretical interpretability and state-of-the-art 

performance. 

1.1. Forecasts by DSGE models 

The dynamic stochastic general equilibrium (DSGE) 

model is a central tool to analyze fluctuation of 

macroeconomic variables in the mainstream 

macroeconomics, and has increasingly been used for 

forecasting purpose. There is a plentiful amount of 

literature examining the forecast performances of DSGE 

models. Following the seminal work by Smets and 

Wouters [2007], Edge and Gurkaynak [2010] reported 

that the forecast accuracy of medium-scale DSGE model 

was not satisfactory but so are the other statistical model 

(Bayesian VAR) and professional forecasts.  

The linearized DSGE model can virtually be regarded 

as a linear state-space model, with the theoretical 

specification of transition and observation matrixes. 

Indeed, Herbst and Schorfheide [2012] indicated that 

forecasts from a DSGE model could outperform those 

from an unrestricted VAR if the theoretical restriction on 

comovements among economic variables is well 

consistent with the actual data generation processes. 

Recently, Del Negro et.al [2013] showed that considering 

financial friction into a DSGE could contribute to the 

better forecast performance during the periods just after 

the financial crisis in 2008-09 in the US. The latest study 

of Hasumi et.al [2018] also found that an appropriate 

model could vary with underlying economic situations, 

through the introduction of time-varying pooling method 

of multiple models. They reported that the DSGE model 

with the financial friction outperformed the frictionless 

benchmark in terms of forecast performance during the 

1980s financial bubble and following burst in Japan, 

while the frictionless model marked better scores for 

more recent periods. This may suggest that any single 

type of DSGE seems difficult to persistently outperform 

more flexible type of statistical models. Having said that, 

a DSGE model has own advantage as a descriptive tool, 

with the theoretical correspondence and high 

interpretability. 

1.2. Forecasts by neural networks 

One of the prominent progress in statistical modeling 
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in these days is so-called artificial intelligence, more 

precisely, deep-neural-network type of models. Their 

superior performances to other competing statistical 

models were reported in many fields. Research applying 

neural networks to economic time-series are quite recent, 

and most of them deal with the forecasts of asset prices. 

The early research by Chen et al. [2003] applied a neural 

network to predict return of Taiwanese equity index, 

reporting the improved accuracy compared to a GMM 

approach and random walk. More recently, Fischer and 

Krauss [2017] compared the prediction performances of 

LSTM (Long Short Term Memory), Random Forests, 

and logistic regression, and reported the superiority of 

LSTM in respect of the daily S&P500 data from 1992 to 

2015. Borovkova and Tsiamas [2018] employed an 

ensemble (dynamic pooling) method of multiple LSTM 

networks for the intraday stock price prediction, and 

reported the better performance against the logistic 

regression benchmarks. Those pieces of research show 

that neural-net type of models certainly tend to beat 

traditional statistical models in the context of forecasting 

financial data, and LSTM network particularly exhibits 

the superior performance. LSTM network can treat 

non-linear dynamics and long-memory feature of time 

series flexibly, which differentiate from traditional 

statistical models like simple Vector Auto-Regression 

(VAR). 

Although neural network type of models tend to show 

state-of-the-art forecast performance, it has an 

disadvantage of so-called "black box" feature. For most 

neural networks, it is generally difficult to trace the 

transmission process of input information to outlay with 

their repeated non-linear transformations, which also 

hampers the models to hold theoretical correspondence.  

Summing up the above literatures, the theoretical 

restriction by DSGE could make the linear state-space 

model interpretable, and contribute to the forecast 

accuracy as long as the restriction is consistent with the 

actual data generation process. Nonetheless, its absolute 

performance is said to not satisfactory. On the other hand, 

neural network models tend to outperform traditional 

statistical models in forecasts of financial time series, but 

its opacity or "black box" nature of information 

processing hinders the application to macroeconomic 

study. 

1.3. State-space model constructed by neural 

networks 

The novel structure of TDVAE (Temporal Difference 

Variational Auto-Encoder) proposed by Gregor et.al 

[2019] could help to address both issues of the opacity 

for neural networks and the poor accuracy for DSGE 

models, through combining the two approaches. The 

purpose of this paper involves this idea, namely, 

constructing theoretically interpretable and 

state-of-the-art performance model.  

As mentioned more precisely later, TDVAE enables to 

replicate a Gaussian stochastic state-space model in a 

framework of end-to-end neural networks. Generally 

speaking, Variational Auto-Encoder (VAE) consists of 

encoder and decoder, where the former transforms data 

to lower-dimensional state variables (so-called 

representation) while the latter tries to reconstruct the 

data from representation, with assumption for the state 

variables to follow a normal distribution. TDVAE 

extends this concept to treat dynamic state variables by 

analogy with state space modeling. In this TDVAE 

model, a filtering probability constitutes the encoder 

which transforms observed data to contemporaneous 

states variables, while a transition probability describes 

dynamics of states variables. Then, a smoother 

probability validates the transition of state variables 

backward. These probabilities are parameterized by 

means and variances of Gaussian distribution, which are 

expressed as the outputs of deep neural networks trained 

by the data, inheriting the concept of Variational 

Auto-Encoder.  

As seen above, TDVAE is virtually a semi-parametric 

non-linear state-space model, in which latent states, a 

low of motion, and an observation function can be 

specified in consistent with the theoretical restrictions 

derived from a DSGE model.  

In the next section, I explain a basic structure of the 

proposed TDVAE-DSGE method. Then, results from 

forecasting back-tests are presented in Section 3, and the 

backgrounds of accuracy gains are discussed in Section4. 

 

2. Proposed Methods 

This section explains a basic structure of TDVAE, and 

the way to specify its components to be consistent with 

an orthodox DSGE model.  
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2.1. TDVAE structure 

TDVAE assumes a general form of stochastic state-space 

model, where the joint likelihood of a state sequence 

𝐳 = (𝑧1, … , 𝑧𝑇)  and an observation sequence 𝐱 =

(𝑥1, … , 𝑥𝑇)  can be written as 

𝑝(𝐱, 𝐳) = ∏ 𝑝(𝑧𝑡|𝑧𝑡−1)𝑝(𝑥𝑡|𝑧𝑡)𝑡 . Here, 𝑝(𝑧𝑡|𝑧𝑡−1) 

represents a transition model and 𝑝(𝑥𝑡|𝑧𝑡)  does a 

decoder or an observation function.   

In order to optimize the data likelihood 𝑝(𝐱) , a 

state-space model is commonly trained by computing a 

posterior 𝑞(𝐳|𝐱) over the states given the observations, 

which can be autoregressively decomposed as 

𝑞(𝐳|𝐱) = ∏ 𝑝(𝑧𝑡|𝑧𝑡−1, 𝜙𝑡(𝐱))𝑡 , where 𝜙𝑡 is a function 

augmenting the observed data up to 𝑡 (𝑥1, … , 𝑥𝑡) for 

filtering posteriors, or the entire sequence 𝐱  for 

smoothing posteriors. 

For a given 𝑡 , TDVAE evaluates the conditional 

likelihood 𝑝(𝑥𝑡|𝑥<𝑡) by inferring over only two latent 

states: 𝑧𝑡−1 and 𝑧𝑡 , and obtains the ELBO (Evidence 

Lower BOund) for a state-space model as follows:  

log 𝑝(𝑥𝑡|𝑥<𝑡) ≥ 𝔼(𝑧𝑡−1,𝑧𝑡)~𝑞(𝑧𝑡−1,𝑧𝑡|𝑥≤𝑡)[log 𝑝(𝑥𝑡|𝑧𝑡)

+ log 𝑝(𝑧𝑡−1|𝑥<𝑡) + log 𝑝(𝑧𝑡|𝑧𝑡−1)

− log 𝑞(𝑧𝑡|𝑧≤𝑡) − log 𝑞(𝑧𝑡−1|𝑥≤𝑡)]. 

(1) 

Maximizing ELBO (the right-hand side) instead of the 

likelihood itself (the left hand side) is common approach 

to train encoder-decoder type of neural networks such as 

VAE (Variational Auto-Encoder). More formal 

derivation of ELBO for stochastic state-space model is 

explained in Buesing et al. [2018].  

Here, TDVAE introduces an online belief state 𝑏𝑡 as a 

summary statistics of the observed (past) data at any 

given 𝑡. This enables to rewrite the conditional data 

distribution at 𝑡  as 𝑝(𝑥𝑡+1, … , 𝑥𝑇|𝑥1, … , 𝑥𝑡) ≈

𝑝(𝑥𝑡+1, … , 𝑥𝑇|𝑏𝑡), and the filtering posteriors at 𝑡  as 

𝑞(𝑧𝑡|𝑥1, … , 𝑥𝑡) ≈ 𝑝𝐵(𝑧𝑡|𝑏𝑡) , with 𝑏𝑡 = 𝑓(𝑏𝑡−1, 𝑥𝑡  ) . 

Now, the loss function of TDVAE derived from belief 

based ELBO is obtained as follows: 

−ℒ = 𝔼 𝑧𝑡~𝑝𝐵(𝑧𝑡|𝑏𝑡 )

𝑧𝑡−1~𝑞(𝑧𝑡−1|𝑏𝑡,𝑏𝑡−1 )

[log 𝑝(𝑥𝑡|𝑧𝑡)

+ log 𝑝𝐵(𝑧𝑡−1|𝑏𝑡−1) + log 𝑝(𝑧𝑡|𝑧𝑡−1)

− log 𝑝𝐵(𝑧𝑡|𝑏𝑡)

− log 𝑞(𝑧𝑡−1|𝑧𝑡 , 𝑏𝑡 , 𝑏𝑡−1)]. 

(2) 

For actual training of TDVAE, functional forms need to 

be specified. The online belief state is expressed by a 

standard LSTM network: 𝑏𝑡 = 𝐿𝑆𝑇𝑀(𝑏𝑡−1, 𝑥𝑡  ) . The 

mapping operator from 𝑥 to a normal distribution with 

mean 𝜇(𝑥)  and log-standard deviation log 𝜎(𝑥)  is 

denoted as 𝐷 , where  [𝜇, log 𝜎] = W3 tanh(𝑊1𝑥 +

𝐵1) sigmoid(𝑊2𝑥 + 𝐵2) + 𝐵3 , with 𝑊1, 𝑊2, 𝑊3  as 

weight matrices and 𝐵1, 𝐵2, 𝐵3  as biases. The size of 

hidden layer of the 𝐷 maps is set to 100, and belief 

states have size 100. Then, I choose to use the Adam 

optimizer. 

The set of equations describing the system and its loss 

function over the pair of two time periods 𝑡 and 𝑡 − 1 

are as follows: 

𝑏𝑡 = 𝐿𝑆𝑇𝑀(𝑏𝑡−1, 𝑥𝑡  ) 

𝑧𝑡
𝐵~𝑝𝐵

𝑡 = 𝐷(𝑏𝑡) 

𝑝𝐵
𝑡−1 = 𝐷(𝑏𝑡−1) 

𝑧𝑡−1
𝑆 ~𝑞𝑆

𝑡−1|𝑡
= 𝐷(𝑏𝑡 , 𝑧𝑡

𝐵) 

𝑧𝑡
𝑇~𝑝𝑇

𝑡|𝑡−1
= 𝐷(𝑧𝑡−1

𝑆 ) 

𝑝𝐷 = 𝐷(𝑧𝑡
𝐵) 

 

𝐿𝑡−1 = 𝐾𝐿(𝑞𝑆
𝑡−1|𝑡

|𝑝𝐵
𝑡−1) 

𝐿𝑡 = log 𝑝𝐵
𝑡 (𝑧𝑡

𝐵) − log 𝑝𝑇
𝑡|𝑡−1(𝑧𝑡

𝑇) 

𝐿𝑥 = − log 𝑝𝐷(𝑥𝑡) 

𝐿𝑜𝑠𝑠 = 𝐿𝑡−1 + 𝐿𝑡 + 𝐿𝑥 . 

(3) 

2.2. TDVAE-DSGE 

As mentioned earlier, a standard New Keynesian DSGE 

model can be reduced to a linear state space 

representation, by solving its log-linearized equilibrium 

conditions via the method like Sims [2001] or Klein 

[2000]. In other words, a standard DSGE model can be 

summarized into a pair of the transition matrix on state 

variables and the observation (decoder) matrix to 

translate the states to observations. The values of those 

matrices are fully determined by the structural (deep) 

parameters of the DSGE model to be used.  

The idea of this paper is to transplant those transition and 

decoder matrixes of a standard New Keynesian DSGE 

model into the aforementioned TDVAE framework. 

More precisely, means of a state transition probability 
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𝑝𝑇
𝑡|𝑡−1

 and a decoder probability 𝑝𝐷 in TDVAE are to 

be calculated based on the given transition matrix 𝐹 and 

the decoder matrix 𝑃 of a reduced DSGE model. The 

system is described as follows: 

𝑏𝑡 = 𝐿𝑆𝑇𝑀(𝑏𝑡−1, 𝑥𝑡  ) 

𝑧𝑡
𝐵~𝑝𝐵

𝑡 = 𝐷(𝑏𝑡) 

𝑝𝐵
𝑡−1 = 𝐷(𝑏𝑡−1) 

𝑧𝑡−1
𝑆 ~𝑞𝑆

𝑡−1|𝑡
= 𝐷(𝑏𝑡 , 𝑧𝑡

𝐵) 

 

𝜇𝑧𝑇 = 𝐹𝑧𝑡−1
𝑆  

log 𝜎𝑧𝑇 = 𝐷(𝑧𝑡−1
𝑆 ) 

𝑧𝑡
𝑇~𝑝𝑇

𝑡|𝑡−1
= 𝑁(𝜇𝑧𝑇, 𝜎𝑧𝑇) 

 

𝜇𝑥 = 𝑃𝑧𝑡
𝐵 

log 𝜎𝑥 = 𝐷(𝑧𝑡
𝐵) 

𝑝𝐷 = 𝑁(𝜇𝑥, 𝜎𝑥). 

(4) 

This can also be trained by using the same ELBO loss 

function. Hereafter, this approach is named as 

TDVAE-DSGE.  

2.3. The DSGE model to be used 

The DSGE model to be used is a standard 

New-Keynesian model of Smets and Wouters [2007], 

which over the past decade has been a standard tool in 

mainstream macroeconomic research.  

This model includes seven structural (i.e. theoretically 

identified) shock processes, namely (1) a productivity 

shock, (2) a shock to household (investor) preferences 

(the time discount rate), (3) a shock to exogenous 

demand (government spending and foreign demand), (4) 

a shock to capital investment efficiency, (5) a price 

mark-up shock, (6) a wage mark-up shock, and (7) a 

discretionary monetary policy shock.  

Given the materialized values of seven shocks and the 

deep parameters specifying behaviors of agents, the ten 

variables of interest, namely capital, labor inputs, 

production, consumption, investment, the real capital 

yield, the real capital price, the inflation rate, the real 

wage, and the nominal interest rate, are determined 

through the structural equations which represents 

optimizing behavior of the six types of economic agents, 

namely households (end investors), employment 

agencies, intermediate good producers, final good 

producers, capital producers, and the public sector 

(central bank and government).  

By solving the structural equations into reduced forms, 

the DSGE is expressed in state-space representation, and 

its deep parameters, endogenous variables, and shock 

processes are simultaneously estimated by a Particle 

Filter algorithm so as to obtain the best replication of 

actual fluctuations in macroeconomic data. This paper 

denotes this standard estimation procedure as PF-DSGE 

for the later use. Obtaining filtered time series of these 

structural shock processes will enable us to identify the 

exogenous causes of macroeconomic fluctuations.  

One major distinction of TDVAE-DSGE from PF-DSGE 

is an existence of belief state, which enables to compress 

a large number of observable data in efficient way 

through the LSTM network and conditions the filtering 

probability of state variables (i.e. shock processes). There 

are some pieces of research tackling data-rich estimation 

of a DSGE model through Dynamic Factor Model 

(Iiboshi [2015] for example), which reported, however, 

no significant information gain by expanding dataset 

more than core observable variables. The factor loading 

matrix of DFM, which is linear and only considers 

contemporaneous correlations, seems too restrictive to 

extract potentially valuable information from the big 

dataset.  

2.4. TDVAE-DSGE with correction term 

In the framework of TDVAE-DSGE described above, a 

law of motion (or transition model) of state variables is 

fully specified by the values of corresponding DSGE 

matrix. As discussed in the first section, this might be too 

restrictive to capture potentially non-stationary nature of 

the economic data. In other words, actual developments 

of economy (or true data generation process) could often 

deviate from the assumptions of a plain-vanilla linearized 

New Keynesian DSGE model. In order to address this 

problem, I choose to insert a neural-net-based correction 

term into the transition model of TDVAE-DSGE. Thus, 

the transition probability with a correction term is 

described as follows: 

[𝐶𝑇, log 𝜎𝑧𝑇]  = 𝐷(𝑧𝑡−1
𝑆 ), 

 𝜇𝑧𝑇 = 𝐹𝑧𝑡−1
𝑆 + 𝐶𝑇, 

𝑧𝑡
𝑇~𝑝𝑇

𝑡|𝑡−1
= 𝑁(𝜇𝑧𝑇 , 𝜎𝑧𝑇). 
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(5) 

With its non-linear nature of a neural network, the 

correction term 𝐶𝑇 could help to capture flexibly the 

residual dynamics of state variables, which accounts for 

the movement of observed data not identified by the 

DSGE model. Hereafter, this modified structure is 

denoted as TDVAE-DSGE-CT.  

 

3. Empirical Results 

This section compares performances of the models 

introduced above and some benchmarks with regard to 

forecasting back-test. Precisely, following three versions 

of TDVAE-DSGEs and three benchmarks are tested on 

the equal-footing basis.  

(1) TDVAE-DSGE-7V (7V): this version of 

TDVAE-DSGE uses only the seven core 

observation variables (i.e. production, consumption, 

investment, labor input, wage, price, interest rate) as 

inputs to construct belief states.  

(2) TDVAE-DSGE-DR (DR): this is the data-rich 

version of TDVAE-DSGE where belief states 

compress a large number (more than 500) of 

economic and financial data in addition to the seven 

core variables. Decoder probability (i.e. observation 

likelihood) remains to be calculated with the seven 

core variables.  

(3) TDVAE-DSGE-CT (CT): this version has a 

correction term in its transition model as explained 

in the section 2.4, where belief states are 

constructed from the big data as with the DR 

version.  

(4) VAR: a simple reduced-form VAR (2) model, 

augmenting the core seven variables.  

(5) PF-DSGE (PF): the estimated DSGE model by 

particle filter explained above. Forecasts are 

constructed by randomly sampled structural shocks 

for quarters ahead.  

(6) LSTM: a standard LSTM network taking lagged 

values of the seven core variables to explain the 

current values of them, intended to capture a 

potentially non-linear low of motion.  

In a back-test procedure, forecasts for real GDP by each 

model have been assessed, and all generated with no 

future information except for the use of revised data. 

Back-test periods are from 1Q2011 to 4Q2018, in which 

all models are re-estimated by every quarter, with the 

data that had been available at the release date of GDP 

statistics. The corresponding release dates to the values 

of each economic indicators are corrected from the 

sources, but for the periods of unavailable pasts, 

complemented by the largest days of delay in the recent 

known release dates.  

For every quarters of back testing, forecasts up-to eight 

quarters ahead were generated after the re-estimation. All 

models take real GDP in the form of log-detrended level, 

so do their forecasts. In order to assess the performance 

of each model, Root Mean Squared Error (RMSE) is 

calculated for two, four and eight quarters-ahead 

forecasts. When evaluating forecasts of a level variable 

with some persistency, it is known that simple 

autoregressive model like AR(1) or even side-slide 

forecasts could record a high RMSE accuracy, which is 

so called echo-effects. The actual forecasts by PF-DSGE 

and VAR indeed exhibited the patterns of side-slide, in 

which their RMSEs are thought of too low with the 

existence of such echo-effects. Therefore, I choose to 

additionally test the performances in terms of quarter by 

quarter (qoq) changes. In this case, RMSEs up-to two, 

four or eight quarters ahead are calculated first at each 

period, and then averaged over all back-test periods. All 

those results are summarized in Table 1. Overall score of 

each model is evaluated by the ranking over four patterns 

of those RMSEs.  

Table 1. Summary of the back-test results 

 

 

4. Discussions 

4.1. Role of correction term 

Assessing with the overall ranking, the best score was 

achieved by TDVAE-DSGE-CT (CT) as anticipated. 

This outperformance of CT against TDVAE-DSGE-DR 

(DR) suggests that the correction term constructed 

RMSE 1Q2011 to 4Q2018
PF VAR LSTM TDVAE-7VTDVAE-DRTDVAE-CT

q+2 1.40 1.49 1.48 2.09 1.58 1.03
q+4 1.70 2.31 1.88 2.26 1.57 1.05
q+8 0.82 3.05 2.29 2.11 2.09 0.96

qoq_2q 0.75 0.71 0.63 0.55 0.49 0.48
qoq_4q 0.71 0.80 0.68 0.60 0.59 0.62
qoq_8q 0.68 0.74 0.65 0.63 0.64 0.64

Total Ranking 4 6 5 3 2 1
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through neural networks played an important role to 

capture a potentially non-linear dynamics (or underlying 

data generation process) of the state variables, 

corresponding to the structural shocks of macroeconomy 

under the DSGE restriction.  

Comparing the actual filtered values of the seven state 

variables under CT and DR, some variables show acute 

differences in particular periods despite the considerable 

resemblances globally for most variables. Concretely, the 

productivity process under CT shows a peak and trough 

during the late 1980s and early 1990s (the Japan's 

financial bubble and burst), and also a much deeper 

correction in 2008-2009 (the Lehman shock), which are 

not appeared in the process under DR. The difference 

between CT and DR is also visible in the wage-markup 

process in most periods. In addition, the process of 

monetary policy shock has been broadly non-similar.  

These may suggest the modeling of financial sector, 

labor market, and monetary policy in the plain-vanilla 

DSGE of Smets and Wouters [2007] are not adequate to 

explain the underlying data generation process of Japan's 

macroeconomy during the corresponding periods. Indeed, 

the importance of richer description of financial sector 

was also emphasized in Hasumi et.al [2018].  

4.2. Data-rich beliefs 

The better performance of TDVAE-DSGE-DR (DR) to 

TDVAE-DSGE-7V (7V) implies that the use of richer 

dataset to form belief states leads to more accurate 

inference of the state variables, and their dynamics. The 

7V did not so significantly outperform the standard 

particle filter estimation of DSGE (PF) in the overall 

accuracy ranking, which suggest that the advantage of 

TDVAE methodology tends only materialized with a 

richer dataset. These results imply that non-linear 

flexible structure of LSTM could efficiently extract 

valuable information from large number of economic 

indicators, which is not contained in the seven core 

observable variables.  

4.3. Theoretical restriction 

Both the higher accuracy of TDVAE-DSGEs against 

LSTM and the same of PF-DSGE against VAR suggest 

that theoretical restrictions by a DSGE model certainly 

enhanced the out-of-sample forecasting performances of 

Japan's GDP, regardless of the type of models, namely, 

neural networks or linear autoregression.  

Figure 1. Filtered values of the states by TDVAE-DSGE-CT vs. DR 
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5. Conclusion 

This paper examined the possibility of combining a 

DSGE model and neural networks to supplement each 

other, with regard to out-of-sample forecasts for 

economic variables. The aim is to build a model with 

theoretical interpretability and state-of-the-art 

performance. The novel neural-net structure of TDVAE 

(Temporal Difference Variational Auto-Encoder) 

proposed by Gregor et.al [2019] enables to realize this 

idea. TDVAE virtually replicates a Gaussian stochastic 

state-space model by combination of neural networks. 

Because a DSGE model provides theoretical restrictions 

on the state transition and observation matrices of a 

linear state-space model, I choose to transplant those 

DSGE-oriented matrices into the formulations of state 

transition and observation probabilities in TDVAE. This 

TDVAE-DSGE approach certainly achieved the superior 

performance in the task of out-of-sample forecasts on 

Japan's real GDP during 1Q/2011 and 4Q/2018. 
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銘柄属性と市場情報を用いた 

深層学習株式リターン予測モデルの予測根拠の分析 

Analyzing Basis of Stock Returns Prediction Model Based Deep Learning Using 

Stock Attributions and Market Information 

小寺俊哉 1 佐藤史仁 1 坂地泰紀 2 和泉潔 2 
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Abstract: 近年，個別株式のリターン予測において，様々なファクターの中から予測に有用な特

徴量を自動で抽出することのできる深層学習技術の応用研究がなされている．しかしながら，深

層学習は計算の過程が複雑で，人間にはその予測根拠の把握が難しく，意思決定に理由が求めら

れる実務での利用において，解釈の困難さが課題視されることがある．一方，深層学習の解釈手

法についても研究が行われており，深層学習において研究が盛んな画像分類等のタスクだけで

なく株価指数や株式個別銘柄等の資産価格リターン予測を行う深層学習モデルに対しても解釈

を行う研究が行われている．本稿では，モデルの解釈に焦点を当て，個別銘柄のリターン予測を

タスクとした深層学習モデルについて，LRP と呼ばれる深層学習の解釈手法を用いて，各入力値

の寄与度を個別銘柄レベルで確認した．さらに，深層学習モデルの入力値に個別銘柄属性だけで

なくマーケット指数等の市場情報を用いることで，銘柄属性と市場トレンドの 2 つの側面での

分析を行った．

1 はじめに 

近年，ビッグデータと呼ばれる大規模で多種多様

なデータの活用や計算機の大規模並列処理能力の向

上を背景に，与えられたデータからパターンを抽出

し，分類や予測を行う機械学習の技術が目覚ましい

発展を遂げている．特に，分類や予測等，対象とす

るタスクに有効な特徴量を人手で与えることなく，

自ら選択，抽出することのできる深層学習の技術が，

様々な分野で注目を浴びている． 

資産運用業界等でも，ポートフォリオマネジメン

トにおけるリスク管理や投資戦略等に対し，深層学

習を用いた研究がなされている．例えば，株価指数

や株式個別銘柄のリターン等の予測[11][23]，それを

応用したポートフォリオ選択[3][13]，リスクヘッジ

に関する予測[7]，ボラティリティ予測[14][20]等が挙

げられる．その中でもリターン予測は，投資戦略だ

けでなくポートフォリオ構築やリスク管理にも活用

できる非常に関心の高いテーマとなっている．

ところで，ファイナンス分野の研究において，株

式等の資産のリターンを説明するファクターモデル

がいくつも提案されている．最も基本的なモデルで

ある資本資産評価モデル（CAPM）では，個別資産の

リターンは，市場全体のマーケットポートフォリオ

に対する感応度βで特徴づけられている[10][15]．そ

して，株式の個別銘柄のリターンに対しては，β以

外に，企業規模や簿価時価比率を説明力のある変数

として組み入れた Fama-French の 3 ファクターモデ

ル[4]や，さらにモメンタムを組み入れた Carhart の 4

ファクターモデル[2]，その他，財務変数等を組み入

れた様々なマルチファクターモデルが提案されてい

る[5][6][8]．このような個別銘柄のリターンに対して

一定の説明力があると報告された変数は 300 以上あ

るものの，どの変数がリターンを説明する本質的な

要因であるか，もしくはそれらをどのように組み合

わせてリターンを説明するモデルとするか，未だ明

確な答えはない．また，運用実務において，個別銘

柄間の相対的な投資魅力度を定量的に推計するため

に，いくつかの銘柄属性等の変数をファクターとし
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て，クロスセクションで各銘柄のリターンを説明す

るマルチファクターモデルが利用されることがある．

しかし，多数のファクターの膨大な組み合わせから

有効なものをどう選択するか，また，ファクター間

やファクターとリターンとの非線形の関係をどのよ

うに取り込むかが課題となる場合が多い．このよう

な課題に対して，深層学習は，与えられたデータか

ら有効な特徴量を自動で抽出し，線形・非線形なモ

デルの構築が行える手法として高い親和性が期待さ

れる． 

しかしながら，深層学習が特徴量の自動抽出や非

線形の複雑な表現を扱える一方で，入力と出力間に

どのような関係性を学習したか人間が理解できる形

で確認することは難しく，ブラックボックス化して

しまう問題がある．深層学習を銘柄選定等の投資運

用実務に用いる場合，この問題によって投資判断の

根拠を示しにくく，投資信託等の運用マネージャー

の説明責任や，投資家の投資への納得性に対して障

壁になることが少なくない．これらは，深層学習技

術の実務への応用に対する重要な課題の一つだろう．

 一方で，深層学習の解釈手法1に関する研究も盛ん

に行われており，様々な手法が提案されている[9][1

8]．例えば LRP(Layer-Wise Relevance Propagation)2

[1]と呼ばれる手法は，深層学習のモデル構造に手を

加えず，モデルの出力値からその計算を遡ることで

各入力値が出力に対してどの程度貢献したかを計算

することができる．この技術を用いて，深層学習で

の画像分類やテキストの極性判定において，どの入

力部分が貢献したかを分析した研究が報告されてい

る[19][21]． 

金融分野においても，深層学習モデルの予測や推

論の根拠の理解に関する研究は注目度が高く，深層

学習を用いてリターン予測や株式選択を行う際に，

各入力変数の貢献度を分析して予測結果の解釈性を

高める研究が盛んに行われている。Shi ら[16]は深層

学習を用いて株式を選択する手法を提案し，多変量

解析法の一つである MDS（多次元尺度構成法）を用

いて推論根拠の可視化を行った．Wu ら[17]は GRU

（Gated Recurrent Unit）ネットワークと呼ばれる深

層学習の手法を用いて，過去の価格データから将来

の株価リターンを予測し，予測結果をユーザに解釈

しやすい決定木の形に変換する GRU-Tree という解

釈可能なモデルを提案した．塩野[22]は，多数の経済

金融時系列を入力とし，資産価格リターンの予想を

1 説明可能な AI 技術及びその研究分野の事を XAI（Explainable 

AI）と呼び，内閣府の人工知能技術戦略会議の人工知能技術戦

略実行計画（https://www8.cao.go.jp/cstp/tyousakai/jinkochino/keikak

u.pdf）や総務省の AI ネットワーク社会推進会議の 2018 年報告

書（http://www.soumu.go.jp/main_content/000564147.pdf）にも明記

行う CNN（畳み込みニューラルネットワーク）を，

マクロ経済の理論モデルとのマルチタスク学習によ

り過学習を緩和する方法を提案した．その際に，LR

P を応用することで，マクロ経済モデルでの経済フ

ァクターと資産価格リターン予測における共通因子

を特定し，モデルの解釈性を高めた．Nakagawa ら[1

2]は，深層学習による株式個別のリターン予測モデ

ルに LRP を適用し各入力値の影響を分析する手法

を提案した．これらの研究に対し，本稿では，株式

個別銘柄のリターン予測をタスクとした深層学習モ

デルの出力の解釈に焦点を当てた分析を行った．深

層学習の解釈性を高める手法は[12][22]と同様に LR

P を用いた．予測根拠の解釈対象の深層学習モデル

は，入力データに ROE 等の個別銘柄の属性であるフ

ァクター値の他，マーケット指数等の市場情報を用

い，ファンダメンタルズと市場全体のトレンドの両

方を考慮したモデルとした．このことにより，関連

研究にはない銘柄属性と市場トレンドの 2 つの側面

での貢献度分析が可能となる．具体的には，深層学

習が，入力値とした代表的な各銘柄属性に対して，

どのような特性を持つ銘柄のリターンを相対的に高

く（又は低く）予測したかを，予測リターン順を基

にしたロングポートフォリオとショートポートフォ

リオの平均 LRP 貢献度や，入力ファクターとその L

RP 貢献度の散布図から確認した他，個別銘柄レベル

での各属性の貢献度を確認した．また，マーケット

指数等の LRP 貢献度の時系列の変化や，特定の局面

において特に市場情報に影響を受けていた銘柄の属

性について分析を行った． 

 

2 実験設定 

2.1 リターン予測の深層学習モデル設定 

まず，LRP による予測根拠の解釈を行う学習済み

モデルとして，本稿では，クロスセクションでの株

式個別銘柄の相対的な投資魅力度を，時価総額や自

己資本比率等の銘柄属性等から予測する深層学習モ

デルを構築した．深層学習モデルは，多層パーセプ

トロンを用いた．また，各月末ごとにモデルを構築

し 1 ヶ月後を予測するローリング方式を想定した．

教師データは，その月末から翌月末までのリターン

とし，入力データは，各月末時点で入手可能なデー

タから作成した個別銘柄の属性である各ファクター

されている人工知能研究において重要なテーマの 1 つである． 
2 LRP は，深層学習モデルにおいて通常通りにデータを入力し

順伝播させた後に，レイヤー間の関係性を逆伝播することで入

力と出力の関係性を求める手法で，サンプルごとに出力値に対

する各入力値の貢献度を計算することができる． 
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値や東証 33 業種のダミー変数の他，月のダミー変数

やマーケット指数等，計 126 変数（各変数は表 3，4

参照）を用いた．なお，各データは必要に応じて標

準化や正規化の処理を行った．学習データには，各

月末時点で東証一部に上場している銘柄をユニバー

スとし，計算可能な入力データと教師データ過去 36

ヶ月分を用いた．学習したモデルによって予測され

る各銘柄の 1 ヶ月リターンの順位付けを行い，これ

を相対的投資魅力度とした．なお，モデルのハイパ

ーパラメータは予測日によらず共通の値（表 5 参照）

を用いた． 

 

2.2 パフォーマンス検証 

各月末に構築した深層学習モデルで予想される投

資魅力度の評価として，投資魅力度をもとにロング

とショートのポジションを構築し，月次リバランス

でロングショートポートフォリオを運用した場合の

パフォーマンスを計測した．ユニバースは東証一部

上場銘柄とし，投資魅力度の高い順に 10 分位ポート

フォリオを等ウェイトで構築，最高分位をロング，

最低分位をショートのポートフォリオとした．各ポ

ートフォリオの平均リターンの差であるスプレッド

リターンをロングショートポートフォリオのリター

ンとして 2005 年 12 月末から 2019 年 12 月末まで計

測し，各種パフォーマンス値を表 1 に示した． 

ロングショートポートフォリオのリターン/リス

ク比は 1.63 であった．また，各パフォーマンス値に

ついて，ロングポートフォリオは，TOPIX 対比でア

ウトパフォームしたのに対し，ショートポートフォ

リオはアンダーパフォームとなった．実際の運用で

は，売買コストやキャパシティ，投資可能な営業日

数等の制約があることに注意が必要ではあるが，こ

れらの結果から，深層学習モデルによるリターン予

測を投資戦略等へ応用することで，一定のパフォー 

 

表 1. ポートフォリオの各種パフォーマンス値 

  
ロング ショート 

ロング 

ショート 
TOPIX 

リターン 15.91% -5.20% 20.72% 2.31% 

リスク 19.67% 21.52% 12.75% 17.72% 

リターン/

リスク比 
0.81 -0.24 1.63 0.13 

最大ドロー 

ダウン 
-44.18% -74.42% -22.38% -56.23% 

（注）リターン及びリスクは年率の値を示す．参考として TOPIX

（配当込み）も示す． 

マンスを得られることが期待できるだろう． 

 

3 予測根拠の分析 

LRP 貢献度は，深層学習モデルによる個別銘柄ご

との予測リターンの計算に用いられた全ての入力値

について算出される．各 LRP 貢献度はプラスに大き

いほど，その入力のファクター値が出力の予測リタ

ーンに対してプラスに大きく寄与し，マイナスに大

きいほど，マイナスに大きく寄与することを表す． 

本稿では，入力データの内，代表的な銘柄属性フ

ァクターの LRP 貢献度に対し，予測リターンが高い

銘柄と低い銘柄間での傾向等を確認することで，予

測リターンの根拠の分析を行った．また，2019 年 6

月末の予測日における深層学習の予測結果を対象と

し，予測リターンが高い銘柄を前述のロングポート

フォリオの銘柄，低い銘柄をショートポートフォリ

オの銘柄として分析を行った．さらに，市場情報に

ついて，ロングとショートのポートフォリオにおけ

る平均 LRP 貢献度を算出し，その時系列変化や，特

定の局面において，予測リターンに対して市場情報

がポジティブ（又はネガティブ）に影響した銘柄群

の特性について調べた． 

 

3.1 個別銘柄の予測に対する根拠の提示 

まず，個別銘柄ごとにどのファクターが予測に寄

与しているのかを確認した．表 2 は，ロングとショ

ートのポートフォリオからそれぞれ 5 銘柄ずつ選択

した計 10銘柄の予測リターンとファクター値及びL

RP 貢献度を示している．予想経常利益修正～予想売

上高成長率の表中数値は深層学習モデルに入力され

た各ファクター値，その色は LRP 貢献度を示す．L

RP 貢献度が 0 の場合に白色，プラスに大きいほど赤

色が濃く，マイナスに大きいほど青色が濃くなるよ

うに色を付与した． 

銘柄ごとの予測リターンに対するファクターの L

RP 貢献度を見ると，例えば<4502>の場合では，予想

経常利益修正や予想益利回り，時価総額，予想 ROE，

予想売上高成長率の色が濃く，リターン予測に大き

く寄与していたことが分かる．また，これらファク

ターについて，予想売上高成長率は赤色であるため

プラス方向，それ以外は青色であるためマイナス方

向の寄与であることが分かる．ファクター値と合わ

せて見ると，予測リターンに対して，売上の拡大（予

想売上高成長率のファクター値がプラス）に関して

プラス方向に評価（LRP 貢献度が赤色）されている

ものの，収益性の低下（予想 ROE，予想経常利益修

正のファクター値がマイナス）や割高（予想益利回
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表 2. 個別銘柄の予測リターンと各ファクター値及び LRP 貢献度 

 

りのファクター値がマイナス）によるマイナス評価

（LRP 貢献度が青色）の寄与がより大きかったため，

投資魅力度が低く判定されたと推察することができ

る．同様に解釈すると，<3765>は，ファクター値と

LRP 貢献度を合わせて見ると，予測リターンに対し

て，割高気味（自己資本株価比のファクター値がマ

イナス，12 ヶ月リターンがプラス）であることがマ

イナスに評価（LRP 貢献度が青色）されるものの，

収益性（予想 ROE のファクター値がプラス）や安全

性（自己資本比率のファクター値がプラス）につい

てはプラス評価（LRP 貢献度が赤色）を受け，さら

に直近の株価下落（1 ヶ月リターンのファクター値

がマイナス）に対するリバウンドが見込めるため投

資魅力度が高く判定されたと推察することができる． 

 

3.2 ファクター効果の分析 

次に，投資魅力度の高い（又は低い）銘柄群では，

どのファクターがその予測に寄与している傾向があ

るのかを確認するため，個別銘柄ごとに算出された

LRP 貢献度について，ロングとショートのポートフ

ォリオでの各ファクターの平均値を算出した．また，

ファクターごとのポートフォリオ間での LRP 貢献

度の平均に有意な差があるかの検定も行った．その

結果を図 1 に示す．ロングポートフォリオでは，1 ヶ

月リターン，予想 ROE，予想益利回り，自己資本比

率がプラス予測に寄与していた．ショートポートフ

ォリオでは，1 ヶ月リターン，自己資本比率，時価総

額がマイナス予測に寄与していた．これらは全て 1% 

（注）各ファクターにおける平均の差の検定において，*は 5%，

**は 1%有意水準を示す． 

図 1. ポートフォリオの平均 LRP 貢献度 

 

有意水準となった．また，1 ヶ月リターンのように，

ロング側でもショート側でも予測に対する寄与が大

きいファクターがある一方で，予想 ROE や時価総額

のように，ロング側かショート側かどちらか一方の

予測に対して寄与するファクターもあった．入力デ

ータの分布にもよるが，投資魅力度の高い（低い）

予測に対して，深層学習モデルがどのファクターに

注目しているかの傾向を知る手掛かりになるだろう． 

ポート

フォリ

オ 

銘柄 
予測リ

ターン 

数値：入力変数値 / 色：LRP 貢献度（高[赤]-0[白]-低[青]） 

予想経

常利益

修正 

自己資

本比率 

自己資

本株価

比 

予想益

利回り 

1 ヶ月 

リター

ン 

12 ヶ月

リター

ン 

36 ヶ月

リター

ン 

時価総

額 
予想 ROE 

予想売

上高成

長率 

シ 

ョ 

ー 

ト 

4502 -0.40 -3.14 -0.66 -0.33 -3.02 0.27 -0.03 -0.77 2.90 -2.52 3.74 

6326 -0.28 -0.02 -0.23 -0.65 -0.20 0.97 0.65 0.15 2.28 0.23 0.25 

2503 -0.27 -1.07 -0.54 -0.88 -0.99 -0.36 -0.08 0.22 2.25 -0.37 -0.09 

9202 -0.25 -0.10 -0.49 -0.30 0.26 -0.65 0.41 -0.04 1.92 0.08 0.01 

7974 -0.25 -0.06 1.54 -1.09 -0.82 -0.05 1.17 1.94 2.81 0.66 0.26 

ロ 

ン 

グ 

3769 0.15 -0.02 -1.42 -1.38 -1.43 -0.13 1.34 1.69 1.42 1.80 2.40 

4188 0.15 -2.32 -1.26 0.13 1.60 0.51 -0.10 0.76 1.86 0.44 -0.04 

4684 0.17 0.09 1.82 -1.20 -1.05 -1.49 2.27 1.37 1.91 0.83 0.41 

3765 0.18 1.01 1.22 -1.10 -0.29 -2.20 1.55 -0.38 1.00 2.18 -0.14 

6770 0.27 -0.44 0.14 -0.25 0.09 -0.22 -0.96 -0.68 1.21 -0.10 -0.27 
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図 2. ファクター値と LRP 貢献度の関係 

 

図 1 で，特に 1 ヶ月リターンや予想 ROE 等のファ

クターにおいてポートフォリオ間での平均 LRP 貢

献度の差が大きいことが分かった．しかし，この情

報だけでは，どのファクターが予測リターンに寄与

している傾向にあるかは分かるが，ファクターの値

の大小と予測リターンの関係性は確認することがで

きない．つまり，ファクターの値と LRP 貢献度の関

係性や，これらと予測リターンの関係性で表わされ

る個別銘柄レベルでの全体的な傾向を確認すること

ができない．そこで，銘柄のファクター値と LRP 貢

献度の散布図と各変数のロングとショートのポート

フォリオ別のヒストグラムを用いて確認した．例と

して，図 2 に 1 ヶ月リターンと予想 ROE での結果を

示す．1 ヶ月リターンではファクター値と LRP 貢献

度は全体として負の相関関係にあり，特にロングポ

ートフォリオの銘柄ではファクター値はマイナス，

LRP 貢献度はプラスに裾野が広がっていた．ショー

トポートフォリオの銘柄では逆にファクター値はプ

ラス，LRP 貢献度はマイナスに裾野が広がっている

傾向が見られた．一方，予想 ROE ではファクター値

がプラスの範囲ではファクター値と LRP 貢献度は

正の相関があるが，ファクター値がマイナスの範囲

では明確な相関は見られず，ロングポートフォリオ

の銘柄では LRP 貢献度の分布はプラス側に寄って

いるが，ショートポートフォリオの銘柄では LRP 貢

献度の分布は 0 付近に集中していた．1 ヶ月リター

ンにおいて，ファクター値と LRP 貢献度には負の相

関があることから，この深層学習モデルは，この月

の東証一部市場の全体の傾向として，短期リバーサ

ル効果が働くことを予想していると解釈することが

できるだろう．また，予想 ROE において，高収益性

で見たクオリティー効果が働くことを予想している

と解釈できるだろう．さらに，ロングやショートの

ポートフォリオの銘柄に対し，LRP 貢献度が 0 付近

のものについて，そのファクター以外のファクター

が予測リターンに寄与していると解釈できるだろう． 

興味深い点として，銘柄間でファクター値と LRP

貢献度に相関がある中でも，同じファクター値の水

準でありながら LRP 貢献度に正負が異なるような

ばらつきがある点や，ファクター値が正の範囲と負

の範囲でファクター値と LRP 貢献度の関係性が異

なる傾向が見えたことが挙げられる．これらは，深

層学習の予測に他のファクターとの関係性や非線形

性が考慮されていた結果であるかもしれない． 

 

3.3 市場情報を用いた分析 

本稿で分析対象とした深層学習モデルでは，銘柄

属性だけでなく，TOPIX や為替といった市場情報も

入力値に用いた．これらの情報の予測リターンへの

寄与を確認することで，深層学習モデルが市場情報

をどう取り入れて予測したかについて分析した． 

図 3 では，4 つの市場情報についてロングとショ

ートの各ポートフォリオでの LRP 貢献度の平均値

の差を時系列で確認した．市場情報は，クロスセク

ションでは銘柄間で同じ値の入力であるものの，時

期によってロングとショートのポートフォリオ間で

異なる傾向が見られた．例えば，TOPIX 変化率は 2

008 年 10 月や 2011 年 3 月，2012 年 2 月，2016 年 7

月，2019 年 10 月にロングとショートのポートフォ

リオ間で LRP 貢献度の平均の差が大きかった．その

他にも，日本国債金利 10 年は 2011 年 3 月，ドル/円

は，2013 年 12 月や，2014 年 8 月，2019 年 3 月で差

が大きかった．一方で，他の指標と比べ VIX では目

立った動きは見られなかった． 

次に，TOPIX 変化率において LRP 貢献度のポート

フォリオ間の差が大きかった 2008 年 10 月に注目し

た．2008 年 10 月は，2008 年 9 月に起きたリーマン

ショックによる金融危機の影響で TOPIX は大きく

下落した．深層学習によるリターン予測において，

この TOPIX の下落をポジティブやネガティブに捉

えられた銘柄群にそれぞれどのような特性があるか 
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図 3. ロングとショートポートフォリオ間での 

各市場情報の平均 LRP 貢献度の差 

図 4. 2008 年 10 月末における TOPIX 変化率の 

  LRP による分位の各平均ファクター値 

 

を確認した．図 4 では，2008 年 10 月末を予測日と

した際の TOPIX 変化率の LRP 貢献度で 10 分位し，

最も高分位と低分位の銘柄をそれぞれ高 LRP，低 L

RP ポートフォリオとし，代表的な 10 個の銘柄属性

についてファクター値の平均を示した．その結果，

TOPIXの下落に対し深層学習の予測がポジティブな

影響を受けている銘柄の属性は，相対的に自己資本

株価比や予想益利回りが高く，1 ヶ月リターン，12

ヶ月リターン，36 ヶ月リターン，時価総額が低かっ

た．反対にネガティブな影響を受けている銘柄の属

性は，相対的に自己資本株価比や予想益利回りが低

く，1 ヶ月リターン，12 ヶ月リターン，36 ヶ月リタ

ーン，時価総額が高いという結果であった．この結

果から，深層学習モデルは TOPIX の下落が予測リタ

ーンに対してポジティブかネガティブか銘柄属性に

よって異なるよう学習していると解釈できるだろう． 

 

4 まとめ 

本稿では，LRP を用いて深層学習による個別銘柄

の予測リターンに対する根拠の分析を行った． 

表 2 では，銘柄ごとにどのようなファクターが予

測に寄与しているかの確認を行った．例えば，<450

2>は収益性の低下や割高であることが要因として投

資魅力度が低く判定され，<3765>は収益性や安全性

が高いことや，直近株価の下落に対するリバウンド

を見込んで投資魅力度が高く判定されたという解釈

を得ることができた． 

また，図 1 や図 2 から，投資魅力度の高い（又は

低い）銘柄群で予測リターンに対し，どのようなフ

ァクターの寄与が大きい傾向にあるか，市場全体で

の予測リターンに対するファクター効果として，

個々の銘柄の予測におけるファクター値と LRP 貢

献度の関係について分析した．具体的には，対象と

した 2019 年 6 月末を予測日として構築した深層学

習モデルが，東証一部の銘柄に対し，1 ヶ月リターン

について短期のリバーサル効果を予測していること

や，予想 ROE では，高収益性で見たクオリティー効

果を予測しているとの解釈結果を得ることができた． 

 図 3 では，入力値に用いた市場情報の内 4 つにつ

いて，時系列でロングとショートのポートフォリオ

間の平均 LRP 貢献度の差を分析した．市場情報は，

個別銘柄間では，入力値としては同じ値だが，出力

の予測リターンに対して異なった寄与を持つことが

確認できた．また，2008 年 10 月の金融危機による

下落局面において，TOPIX の下落情報をポジティブ

（又はネガティブ）に捉える銘柄の属性について図

4 で確認を行った． 

 

5 おわりに 

本稿では，LRP を用いて個別株式のリターン予測

をタスクとした深層学習モデルに対して，ファクタ

ーごとの予測リターンに対する貢献度を算出し，そ

の予測根拠の分析を行った．その結果，LRP 貢献度

を測る事で深層学習モデルが各銘柄の予測において，

どのファクターに着目してリターンの予測を行って

いるか，ファクターごとに全体的な傾向として予測

リターンにどのように影響しているかを確認するこ

とができた．本稿で用いた手法により，ファクター

とリターンの線形的な関係だけでなく，深層学習の

特徴である他の変数との関係や非線形性を考慮した

ファクターの効果を確認することができた． 
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また，実際に予測根拠を解釈する場合，図 1 で概

観を確認し，図 2 で注目すべきファクターの貢献度

との関係性を調べ，最終的には表 2 の個別銘柄での

貢献度を確認する等の手順で，ブラックボックスで

あった予測に対する根拠の手がかりが示せるだろう． 

さらに，図 3，図 4 のように銘柄の固有属性であ

るファクターの他，クロスセクションで銘柄間共通

の値となる市場情報についても寄与度分析を行うこ

とで，市場環境に応じてどのような情報が予測に用

いられるか確認することが可能となる．このように，

銘柄ごとの市場環境の影響を分析することで，モデ

ルのより詳細な解釈に繋がるだろう． 
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Appendix 

表 3. 個別銘柄の属性値 

入力変数名 

実績売上高 

成長率 
実績配当利回り 

予想 EBITDA/EV 

比率 
6 ヶ月リターン 実績益利回り 

予想売上高 

成長率 
予想配当利回り 時価総額 12 ヶ月リターン 予想益利回り 

実績経常利益 

成長率 
自己資本株価比 自己資本 36 ヶ月リターン 

売上高営業 

利益率 

予想経常利益 

成長率 

予想益利回り 

変化幅 
売上高 β値 自己資本比率 

実績純利益 

成長率 

時系列基準化 

益利回り 
出来高回転率 倒産確率 負債比率 

予想純利益 

成長率 

予想キャッシュフロー

株価比 
1 ヶ月リターン 

予想経常利益 

修正 
純債務比率 

予想 ROE 
予想売上高 

株価比 
3 ヶ月リターン   

 

表 4. マーケット指数等 

 生値 
1 ヶ月 

変化率 

1 ヶ月 

差 

  
生値 

1 ヶ月 

変化率 

1 ヶ月 

差 

TOPIX ○ ○ -  日本国債金利 30 年 ○ - ○ 

日経平均 ○ ○ -  米国債金利 2 年 ○ - ○ 

NY ダウ ○ ○ -  米国債金利 5 年 ○ - ○ 

S&P500 ○ ○ -  米国債金利 10 年 ○ - ○ 

DAX ○ ○ -  米国債金利 30 年 ○ - ○ 

FTSE ○ ○ -  独国債金利 10 年 ○ - ○ 

ドル/円 ○ ○ -  英国債金利 10 年 ○ - ○ 

ユーロ/円 ○ ○ -  日経平均 VI ○ ○ - 

日本国債金利 2年 ○ - ○  VIX ○ ○ - 

日本国債金利 5年 ○ - ○  CRB指数 ○ ○ - 

日本国債金利 10 年 ○ - ○  WTI原油先物 ○ ○ - 

日本国債金利 20 年 ○ - ○  金先物 ○ ○ - 

（注）表中○のものを入力変数として用いる． 

 

表 5. 深層学習のハイパーパラメータ 

ハイパーパラメータ 値 

入力層 ユニット数 126 

隠れ層 1 

ユニット数 64 

活性化関数 tanh 

ドロップアウト 0.4 

隠れ層 2 

ユニット数 64 

活性化関数 tanh 

ドロップアウト 0.4 

隠れ層 3 

ユニット数 32 

活性化関数 tanh 

ドロップアウト 0.4 

出力層 
ユニット数 1 

活性化関数 linear 

損失関数 二乗誤差 

最適化アルゴリズム Adam 

ミニバッチサイズ / エポック数 300 / 20 
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変分自己符号化器を用いたネットワーク埋め込みと金融ネット
ワークへの応用

Network Embedding using Variational Autoencoder and its

Application to Financial Networks

川上 雄大 1∗ 江口 浩二 2†

Yuta Kawakami1 Koji Eguchi2

1 神戸大学 大学院 システム情報学研究科
1 Graduate School of System Informatics, Kobe University

2 広島大学 情報科学部
2 School of Informatics and Data Science, Hiroshima University

Abstract: In this paper, we present low-dimensional embedding methods for interbank trans-

action networks. To address one important problem: how to obtain latent representations that

well capture the structual properties of a given directed network, we propose a new network em-

bedding model, Co-Variational Autoencoder (Co-VAE). Co-VAE simultaneously learns network

embedding focusing on the links going into each node and that focusing on the links coming out

of each node, attempting to reproduce the original adjacency matrix. Thereby, we can learn the

Co-VAE network embedding model, simultaneously capturing both the latent representations of

lender patterns and those borrower patterns. Using both latent representations, we can predict

interest rates of interbank transactions.

1 はじめに

現実世界には, 様々な関係データが数多く存在してお
り, これらはノード (頂点)とリンク (辺)で構成される
ネットワーク構造で表現することができる. このよう
なネットワークから, 構造的特徴をよく表した潜在表現
を獲得することがネットワーク分析の課題の一つとし
てあげられる.

本稿では, 自己符号化器 (Autoencoder: AE) [1]の一
種である変分自己符号化器 (Variational Autoencoder:

VAE) [2]に着目したネットワーク分析を試みる. 自己
符号化器は, 出力が入力と等しくなるように, 符号化器
と復号化器の学習を行うモデルであり, 入力データの次
元数を圧縮した潜在表現を獲得することができる. こ
の潜在表現は, データの余分な情報やノイズを取り除
き, 重要な情報を残した高密度な表現であるといえる.

本稿では, データの特徴をより良く表現する潜在表現を
獲得することを目的としており, これが実現できれば,

∗連絡先： 神戸大学 大学院 システム情報学研究科
　　　　　　 〒 657-8501 兵庫県神戸市灘区六甲台町 1-1
　　　　　　 E-mail: yuta@cs25.scitec.kobe-u.ac.jp

†連絡先： 広島大学 情報科学部
　　　　　　 〒 739-8511 東広島市鏡山 1-3-2
　　　　　　 E-mail: eguchi@acm.org

ノード間のリンクの有無の予測やその属性値の予測な
どのタスクで精度の向上が見込める.

本稿では, 金融ネットワークとりわけ銀行間取引ネ
ットワークに着目し, それに適したデータ変換として
softsign 関数を用いたデータ正規化手法や, 変分自己
符号化器に基づく共変分自己符号化器 (Co-Variational

Autoencoder: Co-VAE)ネットワーク埋め込みモデル
を提案する. 提案モデルの性能評価は, ハイパーパラ
メータの探索の後, データの再構築と欠損したリンク属
性の予測という観点から行う. また, Co-VAEを用いた
銀行間取引における銀行間の金利予測に関する実験も
行う.

2 関連研究

この節では, 提案モデルである Co-VAEに関連する
自己符号化器 [1]と変分自己符号化器 [2]やネットワー
ク埋め込みに関して説明する.

2.1 自己符号化器

自己符号化器 (Autoencoder: AE) [1]は教師なし学習
の一種であり, ニューラルネットワークを使用したデー
タの次元削減を行い,潜在表現 (Latent representations)
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を獲得するモデルである. 自己符号化器の一番簡単なモ
デルは, 入力層, 潜在層, 出力層の 3層から構成される.

このモデルの目標出力は入力自身であり,入力をXと
すると次のように表すことができる. 潜在層Zは, Z =

fθ(X) = ϕ(WX + b), 出力層 X ′ は, X ′ = f ′θ′(Z) =

ϕ′(W ′Z + b′)となる. ここで, W , W ′ は重みパラメー
タ, b, b′はバイアスパラメータであり, θ = (W, b), θ′ =

(W ′, b′)とする. また, 関数 ϕ, ϕ′ は活性化関数であり,

シグモイド関数やランプ関数 (Rectified Linear Unit:

ReLU)などが用いられる. 入力層の表現から潜在層の
表現を得ることを符号化 (encode), 潜在層の表現から
出力層の表現を得ることを復号化 (decode)と呼ぶ.

モデルパラメータ θ, θ′ の学習は, 勾配降下法などを
用いて損失関数 Lを最小化することで行われる. ここ
で, 損失関数 L(X,X ′)は入力層の表現 X と出力層の
表現X ′の誤差で定義され, しばしば二乗誤差や交差エ
ントロピーなどが用いられる.

2.2 変分自己符号化器

変分自己符号化器（Variational Autoencoder: VAE）
[2]は, 自己符号化器の一種であり, 深層生成モデルで
ある. 自己符号化器と異なる点として, 潜在変数 zに確
率分布を仮定していることがあげられる. 変分自己符
号化器の目的はデータを生成する真の分布 pθ∗(x)を求
めることであるが, その過程で入力データの潜在表現を
獲得するパラメータを学習することができる.

独立同分布なN 個のサンプルからなるデータセット
X = {x(i)}Ni=1 を考える. このデータが, 観測されな
い潜在変数 zを含む確率過程によって生成されるとす
ると, ある値 z(i)がある事前分布 pθ∗(z)によって生成
され, あるデータ x(i)がある条件付き分布 pθ∗(x|z)に
よって生成されると考えることができる. ここで θ∗は
真のパラメータである. しかし, 潜在変数 z(i) と θ∗ は
既知ではない. そこで, 複雑な真の事後分布 pθ(z|x)を
近似した符号化器 qϕ(z|x)を導入し, 復号化器 pθ(x|z)
とともにパラメータの学習を行う.

変分自己符号化器の学習は, 生成器 pθ(x)の対数尤
度の最大化で行われる. しかし, 一般的に pθ(x)を直
接計算することはできないため, 変分下限 (variational

bound)の最大化を行う. 周辺尤度は log pθ(X) =∑N
i=1 log pθ(x

(i))であり, 個々のデータ点 iでの周辺尤
度は次のようになる.

log pθ(x
(i)) = DKL(qϕ(z|x(i))||pθ(z|x(i))) + L(θ,ϕ;x(i)).

右辺の第一項は真の事後分布とその近似との KLダイ
バージェンス2である. KLダイバージェンスとは, カ
ルバック・ライブラー情報量とも呼ばれ, 2つの確率分

2P と Q を連続確率分布とするとき, DKL(P ||Q) =∫
P (x) log

P (x)
Q(x)

dx と定義される.

布の差異を測る尺度であり, 非負となる. また, 第二項
は, データ点 iの周辺尤度の変分下限と呼ばれ, 次のよ
うに表される.

log pθ(x
(i)) ≥ L(θ,ϕ;x(i))

= Eqϕ(z|x(i))[− log qϕ(z|x(i)) + log pθ(x
(i),z)].

この最右辺を変形すると式 (1)のようになり, これの
最大化を行うことで個々のデータ点での周辺尤度が最
大となり, 結果として, 周辺尤度 log pθ(X)が最大化さ
れる.

L(θ,ϕ;x(i)) = −DKL(qϕ(z|x(i))||pθ(z))
+Eqϕ(z|x(i))[log pθ(x

(i)|z)]. (1)

第一項に関して計算を行うために, pθ(z)に正規分布
N (z;0, I), qϕ(z|x(i))にN (z;µ,σ2)を仮定する. また,

損失関数を微分可能とするために, reparametrization

trick [2]を用いて, z(i,l) = µ(i) +σ(i)⊙ ϵ(l)とする. た
だし, ⊙はアダマール積すなわちベクトル要素ごとの
積を意味し, ϵ(l) は ϵ(l) ∼ N (0, I)からの l回目のサン
プリングによって得ることを表す. 平均 µ(i) と標準偏
差 σ(i) は符号化器によって得られる. したがって, 第
一項は次のようになる.

−DKL(qϕ(z|x(i))||pθ(z)) =

1

2

J∑
j=1

(1 + log((σ
(i)
j )2)− (µ

(i)
j )2 − (σ

(i)
j )2). (2)

式 (1) の第二項は, あるデータ xi が与えられたとき,

qϕ(z|x(i))から zをサンプリングし, その後, pθ(x
(i)|z)

からサンプリングして得られた x(i) が, 入力として与
えた x(i) である度合いを表している. すなわち, どれ
だけうまく再構築できたかを示しており, 再構築誤差と
も呼ばれる. pθ(x

(i)|z)からサンプリングして得られた
x(i) を x′(i) と表記したとき, 再構築誤差に二乗誤差を
用いると誤差の最小化, すなわち, −||x(i) − x′(i)||2F の
最大化と考えることもできる. 以上をまとめると式 (3)

のようになる.

L(θ,ϕ;x(i)) =
1

2

J∑
j=1

(1 + log((σ
(i)
j )2)− (µ

(i)
j )2 − (σ

(i)
j )2)

−||x(i) − x′(i)||2F . (3)

ここで, J は潜在表現の次元数, || · ||F はフロベニウ
スノルムである. なお, 行列 A の i 行 j 列の要素を
aij と表記すると Aのフロベニウスノルムは ||A||F =√∑

i

∑
j a

2
ij と定義される.

2.3 ネットワーク埋め込み

ネットワーク埋め込み (グラフ埋め込み)は, ネット
ワークデータのノードやリンクなどに関して分析する
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ことで何らかの洞察を得ることを目的とする. 一般的
に, ネットワーク埋め込みはネットワーク構造の低次元
空間への写像と捉えることができ, その写像によって保
存されるネットワーク構造はネットワーク埋め込み手
法に依存する. ネットワーク埋め込みには様々な手法
が存在しており, Goyalらは文献 [3]で因子分解ベース
の手法, ランダムウォークベースの手法, 深層学習ベー
スの手法とその他に分類している. また, それらの手
法に関して一般的なデータセットを用いた性能比較を
行っている.

ネットワークの埋め込み手法で考慮すべき重要な観
点として, ネットワーク構造の保存があげられる. その
中でも, 1次近接性と 2次近接性といったノード間の類
似性の尺度を表す近接性という概念がある. 1次近接性
とは, ノード viとノード vj 間の隣接性またはリンクの
重みに着目するものであり, 局所的な構造を表す. 2次
近接性とは, ノード viとノード vj の近傍構造の類似性
に着目するものであり, より大域的な構造を表す. 2次
近接性の構造を保存することで近傍構造の類似性から
リンクの欠損を捉えやすくなると考えられる. そのた
め, リンク予測などのタスクでは 2次近接性を保持し
た埋め込みを行うことがより重要となる.

本稿で提案する Co-VAEによるネットワーク埋め込
みは, 2次近接性を保持する埋め込み手法に位置づけら
れる.

3 提案手法

ネットワークは, リンクの向きの有無により, 無向グ
ラフと有向グラフに分類することができ, 本稿の実験で
対象とする銀行間取引データは重み付き有向グラフで
表現することができる. この有向グラフからは, 各ノー
ドに入ってくるリンク (インリンク)に着目するか, 各
ノードから出ていくリンク (アウトリンク)に着目する
かで 2通りの隣接行列を得ることができる. 本稿で提
案するのは, このリンクの向きを考慮した上で, それぞ
れの潜在表現を同時に学習するモデルであり, 共変分
自己符号化器 (Co-Variational Autoencoder: Co-VAE)

と名付ける. この節では, 無向グラフにおける VAEに
基づくネットワーク埋め込みモデルに関する説明の後,

提案モデルである Co-VAEの概要を示し, 有向グラフ
における VAEや Co-VAEに基づくネットワーク埋め
込みモデルに関して述べる.

3.1 無向グラフにおけるVAEに基づくネッ
トワーク埋め込み

ノード数がNである重み付き無向グラフのネットワー
クを考える. このネットワークのノード間の隣接関係,

すなわちリンクの有無とリンクの重みは隣接行列で表

現することができ, これは対称行列となる. あるノード
viの隣接表現を表すベクトル si = [si,0, si,1, . . . , si,n−1]

が入力データとなる. ただし, ノード viとノード vj が
隣接しない場合は, 対応する成分が零となり, 隣接する
場合は, vi と vj の間のリンクの重みをとる. この隣接
表現を入力とするモデルの学習により, 非線形な写像に
よる再構築を行う.

本稿での基礎技術となる変分自己符号化器のモデル
の構造を図 1に示す. 符号化器 (encoder)は, 入力層と
2層の中間層, そして, 2層目の中間層の出力と正規分
布N(0, 1)から ϵをサンプリングすることで得られる潜
在表現を出力とする層から構成される. また, 復号化器
(decoder)は, 潜在表現を入力とする層と 2層の中間層,

再構築された表現を出力とする出力層から構成される.

このモデルのパラメータ学習は, 式 (3)に基づいた
損失関数 (式 (4))を最小化することで得られる. パラ
メータの最適化手法には Adam [4]などを用いる.

loss =
1

N

N∑
i=1

{
pα ·

(
−1

2

)
·

J∑
j=1

(
1 + log

(
(σ

(i)
j )2

)
− (µ

(i)
j )2

−(σ
(i)
j )2

)
+ (1− pα) · ||pβ(x(i) − x′(i))||2F

}
. (4)

第一項は, ネットワーク埋め込みで得られる潜在表現
が正規分布とどれだけ近いかを表しており, 第二項は,

入力と出力の二乗誤差を表す. ここで, N はデータ数,

J は潜在表現 z の次元数, pα は第一項と第二項を調整
するハイパーパラメータであり, x′

(i)は学習する VAE

に x(i) を入力したときの出力である. また, pβ は零要
素と比較して非零要素の誤差をどれだけ重要視するか
の程度を表すパラメータである.

図 1. VAEのモデル構造図.

3.2 有向グラフにおけるVAEに基づくネッ
トワーク埋め込み

次に,ノード数がNである重み付き有向グラフのネッ
トワークを考える. このネットワークでは, 各ノードに
入ってくるリンク (インリンク)に着目するか, 各ノー
ドから出ていくリンク (アウトリンク)に着目するかで
2通りのN ×N の隣接行列を得ることができる. ただ
し, 有向グラフの隣接行列は一般に非対称行列となる
ことに注意が必要である. すなわち, インリンクに着目
した隣接行列を S とすると, アウトリンクに着目した
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隣接行列は S の転置行列である ST で表され, 一般に
S ̸= ST となる. このうち, どちらをモデルの入力デー
タとするか, すなわち, どちらの行列における行ベクト
ルに着目し, モデルを用いた次元削減を行うかによっ
て, 得られる潜在表現と解釈が異なってくる1. このこ
とから, 本稿では変分自己符号化器 (VAE)ネットワー
ク埋め込みモデルとそれを拡張した共変分自己符号化
器 (Co-VAE)ネットワーク埋め込みモデルを提案する.

VAEネットワーク埋め込みモデルはインリンクに着目
した潜在表現を獲得するモデル, もしくはアウトリンク
に着目した潜在表現を獲得するモデルであり, モデル
の構造としては, 無向グラフと同様に図 1で表される.

Co-VAEネットワーク埋め込みモデルはインリンクに
着目した潜在表現を獲得する符号化器とアウトリンク
に着目した潜在表現を獲得する符号化器を同時に学習
し, 両者の潜在表現から復号化を行うモデルである. こ
のモデルの構造は, 図 2で表される. VAEネットワー
ク埋め込みモデルと Co-VAEネットワーク埋め込みモ
デルは, ともに式 (4)を最小化することでパラメータを
学習する.

3.3 時系列を考慮した学習

ネットワークが時系列的に変化するとき, その変化を
捉えつつネットワーク埋め込みを行うことが重要とな
る. そこで, 前述のVAEと Co-VAEに基づいたネット
ワーク埋め込みモデルにおける時系列を考慮した学習
として次の 3種類を提案する.

1つ目が, モデルパラメータ継承法である. これは,

ある時刻 tで学習したモデルの重みパラメータのすべ
てを時刻 t + 1のモデルの重みパラメータの初期値と
して継承し, 学習を行う方法である. すなわち, ネット
ワークの時系列的な変化の大きさに応じてパラメータ
更新を行う手法であると解釈できる. ある時刻 tと時
刻 t+1でネットワークに変化がないときは時刻 tの重
みパラメータを維持し, ネットワークの変化が大きいと
きは時刻 tの重みパラメータの影響を小さくしつつ, 時
刻 t+1のデータから得られる特性を強く反映するパラ
メータ更新を行う. この手法では, 損失関数に変更はな
く, 式 (4)の最小化によりパラメータを学習する.

2つ目が, 深層部パラメータ制約法である. これは,

前節までで述べたVAEネットワーク埋め込みモデルお
よび Co-VAEネットワーク埋め込みモデルの符号化器
の 2つ目の中間層から µ, σの層へと順方向に伝播する
ことを表す重みパラメータを前の時刻のパラメータと
近くなるように制約を課して学習を行う方法である. µ

と σ につながる重みパラメータは, モデルの構造上一
番次元数が削減されている部分であるため, 深層部パラ
メータ制約法と呼ぶことにする. この手法では, 式 (4)

1無向グラフでは隣接行列は対称行列となるため, S = ST とな
り, どちらの行列からでも得られる潜在表現と解釈は同じである.

に, 該当する重みパラメータの誤差項を追加した式 (5)

を最小化することでパラメータを学習する.

loss =
1

N

N∑
i=1

{
pα

(
−
1

2

) J∑
j=1

(
1 + log

(
(σ

(i)
j )2

)
− (µ

(i)
j )2 − (σ

(i)
j )2

)
+(1− pα)||pβ(x(i) − x′(i))||2F + pγ ||Wdt −Wdt−1

||2F
}
. (5)

ここで, pγ はその影響力を調整するハイパーパラメー
タであり, Wdt

とWdt−1
は学習中の t時刻のモデルと,

前時刻の t−1の学習済みモデルの該当箇所の重みパラ
メータである.

3つ目は, モデルパラメータ制約法と深層部パラメー
タ制約法を組み合わせる方法である.

4 実験データ

実験に用いたデータは欧州債務危機と呼ばれる時期を
含む, 2009年 7月 1日から 2012年 12月 31日における
イタリアの銀行を主とした, 欧州の銀行間取引のデータ
である (https://www.e-mid.it/en/). このデータは, 取
引の契約日,取引を持ちかけられた側の銀行（Quoter）,
取引を持ちかけた側の銀行（Agressor）, 取引金額, 取
引の金利, 取引の状態などの要素から構成されている.

この期間の内, 取引に関わった銀行は 153行, 取引件数
は 162,075件であった. 取引金額は百万ユーロ単位で
示されており, 取引の状態は”Sell”と”Buy”の 2種類が
ある.

取引状態”Sell”とは, Agressorが Quoterに”Sell”と
いう取引を持ちかけたものである. すなわち, 取引状
態”Sell”では, Agressorから Quoterに取引金額分の金
額が動く. 取引状態”Buy”とは, Agressor が Quoter

に”Buy”という取引を持ちかけたものである. すなわ
ち, 取引状態”Buy”では, Quoterから Agressorに取引
金額分の金額が動く. この 2種類の取引状態をもとに,

一定期間で集計することで重み付き有向グラフを作成
することができる. 本稿では, 月単位で集計した重み付
き有向グラフを表す, 42ヶ月分の隣接行列 (153 × 153)

を時系列性のあるデータセットとして実験を行う. 以
下, 時刻 tの隣接行列を Stと表記し, i行 j 列の要素を
Stij とする. ただし, t ∈ {1, . . . , 42}である. この隣接
行列の要素 Stij は, 銀行 iから銀行 j に Stij 分の金額
が動いたことを表している. すなわち, この隣接行列の
行ベクトルは銀行 iが他の銀行にお金を貸したという
関係 (アウトリンク)に着目した表現である. また, こ
の隣接行列を転置することで得られる ST

t は行ベクト
ルが他の銀行からお金を借りたという関係 (インリン
ク)に着目した表現である. この節以降, それぞれの表
現を貸し手側, 借り手側と呼ぶ.

データ Stは, 23409(= 153× 153)の要素で構成され
ている. このデータセットは非常にスパースであり, 要
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図 2. Co-VAEのモデル構造図.

素の値の度数分布をヒストグラムで表すと 0に偏った
分布となる. また, 非零要素の平均値はおよそ 95.7, 中
央値は 25.0となる. 銀行間の取引時に決定される金利
についても同様に隣接行列が作成できる. ただし, この
隣接行列の要素の値は, 総和ではなく期間内にノード間
で行われた取引での金利の平均値とする. なお, この隣
接行列は Rt で表す.

4.1 データセットの前処理

ニューラルネットワークを用いた機械学習を行う際
には, 適切に正規化などのデータ変換を学習前に行う
ことがしばしば求められる. 代表的なデータ変換手法
として, min-max正規化などがあげられる. min-max

正規化とは, 与えられたデータX の最小値と最大値を
用いて, 最小値を 0, 最大値を 1に線形変換するような
データ変換である. これは, x̃i =

xi−xmin

xmax−xmin
により得

られる. ここで, xmin と xmax はデータX の最小値と
最大値である.

min-max正規化には外れ値の影響をうけやすいこと
や, 最小値や最大値が既知であることを前提としてい
るなどの問題点が存在していた. そこで, 本稿では, 実
データの分布を意識した非線形なデータ変換として,

softsign関数を用いた正規化を提案する. softsignは文
献 [5]で, 活性化関数として扱われており, tanhと同程
度の性能を示すと述べられている. なお, 文献 [5]では
softsign関数を活性化関数として用いたのに対し, 本稿
ではデータ変換として用いる.

softsign正規化 softsign関数は softsign(xi) =
xi

1+|xi|
で表される. この関数の特徴として, softsign(x) ∈

(−1, 1) や xi = 1 で x̃i = 0.5 となることなどがあげ
られる. この特徴を活かしつつ, 定数 1をパラメータ α

で置き換えることで変換後の分布を制御することが可
能となる. これを式で表すと softsignα(xi) =

xi

α+|xi| と
なり, これを用いた正規化手法を softsignα正規化とす
る. 様々なパラメータ αにおける softsignαの関数の形
状を図 3に示す. この正規化手法の特徴としては, 最大
値と最小値が既知でなくてよいことや, 非線形な変換で
あるがデータの大小関係は保持されること, 分布の偏り
をパラメータ αによって制御できることなどがあげら
れる.

図 3. softsign関数の波形 (α = 1, 25).

実際に, min-max正規化と softsignα正規化を適用し
たデータセット全体での要素の値の度数分布をヒスト
グラムで表して, 図 4 に示す. ただし, 縦軸は対数ス
ケールとしており, ビンの数は 50である. min-max正
規化による変換では, ヒストグラムの概形はデータ変
換前の概形と変わらず, 0に偏った分布となる. また,

softsign1 正規化は, 非零要素と零要素を分割した概形
となる. softsign25 正規化は, データセットの非零要素
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の中央値である 25.0で 0.5を取るようになっており, 非
零要素の数がグラフにおいて左右に概ね均等に分割さ
れる.

図 4. データ変換後のヒストグラム. (左)min-max.
(右)softsign 25.

4.2 データセットの分割

6節で述べる実験は検証実験とテスト実験からなり,

検証実験でハイパーパラメータの探索を行い, そこで決
定されたハイパーパラメータを用いてテスト実験を行う.

そのため, データセットを時系列性を考慮した上で検証
実験用データセットとテスト実験用データセットに分割
する. 検証実験に用いる学習データを, St(1 ≤ t ≤ 36)

とし, 検証データとしては St+1を用いる. すなわち, 学
習済みモデルに検証データを入力し, 出力をもとに評
価値を算出する. また, テスト実験に用いる学習データ
を, St(37 ≤ t ≤ 41)とし, テストデータとして St+1 を
用いる. すなわち, 学習済みモデルにテストデータを入
力し, 出力をもとに評価値を算出する. 次の節で述べる
リンク予測評価は, 実際に取引が行われている非零の
リンクのうち, 15%のリンクをランダムに隠したデータ
を用いて評価値を算出する. この 15%を隠したデータ
セットは, St 毎に 10通り用意している.

5 評価方法

この節では, 提案モデルの評価方法である再構築評価
とリンク予測評価や各評価指標について説明をする.

再構築評価 本稿では再構築評価として, 入力データ2

から符号化・復号化を経て入力データを再現した出力
がどれだけランキングを保持しているか, すなわちデー
タ値の大きさに基づく順序関係を保持して再現されて
いるかを測る. ランキングの一貫性を評価するために,

後述のケンドール順位相関係数を用いる. 変分自己符
号化器の特徴として, 同一の入力データであっても, 符
号化器の出力を計算する際に, 正規分布N (0, 1)から ϵ

のサンプリングを行っているため, 若干のズレが生じ
る. そのため, 入力データと出力データの相関を複数回
測り, その平均値をもって再構築の評価に用いる.

リンク予測評価 リンク予測評価とは, 一般的に学習
データに存在しなかったリンクの有無を予測するもの
であるが, 本稿では, 学習データに存在しなかったリン

2本稿における実験では, 4 節で定義した隣接行列 S, またはそれ
に対して 4 節に示した正規化を施した行列を指す.

クの重みを予測することを指す. そのため, 4.2節でも
述べたように, 予め観測されているデータの一部を隠す
ことで未観測のリンクを作成し, その欠損データ (欠損
値を含むデータ)を学習済みのモデルに入力する. これ
により, 欠損データの補完がどれだけランキングを保持
して行えているかを測る. 再構築評価と同様に, ランキ
ングの保持の評価には後述のケンドールの順位相関係
数を用いる. 未観測のリンクとして予め隠すリンクの
重要度により, 補完の精度に影響を及ぼすことが考えら
れる. したがって, 予め用意した共通の欠損データを用
いて, モデルの評価毎に欠損部の差異がないようにす
る. また, 欠損部により精度が変わることが考えられる
ため, 複数の欠損データで評価を行い, その平均をもっ
てリンク予測評価の評価値とする.

ケンドール順位相関係数 ケンドール順位相関係数 τ

(Kendall’s tau)は 2つのランキングデータの相関性を
測るノンパラメトリックな評価尺度である. これは, τ

で表記され, −1から 1までの範囲の値を取る. |τ |が大
きいほど強い相関があることを示す.

平均二乗誤差 平均二乗誤差 (Mean Squared Error:

MSE)は, 真値と予測値の誤差を測る尺度である. デー
タ数がN , 真値が yi ∈ Y , 予測値が ŷi ∈ Ŷ であるとき,

MSE(Y, Ŷ ) = 1
N

∑N−1
i=0 (yi − ŷi)2 と定義される.

平均絶対パーセント誤差 平均絶対パーセント誤差 (Mean

Absolute Percentage Error: MAPE)は真値に対する
予測値の誤差をパーセンテージで表すものである. デー
タ数がN , 真値が yi ∈ Y , 予測値が ŷi ∈ Ŷ であるとき,

MAPE(Y, Ŷ ) = 100
N

∑N−1
i=0

∣∣∣yi−ŷi

yi

∣∣∣と定義される.

6 実験

本節では, 提案モデルの性能を確認するための実験を
行う. また, 4節で述べたように, 銀行間の取引ネット
ワークのデータは, 貸し手側に着目した隣接行列と借
り手側に着目した隣接行列を獲得することができ, 貸
し手側の隣接行列の行ベクトルは融資状況の表現,借り
手側の隣接行列の行ベクトルは借金状況の表現といえ
る. したがって, 融資状況の表現から VAEネットワー
ク埋め込みモデルを用いて融資パターンの潜在表現を
獲得することを貸し手着目モデル, 借金状況の表現か
ら VAE ネットワーク埋め込みモデルを用いて借金パ
ターンの潜在表現を獲得することを借り手着目モデル,

Co-VAEネットワーク埋め込みモデルで融資パターン
と借金パターンの両者の潜在表現を同時に獲得するこ
とを貸し手借り手同時着目モデルと呼ぶこととする.

本実験では, 正規化手法や出力層の活性化関数, 時系
列考慮手法などの組み合わせをいくつか用いた. よっ
て, 表 1のように正規化手法や出力層の活性化関数の
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組み合わせをConfig IDで略記する. また, 時系列考慮
手法として, モデルパラメータ継承法, 深層部パラメー
タ制約法, 両者の組み合わせの 3種類で実験を行うが,

それぞれ, Config IDの後部に v1, v2, v3を加えるこ
とで表記する.

表 1: 各 Config IDが示す正規化手法と出力層の活性
化関数の組み合わせ.

Config IDs 正規化手法 出力層の活性化関数
Config 01 min-max linear

Config 02 softsign1 linear

Config 03 softsign1 sigmoid

Config 04 softsign25 sigmoid

Config 05 softsign25 relu

各 Config ID で, 貸し手着目モデル, 借り手着目モ
デル, 貸し手借り手同時着目モデルで重みパラメータ
の学習を行う. このとき, 各 Config IDに対する着目
モデルごとに, 損失関数である式 (4)や式 (5)のハイ
パーパラメータの格子探索を行う. 格子探索の範囲は,

pα = [0.9, 0.99, 0.999], pβ = [1, 10, 20, 40, 80], pγ =

[1, 10, 100, 1000, 10000]とする. また, 貸し手着目モデ
ルと借り手同時着目モデルの各層の次元数は図 1を参
考にすると, Layer番号順に (153, 100, 50, 10, 10, 10,

50, 100, 153)であり, 貸し手借り手着目モデルの各層
の次元数は図 2を参考にすると, Layer番号順に, (153,

100, 50, 10, 10, 10, 153, 100, 50, 10, 10, 10, 100, 200,

306)である. パラメータ更新は Adamを用いており,

学習率は 0.001, エポック数は 1000とし, 出力層以外の
活性化関数には reluを用いている. これらを通して, 各
Config IDの着目モデルごとに最適パラメータを検証
データを用いて決定し, テストデータを用いて性能を比
較する.

まずはじめに, 表 1の各設定で着目モデルごとに学
習を行い, 再構築評価とリンク予測評価の 2つの観点
から比較する. ここでは, 貸し手借り手同時着目モデル
の結果のみを表 2と表 3に示すが, 他の 2つでも同様
の傾向となった. 結果として, min-max正規化よりも
softsign正規化がデータ変換として有効であることが示
せた. また, 両評価タスクで Config 05が良好な評価値
を示すことが確認できた. さらに, 評価タスクによって
最適なハイパーパラメータが異なることも確認できた.

再構築評価では, データセット全体のランキングの相
関を測っているため, 零や非零を区別しつつ再構築を
行っていることが求められる. その結果, 誤差項を重要
視する pαがより大きな値をとるようになったと考えら
れる. 一方, リンク予測評価では, 隠されたリンクを再
構築した結果どれだけ大小関係を捉えているかを測っ
ている. したがって, 隠されていない部分から構造的特
徴を捉えた再構築を行うことが求められる. その結果,

非零要素を重要視する pβ がより大きな値をとるように
なったと考えられる. これ以降は, 両評価タスクで良い
性能を示した Config 05の設定でのリンク予測評価に
関する結果を示す.

次に, Config 05の設定における各着目モデルの性能
比較を行い, Co-VAEネットワーク埋め込みモデルが優
れた性能を示すかを確認する. VAEネットワーク埋め
込みモデルでは捉えられていなかった情報を貸し手側と
借り手側の潜在表現を同時に学習する Co-VAEネット
ワーク埋め込みモデルが捉えることで, 優れた性能を示
すと期待される. 表 4に示した結果において, Co-VAE

を用いた貸し手借り手同時着目モデルは他よりも優れ
た評価値を示した.

表 2: 再構築評価における貸し手借り手同時着目モデル
の各設定での最適ハイパーパラメータとKendall’s tau.

Config IDs pα pβ 学習データ 検証データ
Config 01 0.900 1 0.182 ± 0.015 0.166 ± 0.015

Config 02 0.999 40 0.279 ± 0.025 0.251 ± 0.024

Config 03 0.999 10 0.283 ± 0.026 0.252 ± 0.024

Config 04 0.999 10 0.282 ± 0.026 0.252 ± 0.024

Config 05 0.999 10 0.588 ± 0.019 0.461 ± 0.027

表 3: リンク予測評価における貸し手借り手着目モデル
の各設定での最適ハイパーパラメータとKendall’s tau.

Config IDs pα pβ 検証データ
Config 01 0.900 80 0.278 ± 0.025

Config 02 0.900 80 0.278 ± 0.029

Config 03 0.990 80 0.299 ± 0.027

Config 04 0.990 80 0.347 ± 0.034

Config 05 0.990 80 0.335 ± 0.034

表 4: リンク予測評価における各着目モデルでの最適
ハイパーパラメータと Kendall’s tau.

Models pα pβ 検証データ テストデータ
貸し手着目 0.9 80 0.312 ± 0.045 0.335 ± 0.034

借り手着目 0.9 80 0.327 ± 0.039 0.342 ± 0.059

同時着目 0.99 80 0.335 ± 0.034 0.375± 0.026

次に, 時系列を考慮した学習法としてモデルパラメー
タ継承法 (v1), 深層部パラメータ制約法 (v2), 両者の
組み合わせ (v3)の比較実験をConfig 05の設定で行う.

この結果を貸し手借り手着目モデルのみ表 5に示す. 深
層部パラメータ制約法 (v2)が最良であった. 時系列を
考慮することで評価値自体はやや低下しているものの,

時区間を横断した分析が可能となるのが利点である.

最後に,得られた潜在表現を用いた応用として,ニュー
ラルネットワークによる回帰モデルを用いた金利予測
の実験を行う. これは,入力層, 中間層, 出力層の 3層で
構成される. 入力はネットワーク埋め込みによって得ら
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表 5: リンク予測評価での各時系列考慮法に対する貸し手借り手同時着目モデルの最適ハイパーパラメータと
Kendall’s tau.

Config IDs pα pβ pγ 検証データ テストデータ
Config 05 v1 0.999 40 - 0.290 ± 0.028 0.265 ± 0.032

Config 05 v2 0.999 20 1000 0.325 ± 0.042 0.345± 0.025

Config 05 v3 0.990 10 100 0.296 ± 0.045 0.322 ± 0.024

れた潜在表現を利用することでX = [時刻 tの i銀行の
融資パターンの潜在表現,時刻 tの j銀行の借金パター
ンの潜在表現]と連接し, 目標出力を Y = Rti,j とする
回帰モデルの学習を行う. ここで, 活性化関数は relu,

パラメータ更新には Adamを用いて学習率は 0.003と
した. また, 学習や評価に用いた Rti,j は, t月の金利の
隣接行列の要素のうち非零である, すなわち取引を行っ
ているものを対象とした. この Rti,j は, i銀行が貸し
手側, j銀行が借り手側のときに設定される金利を意味
している.

VAEネットワーク埋め込みモデルは, 貸し手着目モ
デルと借り手着目モデルの 2つを用いてそれぞれの潜
在表現を獲得することでX を作成する. Co-VAEネッ
トワーク埋め込みモデルは, 貸し手側の潜在表現と借り
手側の潜在表現を同時に獲得できるため, これのみで
X を作成する. このとき, X は 20次元であり, 中間層
は 5次元とした. また, それぞれに深層部パラメータ制
約法を適用したときに得られる潜在表現を用いた予測
も行う. なお, これらの着目モデルのハイパーパラメー
タはリンク予測評価で最適となったパラメータセット
を用いる. 比較対象として, softsign25 正規化を適用後
の元の隣接行列を用いた予測も行う. このとき, 入力
データは X = [i銀行の貸し手側の隣接表現, j 銀行の
借り手側の隣接表現]の 306次元からなり, 中間層の次
元数は 18に設定した. これらの予測性能は, MAPEで
評価する.

それぞれの金利予測の結果, 元の隣接行列を用いたと
きは58.82%, Config 05のVAEを用いたときは55.41%,

Co-VAEを用いたときは 50.16%, Config 05 v2のVAE

を用いたときは52.13%, Co-VAEを用いたときは49.75%

となった. 結果として, Co-VAEを用いることや深層部
パラメータ制約法を適用することによる性能の向上が
確認できた.

7 むすび

本稿では, 銀行間取引ネットワークの分析を行う手法
として, 共変分自己符号化器 (Co-VAE)ネットワーク
埋め込みモデルを提案した. これは, ノード間のインリ
ンクとアウトリンクに着目するモデルであり, 実験では
インリンクに着目した借金パターンの潜在表現とアウ

トリンクに着目した融資パターンの潜在表現を同時に
学習した. また, softsignα 正規化や時系列を考慮した
学習法も提案した.

実験の結果, softsignα 正規化はモデルの性能向上に
大きく貢献したといえる. また, 応用上重要とされる
リンク予測評価においては提案モデルである Co-VAE

ネットワーク埋め込みモデルの有効性と時系列を考慮
した学習として深層部パラメータ制約法が有効である
ことが確認できた. 金利予測に関する実験でも良好な
結果を示した.

今後の課題としては, より詳細なハイパーパラメー
タ探索をともなう精緻な分析・評価があげられる. 本
稿では, Co-VAEの復号化器における中間層の次元数
をVAEネットワーク埋め込みモデルの 2倍と設定した
が, 適切な次元数を選択することで, さらなる精度の向
上が見込める.
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Abstract: 本研究では，機械学習手法の一種である自己符号化器（オートエンコーダ）を用いて，

日本国債のイールドカーブの 3ファクターモデルの構築を行った．更に，構築した自己符号化器

を形成するニューラルネットワークのモデルパラメータに着目することで，自動生成した 3 つ

のファクターが，それぞれ，イールドカーブの水準・曲率・傾きを表現していることを示した． 

加えて，本研究では，構築した自己符号化器を，国債の割高・割安の判別器として使用すること

で，国債のロングショート戦略を構築した場合，トレンドフォロー型の投資戦略に比べて，良好

なパフォーマンスが得られることを確認した． 

 

1. はじめに 

金利とは，人々の経済活動の活況度合いを映し出

す代表的な指標である．また，国内におけるマクロ

経済環境や様々な政策要因のみならず，海外市場に

おける金利変動要因が，様々な金利裁定取引を介し

て国内の金利市場に伝達されるメカニズムも存在し

ている．国債の年限別の金利をつなぎ合わせたイー

ルドカーブは，これら様々な要因を反映しながら

日々変動する．本研究では，機械学習手法の一種で

ある自己符号化器（オートエンコーダ）を用いて，

日本国債のイールドカーブを表現する 3 ファクター

モデルの構築を行う．更に，構築した自己符号化器

を形成するニューラルネットワークのモデルパラメ

ータに着目することで，自動生成した 3 つのファク

ターが，それぞれイールドカーブの水準・曲率・傾

きを表現していることを確認する． 加えて，構築し

た自己符号化器を，国債の割高・割安の判別器とし

て使用する投資戦略についても検証を行う． 

2. イールドカーブの期間構造モデル 

2.1 金利の変動 

金利（国債の利回り）は，マクロ経済環境を表す

代表的指標である．一般に，経済活動が活発な時は，

様々な資金需要の高まりを背景に，銀行貸出や社債，

国債等の金利に上昇圧力がかかる．また，国債や社

債等の金利は発行体である国や企業のクレジットリ

スクの影響を受ける．他にも，海外市場における金

利変動要因も，様々な金融裁定取引を通じて国内市

場に影響を与える．このように，多様な市場環境の

変化を織り込みながら，国債の市場価格は形成され，

そこから計算される金利（国債の利回り）も日々変

化していく． 
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図 1: 日本国債利回りの推移 

 

2.2 国債イールドカーブの期間構造モデル 

図 1 に示した通り，金利には様々な年限のものが

存在する．現在，日本では短期の割引国債に加え，

満期が 2 年，5 年，10 年，20 年，30 年，40 年の利

付国債などが発行されており，幅広い年限の市場金

利が存在している．このような異なる年限の金利を

つなぎ合わせた曲線はイールドカーブと呼ばれる

（図 2）． 

 

図 2: Nelson-Siegelモデルに基づくイールドカーブ 

 

イールドカーブの形状は，金利の期間構造モデル

を用いて表すことができる．例えば，Nelson-Siegelモ

デル[1]を用いると，以下のような関数形を用いてイ

ールドカーブの期間構造が表現できる．ここでは y

は金利，τは年限，λは定数とする． 

 

モデルの関数は，イールドカーブの水準，傾き，

曲率を表す 3 つのファクターF の項から成り立って

おり，それぞれのファクターの年限別の係数は図 3

のようになる．ただし，Nelson-Siegel モデルは，イ

ールドカーブの形状を簡便な関数によって近似的に

表現するというモデルであることから，利便性が高

い反面，関数型の制約を受けやすいといった側面も

ある． 

 

図 3: Nelson-Siegelモデルの各ファクターの係数 

 

一方で，金利データに対して直接主成分分析を行

うことで，主要なファクターを抽出する方法も知ら

れている．1992年以降の 2，5，7，10，15，20年の

日本国債利回りの週次の水準データを対象に，主成

分分析を行うと，第 3 ファクターまでの累積寄与度

は約 99%となり，概ねイールドカーブの形状が表現

できることが分かる．更に，図 4 に各ファクターの

固有ベクトルの形状を掲載した．これによると，第

1，第 2，第 3ファクターが，それぞれ，イールドカ

ーブの水準，傾き，曲率を意味することが分かる． 

 

図 4: 主成分分析に基づく固有ベクトル 

  

また，金利の期間構造モデルの構築に機械学習手

法を用いたものとしては，水準・傾き・曲率の情報

を軸に，ニューラルネットワークを用いてイールド

カーブの変動をモデル化した研究[2]が挙げられる．

更に，これを拡張させる形で，日米イールドカーブ

の金利情報を直接ニューラルネットワークモデルに

組み込んだ研究[3][4]や，金利平価説を踏まえて日米

金利に加えてドル円レートも同一のニューラルネッ

トワークに組み込んだ研究[5]も挙げられる． 

 

3. 自己符号化器を用いたモデル構築 

3.1 自己符号化器 

自己符号化器（オートエンコーダ，Autoencoder）

とは，機械学習手法の一種であり，ニューラルネッ

トワークを使用した次元圧縮のためのアルゴリズム
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として知られる[6]．線形の次元圧縮としては主成分

分析が挙げられるが，自己符号化器とはニューラル

ネットワークの入力層と出力層に，同じデータを教

師データとして学習させる手法であり，本研究では

3層のニューラルネットワークモデルを構築する． 

 

図 5: 自己符号化器 

 

本研究では，図 5に示すように 2,5,7,10,15,20年の

金利情報を用いた学習を行う．学習には 1992年 7月

から 2019年 7月までの週次データを用いる．更に，

出力層へのパスを線形の関数とし，その係数に着目

することで，自己符号化器における中間層の各ノー

ドの解釈を行う． 

 

図 6: 中間層から出力する線形関数の係数 

 

図 6 には，中間層からの出力を表す線形関数につい

て，出力層のノード別（各年限別）の係数を示した．

これによると，中間層の各ノードが，イールドカー

ブにおける水準，傾き，曲率を意味していると解釈

できよう．これらを踏まえ，各ノードの変化を，実

際の金利の水準，金利差（スプレッド）と比較した

ものが図 7 である．例えば，水準を表すと解釈され

るノード 2を，イールドカーブの起点に近い 2年金

利と比べると両者の概ねの連動が見られる．また，

傾きを表すと解釈できるノード 1と，2-20年の金利

スプレッド（＝20 年利回り－2 年利回り）を比較す

ると，両者は概ね近い動きをしていることが分かる．

更に，図 6によるとノード 3は長期金利を中心とし

たイールドカーブの曲率を表すと解釈できるが，実

際，2-10-20年のバタフライスプレッド（＝2×10年

利回り－10 年利回り－20 年利回り）と比較すると，

両者が概ね近い動きをしていることが確認できる． 

 

図 7: 中間層のノードと金利水準及び金利差 

 

3.2 金利予測シミュレーション 

本節では，学習済みの自己符号化器が出力する金

利が，イールドカーブ上の他年限の金利との過去の

相対関係に基づいて算出される点を踏まえ，学習し

た自己符号化器を，国債の割高・割安の判別器とし

て用いる国債のロングショート戦略を構築する． 

 

図 8: 自己符号化器を用いた割高・割安の判定 

 

具体的には，各時点における各年限の金利情報を，

学習済みの自己符号化器に入力し，そこから出力さ

れる金利を基準金利として，実際の金利が基準金利

よりも高い場合は，割安と判断して当該年限の国債
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をロング（買い）し，実際の金利が基準金利よりも

低い場合は割高と判断しショート（売り）する．い

ずれのポジションも保有期間は 1カ月及び 3カ月と

する．本シミュレーションの結果は図 9 に示した．

ここでは，各ロングショート戦略の 1 カ月間の平均

キャピタルゲインを掲載している．単位は bp

（=0.01%）であり，例えばロングの場合は，投資期

間中の金利低下幅，ショートの場合は金利上昇幅を

キャピタルゲインとする．本分析では，金利予測精

度の検証のため，キャリー及びロールダウン，また

ショートの際のレポコストの影響は考慮しない．自

己符号化器の学習には，モデル更新時点のデータを

除く後方 5 年間のサンプルデータを使用し，モデル

は 1 年ごとに更新を行う．自己符号化器の学習期間

を，後方 10年間とした場合の結果も図 10に掲載し

た．これらの検証には 1992年 7月から 2019年 7月

までの週次の金利データを用いた． 

 

図 9: 1カ月間の平均キャピタルゲイン 

（モデル学習期間 5年，保有期間 1カ月・3カ月） 

 

図 10: 1カ月間の平均キャピタルゲイン 

（モデル学習期間 10年，保有期間 1カ月・3カ月） 

 

比較対象として，トレンドフォロー型の投資戦略（各

投資時点で前週から金利が低下していればロング，

上昇していればはショート），及び常にロング（ショ

ート）を続けた戦略の結果も併せて掲載した．これ

によると，本提案モデルはトレンドフォロー型の投

資戦略に比べて，幅広い年限で良好なパフォーマン

スが得られることが確認できる．本モデルは，学習

済みの自己符号化器が，他年限金利との相対関係を

基に，基準金利を算出することから，仮に対象年限

の金利が他年限対比で歪んでいた場合，その歪みの

修正に向けたポジションが自動構築できる点が特長

である． 

4. 結論 

本研究では，自己符号化器（オートエンコーダ）

を用いて，日本国債のイールドカーブの 3 ファクタ

ーモデルの構築を行った．更に，ニューラルネット

ワークのモデルパラメータに着目することで，中間

層の 3 つのファクターが，それぞれ，イールドカー

ブの水準・曲率・傾きを表現していることを示した． 

加えて，本研究では構築した自己符号化器を，国債

の割高・割安の判別器として使用することで，国債

のロングショート戦略を構築した場合，トレンドフ

ォロー型の投資戦略に比べて，良好なパフォーマン

スが得られることを確認した． 
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日銀「主な意見」の発言者分類モデルの作成と 
政策変更予測への応用 

Speaker Classification Model on BOJ's Summary of Opinions for Forecasting Their 
Policy Change 
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Abstract: In this paper, we introduce several types of text classification model that predict the speakers 
on BOJ's “Summary of Opinions”. Those documents summarize BOJ's Monetary Policy Meetings and the 
major part of the contents consist of the committee members’ opinions, but those comments are kept 
anonymous. Regarding this issue, the commentator prediction model should be a great help for focusing 
the next decision of BOJ. Our models are trained with the past public speech texts of BOJ committees. In 
order to correct the bias of datasets, we tried some data pre-processing before model fitting. The proposal 
models are Random Forest, LSTM and Bidirectional LSTM with attention mechanism. As a result, we 
achieved over 90% accuracy for the best. To applying those models to the analysis of BOJ's "Summary of 
Opinions", we focus on the relationship between the ratio of presumed speakers in the documents and 
past monetary policy changes. The analysis revealed that the higher ratio of “Reflationist's” assertion 
raises the chance of monetary easing occurrence. 
 
 

1. はじめに* 

13 年 4 月の異次元緩和政策の導入以降，日銀は日

本国債の買い入れを急増し，19 年 3 月末時点では市

中残高の約 43%を保有するようになった．しかし，

安定的な物価目標 2%の達成は困難な状況が続いて

おり，更なる追加緩和策導入の可能性も十分にある．

他方，中長期的には超低金利環境における金融機関

の運用難と収益悪化の帰結であるリバーサルレート

の考え方から，日銀は早期に金融政策を正常化する

との見方も根強い．いずれにせよ，債券市場を中心

とした市場参加者にとって日銀の次の一手を予想す

ることは経済環境を予想することよりも重要なタス

クになりつつある．いわゆる「BOJ ウォッチ」（中銀

                                                           
* 連絡先: みずほ証券株式会社金融市場調査部 
〒100-0004 東京都千代田区大手町 1-5-1 大手町ファ

ーストスクエア 
E-mail: toru.suehiro@mizuho-sc.com 

ウォッチ）と言われる日銀（その他各国中銀）の分

析は，中央銀行が発表する金融政策決定会合の声明

文や議事要旨，各委員の個別の講演内容などを精読

することで，ニュアンスの変化を捉えるという方法

が一般的である．証券会社やシンクタンクに所属す

る民間エコノミスト・アナリスト（BOJ ウォッチャ

ー）が独特な言い回し（日銀文学とも言われる）を

読み込み，ちょっとした変化を読み取る．たとえば，

16 年 1 月のマイナス金利導入の決定などを事前に予

想することができていれば，金融市場においてそれ

相応に収益を上げることができただろう． 
日銀の金融政策決定会合は，総裁と 2 人の副総裁

に 6 人の審議委員を加えた 9 人の政策委員による合

議制で決定される（多数決）．そのため，政策の決定

内容だけでなく，各委員が独自に行う講演や匿名で

公表される議事要旨などのテキストを読み込む必要

がある．匿名で公表される「主な意見」や「議事要

旨」といった資料において，それぞれの発言が誰の

ものであるかを正確に予測することができれば，決

定会合における議論の方向性もつかみやすくなる． 
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本稿では，このような大量のテキストの特徴理解

をテキストマイニング（文字情報のデータ化）と機

械学習・深層学習の組み合わせによって行った．そ

して，筆者らが作成したモデルを用いて新規のテキ

ストの発言者の予想（分類）を行い，決定会合にお

ける匿名の発言内容が政策委員の誰の意見によって

いるのかを検証し，決定会合における各委員の発言

比率と 16 年以降に断続的に行われてきた金融緩和

策導入のタイミングとの関連性を調べた． 
 

2. 先行研究 

日銀が公表するテキストやデータを機械学習させ

て分析したものには，日銀の金融経済月報を共起解

析，主成分分析，回帰分析の三段階からなる CPR 法

を用いてテキスト解析することで，市場価格の変動

を予想した研究として[1]がある．[1]は，日経平均，

円ドル，国債(2,5,10 年)利回りの変動をそれぞれ一定

の精度で予測できることを示した(例えば，日経平均

については 70%超)． 
また，日銀の金融政策に関する研究としては，[2]

がある．これは日銀の政策決定変更のパターンを，

日銀が公表する決定会合の声明文，金融経済月報，

展望レポート，総裁記者会見録などの文書を深層学

習によって抽出し，政策変更の予想に役立てる研究

を行った．具体的には，Doc2Vec によって獲得した

文章の分散表現と時系列データと組み合わせて深層

信念ネットワーク（DBN）に学習させる，新たに入

力された日銀の文書が，次回の決定会合で金融政策

の変更を行った過去ケースの特徴を有するか否かを

判定する分類器を開発した．分類器は過去 2 回
（2014 年 10 月と 2016 年 1 月）の金融政策変更に

対して，ある程度有用なシグナルを発したことを示

した． 
そのほか，[3]は，日銀会合後の総裁記者会見にお

ける，黒田総裁の表情と金融政策変更の関係を研究

した．[3]は深層学習等を用いた表情認識アルゴリズ

ムを用いることで，会見における総裁の表情を解析

し，重大な金融政策変更を行う直前の回の会見では，

「怒り」や「嫌悪」の表情が多くなる一方，政策変

更後の会見では「悲しみ」の数値が低下する傾向を

確認した． 
これらの研究は日銀の公表するテキスト等の情報

を機械学習や深層学習によって分析し，市場価格や

金融政策変更の予想を行ったものだが，本稿が注目

する 9 名の日銀政策委員による個々の発言を分析し

たものとしては[4]がある．[4]は 9 名の政策委員の講

演テキスト（17 年 1 月～18 年 9 月）について，Random 
Forest を用いることで各委員の発言が誰のものかと

いう正答率は約 52%となることを示した．本稿は[4]
の分析を拡張させたものである． 

 

3. データとモデル 

本稿では，日銀政策委員の講演テキストを機械学

習モデルによって学習した「日銀政策委員の発言分

類器」を作成し，予測精度を検証する．また，作成

した分類器を用いて，匿名で委員の発言が公表され

ている日銀金融政策決定会合「主な意見」の発言者

予測を行い，各決定会合でどの委員の発言比率が高

いかという予測結果と，金融政策決定会合における

政策変更の関係を考察する． 
 

3.1 日銀政策委員の講演 

日銀政策委員は各種講演やイベントにおいて挨拶

を行うことがある．日銀 HP にアップされているだ

けでも 18 年に 37 回の講演・挨拶を行っており，黒

田総裁が 19 回，雨宮副総裁が 4 回となっている．そ

の他審議委員は地方における「金融経済懇談会」で

挨拶をすることが多く，それぞれの年間平均で約 2
回行っている．これらの講演・挨拶では，政策委員

会全体の「公式見解」を説明しつつも，各委員が特

に注目している内容や，独自の考え方を説明するケ

ースがある．講演テキストを学習データとすること

で，日銀政策委員の発言を分類するモデル（分類器）

を作成することができる． 
 

3.2 「主な意見」とは 

作成した分類器を用いる対象（ターゲットデータ）

として，日銀金融政策決定会合「主な意見」を用い

る．「主な意見」とは日銀の金融政策決定会合の 6
営業日後をめどに公表される資料で，9 人の政策委

員が会合で発言した内容について，整理されて公表

される．日銀によると「金融政策決定会合における

主な意見」は，（1）各政策委員および政府出席者が，

金融政策決定会合で表明した意見について，発言者

自身で一定の文字数以内に要約し，議長である総裁

に提出する，（2）議長はこれを自身の責任において

項目ごとに編集する，というプロセスで作成された

ものである． 
「主な意見」のコメントは様々な委員からある程

度は均等に選ばれているとみられるが，金融・経済

の環境によっては発言比率に偏りがみられ，金融政

策変更との関連性があると予想される． 
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3.3 分析データと前処理 

日銀政策委員の発言に関する「分類器」を作成す

るための入力データは 2016 年 1 月～2020 年 1 月ま

での日銀政策委員の講演テキストとした．学習デー

タの数は全体で 16,605 センテンスあり，黒田総裁が

そのうち 8,689 センテンスと圧倒的に多く，次いで，

原田審議委員が 2,456 センテンス，最も少なかった

のは片岡審議委員の 347 センテンスであった． 
文書分類モデル構築にあたって，テキストデータ

にいくつかの処理を施した．まず，講演テキストは

「はじめに」の節で「最近の金融・経済の環境」を

中心とした一般的な説明を行うケースが多く，各委

員の特徴が現れにくい．また，「おわりに」の節も同

様で，講演が行われた地方の経済の特色を述べるな

ど，委員の基本的な金融経済に対する主張を分類す

る際のノイズとなり得るため，各委員の講演テキス

トからこれらを削除した．その結果，センテンス数

は全体で 14,583 センテンスとなった． 
さらに，黒田総裁の発言数の多さを解消するため，

黒田総裁の発言文書の数をランダムに選び出し

2,303 センテンスまで削減し，2 番目にセンテンス数が

多い原田審議委員とのオーダーを合わせた．その結

果，全体で 9,150 センテンスとなった． 
それでもなおカテゴリー（9 人の委員）における

センテンス数の偏りが残るため，文書数の少ない各

委員（黒田総裁と原田審議委員以外の 7 人分）につ

いては，文書拡張処理によってセンテンスのオーダ

ーを揃えた．本研究では[5]によって検証された Easy 
Data Augmentation(EDA)の手法に従った文書拡張を

行った．すなわち，データサイズ 9,150 に対し，日

本語 Wordnet シソーラスによる類義語置換(Synonym 
Replacement)を行った．[5]の研究結果を参考に，各

文書に対して同義文を生成し，データセットに加え

た．その結果，各委員のセンテンス数は 2,000～2,800
となり，全体では 21,184 センテンスとなった． 

 
 
 
 
 
 
 
 
 
 
 
 
 

表 1: データサイズ一覧 

 Row Crop1 Crop2 Crop+aug 

黒田 8,689 7,736 2,303 2,303 

雨宮 994 822 822 2,415 

若田部 534 462 462 2,138 

原田 2,456 2,254 2,254 2,254 

布野 1,099 905 905 2,635 

櫻井 1,113 946 946 2,778 

政井 481 395 395 2,266 

鈴木 892 789 789 2,323 

片岡 347 274 274 2,072 

計 16,605 14,583 9,150 21,184 

注: 「row」は元データ，「crop1」は「はじめに」

と「おわりに」を削除したもの，「crop2」は黒田総

裁のセンテンスを一部削減したもの，「aug」は文書

拡張後のデータ． 
 

3.4 COS 類似度による比較 

機械学習モデルの作成に先立ち，各委員の講演テキ

ストの COS 類似度を比較した．COS 類似度を比較

することにより，どの委員がより特徴的な発言をし

やすいかどうかの検証が可能になる．具体的には各

委員の講演テキストおよび 9 人すべての講演テキス

トを Bag of Words によってベクトル化し，各委員の

相対での COS 類似度を求めた．類似度が高ければ，

他の委員と類似した発言が多いことになる．他方，

他の委員との類似度が低ければ，独自の発言が多く，

特徴が得やすい委員である可能性が高い． 
 

3.5 機械学習モデル 

前述の前処理(3.3)を行った各委員の講演テキスト

に対して，機械学習モデルを作成した．本稿では，

モデルの精度を比較検討するため，3 つのモデルを

作成した．具体的には，いずれも前述した前処理を

行った上で，①Random Forest，②LSTM，③Attention
機構を用いた Bidirectional LSTM の 3 つである． 
これら 3 つを使用することでモデルによる精度の

違いを検証する．本稿では，LSTM に加えて順方向

の伝播だけでなく逆方向の伝播も考慮された

Bidirectional LSTM も用いた．この理由としては[6]
において，Bidirectional LSTM は複数判別のケースに

おける文書分類を行う場合 LSTM よりも精度が高い

ことが示されたからである．さらに，[7]によると，

Bidirectional LSTM に Attention 機構を適用すること

で，精度の向上がみられるという結果があることか

ら，これらを参考にモデルの選定を行った． 
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3.6 金融緩和策導入との関係 

16 年以降の「主な意見」について，どの委員の発

言に近いものが多かったかを調べ，実際の金融政策

の変更との関係を分析する．具体的には 16 年以降の

「主な意見」について，各委員の発言比率と，過去

の「金融緩和イベント」（0 と 1 のダミー変数）との

関係を，2 項ロジスティック回帰分析を用いて調べ

た．「金融緩和イベント」は「マイナス金利導入の決

定」（16 年 1 月）や「ETF 買入の増額」（17 年 7 月）

や「物価目標の達成時期の延期（廃止）」（16 年 4・
11 月，17 年 7 月，18 年 4 月），「フォワードガイダ

ンスの明確化」（19 年 4 月）を「金融緩和イベント」

とした． 
 

4. 分析結果と考察 

4.1 COS 類似度による比較の結果 

各委員の講演テキストを Bag of Words によってベ

クトル化し，各委員の相対での COS 類似度を求めた

（表 2）． 
類似の平均値が最も高いのは黒田総裁だった．こ

れは黒田総裁は日銀の代表として，様々な委員の考

えを述べることが多いことなどが理由とみられる． 
 
 表 2: 各政策委員の発言の COS 類似度 

 
 

4.2 機械学習モデルの精度 

本節では，①Random Forest，②LSTM，③Attention
機構を用いた Bidirectional LSTM の 3 つのモデルに

ついて，精度の検証を行う． 
まず①Random Forest について，学習データ（前処

理済みの講演テキスト）からランダムに選んだ 80%
を学習データ，残りの 20%をテストデータとして正

答率を複数回検証した結果（Cross Validation）は

72.5%となった．次に，②LSTM，③Attention 機構を

用いた Bidirectional LSTM についても正答率を求め

た．それぞれの正答率は 89.6%，92.0%となり，正答

率は改善した．LSTM を用いた方が Random Forest

よりも正答率が上がることや， [6]と同様に，

Bidirectional LSTM によってさらに精度が向上する

ことが示された（表 3，4）． 
 
表 3: 各モデルの正答率（%） 

Model Accuracy 

① RandomForest 72.5 

② LSTM 89.6 

③ BiLSTM+Att 92.0 

 
表 4: 各発言者に対する正答率（%） 

 LSTM BLSTM＋Att 

黒田 69.0 75.8 

雨宮 89.3 93.5 

若田部 91.1 92.5 

原田 89.0 92.3 

布野 92.7 92.0 

櫻井 92.5 93.8 

政井 87.3 92.9 

鈴木 96.3 96.3 

片岡 99.3 98.2 

 
なお，Biderectional LSTM+Att のモデルについて，

それぞれの委員の発言の正答率を個別に求めると

（Confusion Matrix），表 5 のようになった．比較的

COS類似度が高かった黒田総裁と若田部副総裁の分

類を間違える比率が高いなどの特徴が得られた， 
 
表 5: BLSTM+Att による各委員の発言の正答率（%） 

 
 

4.3 金融緩和策との関係 

前節で示した 3 つのモデルのうち，②LSTM のモ

デルを用いて，16 年以降の毎回の「主な意見」の発

言比率を分析した．具体的には，発言者が不明の「主

な意見」の発言集に対して，モデルを適用し，それ

ぞれの発言がどの委員の発言に近いかを検証した．

毎回の「主な意見」において，誰の発言が多かった

のかを調べた結果は図 1 に示した通りである．前述

したように，本来は各委員が均等に選ばれている可

能性が高いものの，推計された発言比率は会合によ

⿊⽥ ⾬宮 若⽥部 原⽥ 布野 櫻井 政井 鈴⽊ ⽚岡
⿊⽥ 1.00 0.96 0.95 0.91 0.91 0.94 0.96 0.93 0.94
⾬宮 1.00 0.91 0.88 0.86 0.90 0.92 0.89 0.91
若⽥部 1.00 0.88 0.90 0.93 0.94 0.91 0.90
原⽥ 1.00 0.81 0.85 0.86 0.83 0.85
布野 1.00 0.95 0.94 0.94 0.90
櫻井 1.00 0.95 0.93 0.93
政井 1.00 0.93 0.94
鈴⽊ 1.00 0.91
⽚岡 1.00

⿊⽥ ⾬宮 若⽥部 原⽥ 布野 櫻井 政井 鈴⽊ ⽚岡
⿊⽥ 69.3 3.2 6.9 5.1 4.0 4.2 1.5 5.7 0.2
⾬宮 1.8 94.9 0.7 0.7 0.0 1.4 0.0 0.5 0.0
若⽥部 14.9 2.7 79.0 1.2 0.5 1.7 0.0 0.0 0.0
原⽥ 7.7 0.0 0.0 87.6 0.6 0.9 0.9 2.4 0.0
布野 2.3 0.0 0.2 1.0 94.1 0.2 0.2 2.0 0.0
櫻井 3.6 1.4 0.5 1.4 0.7 90.2 0.0 2.0 0.2
政井 1.0 0.0 0.0 0.0 1.0 0.2 97.7 0.0 0.0
鈴⽊ 1.3 0.8 0.0 0.8 0.8 0.2 0.8 94.9 0.2
⽚岡 0.0 0.5 0.0 0.0 0.2 0.2 0.5 0.9 97.7

正解

予測
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って発言者（の予測）に偏りが生じた． 
 

 

図 1: 「主な意見」のコメントを分類器モデル

（BLSTM+Att）によって分類した場合の比率 
 
委員の発言比率と金融緩和策との関係を調べるた

め，「金融緩和イベント」ありの決定会合を「1」と

し，「政策変更なし」の決定会合を「0」としたダミ

ー変数を作成し，それぞれの委員の発言比率を説明

変数とした 2 項ロジスティック回帰分析を行った

（表 6）． 
回帰係数の P 値をみると，10%の有意水準で，金

融緩和イベントダミーに対して原田審議委員の発言

比率の回帰係数がプラス（発言比率が高いと金融緩

和が行われる可能性が高い）となることが分かった．

統計的に有意とは言えないまでも，原田審議委員の

発言比率の説明力が高いことが分かる．金融緩和が

行われる決定会合では，積極的な金融緩和を主張す

ることの多いリフレ派である原田審議委員に近い発

言が増えることが予想される．また，原田審議委員

と同じリフレ派とされる片岡審議委員の発言比率も

加えた「リフレ派」（原田＋片岡）の発言比率の回帰

結果をみると，5%の有意水準で回帰係数がプラスと

なることが分かる．つまり，現在の日銀の政策委員

において，リフレ派の委員が金融緩和政策の導入を

促してきた可能性が高い．今後の金融政策決定会合

においても，リフレ派の発言比率が高くなることが

あれば，追加緩和策導入の機運が高まる可能性があ

る． 
反対に 5%の有意水準で、金融緩和イベントダミー

に対して政井審議委員と鈴木審議委員の発言比率の

回帰係数がマイナス（発言比率が高いと金融緩和が

行われる可能性が低い）となることが分かった． 
 
 
 
 
 

表 6: 「金融緩和イベント」のダミー変数を被説明

変数とし，各委員の「主な意見」における発言比率

（モデルによる推測）を説明変数とした 2 項ロジス

ティック回帰分析の結果 

 
 

5. まとめと今後の課題 

本稿の分析結果により，日銀の政策委員の発言を

分類するモデルを作成し，金融政策の変更（金融緩

和策の導入）の予測に用いることについて，一定の

成果が得られることが分かった． 
日銀の政策委員の発言を分類するモデルの作成

については，①Random Forest，②LSTM，③Attention
機構を用いた Bidirectional LSTM の 3 つのモデルの

精度を検証し，それぞれのモデルの特徴を分析した． 
これらの比較により，モデルの精度については

Random Forest＜LSTM＜Bidirectional LSTMとなるこ

とを示した．Bidirectional LSTM を用いたモデルが最

も精度が高いという結果は先行研究である[6]と同

じである． 
最後に，委員の発言比率と金融緩和策との関係を

調べるため，「金融緩和イベント」ありの決定会合を

「1」とし，「政策変更なし」の決定会合を「0」とし

たダミー変数を作成し，それぞれの委員の発言比率

を説明変数とした 2 項ロジスティック回帰分析を行

った結果，委員によっては発言比率が金融政策の変

更と一定の関係を有することが分かった．特に，金

融緩和イベントに対して，金融緩和を主張すること

が多い「リフレ派」と呼ばれる原田委員と片岡委員

の発言比率の関係性が最も深いことは，「リフレ派」

の主張内容とも整合的である．データの蓄積を進め，

一段の検証を行いたい． 
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ニュース記事に基づく景気指標S-APIRの開発

関 和広 1∗ 生田 祐介 2 松林 洋一 3,4
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Abstract: This paper reports our work on developing a new business sentiment index using daily

newspaper articles. We adopts a recurrent neural network (RNN) to estimate the sentiment of a

given text. The RNN is initially trained on Economy Watchers Survey and then fine-tuned on

newspaper articles for domain adaptation. Also, a one-class support vector machine is applied to

filter out texts of irrelevant topics. Moreover, we analyze the contributions of various factors that

influence the estimated business sentiment.

1 はじめに

政府や中央銀行が定期的に発表する景気ウォッチャー
調査1の現状・先行き判断 DI（diffusion index; 景気動
向指数）や日銀短観2の DIなどの経済指数は，金融当
局の政策決定や企業の生産計画，機関投資家・個人の投
資判断など，様々な経済活動の拠りどころとして重要
な役割を担っている．しかしながら，これらの指数算
出の基礎となる調査には大変な手間とコストがかかる．
たとえば，景気ウォッチャー調査の現状・先行き判断

DI（以降「景気ウォッチャー DI」と呼ぶ）の場合，北
海道，東北，北関東，南関東，甲信越，東海，北陸，近
畿，中国，四国，九州，沖縄の 12地域を対象に，地域
の景気に関連の深い動きを観察できる立場にある人々
（小売店の店主，タクシー運転手など）2,050人を対象
に地域別調査機関がアンケート調査を行い，取りまと
め調査機関において地域ごとの調査結果を集計・分析
し，指数の算出を行っている．また，このような調査
には相応の時間を要するため，日銀短観は四半期に一
度，景気ウォッチャー指数は一ヶ月に一度しか発表され
ず，リアルタイム性が低い．
一方，店舗の商品売り上げのような統計データ，各種

∗連絡先：甲南大学知能情報学部知能情報学科
　　　　　　〒 658-8501 兵庫県神戸市東灘区岡本 8-9-1
　　　　　　 E-mail: seki@konan-u.ac.jp

1http://www5.cao.go.jp/keizai3/watcher/watcher menu.html
2http://www.boj.or.jp/statistics/tk/

ニュース記事やマイクロブログなどのテキストデータ，
検索エンジンのクエリログデータ，スマートフォン等
から収集されるGPSの位置情報データ，あるいは人工
衛星の衛星画像データなど，いわゆるオルタナティブ
データが世界中で絶えず生成・収集され，大量に蓄積さ
れている．このようなデータが利用可能になってきた
こと，および深層学習（deep learning）に代表される
データドリブンな人工知能技術の発展から，人手によ
る調査を要さず，すでに存在する他の大規模なデータを
代替的に用いた経済・金融指数の将来予測（forecast），
あるいは足元予測（nowcast）への注目が高まっている
[Kapetanios 18, 関 17]．具体的な取り組みとして，た
とえば店舗のPOS（point of sale）データを用いた消費
者物価指数のナウキャスト [Watanabe 14]，金融・経済レ
ポートからの景況感指数の予測 [山本 16]，新聞記事から
の穀物の市場価格や経済指数の予測 [Chakraborty 16],

[Shapiro 17] などがある．
本研究では特にテキスト情報に着目し，日々発信さ
れるニュース記事を利用して，新しい景況感指数（S-

APIR指数と呼ぶ）を提案する．また，予測された指
数を用いて，特定の概念（語句）が景況感にどのよう
に影響を与えたのか時系列で分析する．
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表 1: 景気ウォッチャー調査（現状の景気）の例．
地域 回答者 景気 判断理由
北海道 タクシー

運転手
× 売上が減少しているが、季

節要因に加えて、景気が下
向いていることも影響して
いる。

北関東 輸送用機
械器具製
造業

◎ 自動車は米国への輸出が増
えている。

2 関連研究

経済・金融分野では，失業率や物価指数などの統計
値や個別企業の売上高など多くの数値データに加えて，
新聞記事や決算短信，金融レポート等，関連するテキ
ストデータが豊富に存在する．通常，これらのテキス
ト情報は人が読み込み，他の情報・状況と考えあわせ，
総合的な意思決定を行うために利用される．しかしな
がら，すべての関連するテキスト情報を限られた時間
で咀嚼・勘案することは，熟練した専門家であっても
現実的には困難である [関 17]．そこで，このようなテ
キスト情報を用いて経済・金融指数を予測する試みが
広く行われている．ここでは，本研究に関連が深い景
況感指数（ビジネスセンチメント）の予測について代
表的な研究をいくつか紹介する．

2.1 景況感指数の予測

1節で述べた内閣府の景気ウォッチャー調査では，集
計された指数（景気ウォッチャー DI）に加えて，個々
のアンケート回答者が判断した現状および先行きの景
気の状況（「◎（良い）」から「×（悪い）」までの 5段
階評価）とその理由（自然言語文）が公開されている．
いくつかの例を抜粋して表 1に示す．
景気ウォッチャーDIは，表 1の「景気」の 5段階の
判断にそれぞれ点数を与え，これらの点数を各判断区
分の構成比（%）に乗じた和で算出されている．算出さ
れた DIは，50を基準（景気に変化なし）として 0か
ら 100の値を取る．なお，景気ウォッチャー調査では，
景気の現状判断と先行き判断を区別して回答させるた
め，それぞれに指数が算出される．
山本ら [山本 16]は，この景気判断理由文を説明変数，
景気判断を被説明変数とした回帰モデルを学習し，景
況感（野村AI景況感指数）の予測を行った．回帰モデ
ルとしては，Long Short Term Memory（LSTM）ユ
ニット [Hochreiter 97]から構成される両方向・多層の
RNN（Recurrent Neural Network）を用い，学習・検
証・テストデータとして，景気ウォッチャー調査の回答
およそ 200,000件を用いた．実験の結果，個別の景気
判断の推定精度は平均二乗誤差（Mean Squared Error;

MSE）で 0.346と報告している．また，政府の月例経
済報告と日銀の金融経済月報から抽出したテキストを
同モデルを用いてそれぞれ指数化し，これらの結果が
日銀短観 DIおよび景気ウォッチャー DI（現状）と高
い相関（0.782～0.843）にあることを示した．
類似の研究として，饗場ら [饗場 18]はTwitterから
景気に関するツイートを抽出し，同様のモデルで景況感
（SNS×AI景況感指数）を予測した．近藤ら [近藤 19]

は，金融機関の社員が取引先企業との面談を通して作
成したテキストを入力として，同様のモデルで景況感
を予測した．五島ら [五島 19]は，畳み込みニューラル
ネットを利用し，ロイターのニュース記事から景況感
を予測した．

3 景況感の推定と要因の分析

2節で述べたように，景気ウォッチャー調査にはアン
ケート回答者が判断した景気（現状および先行き）と
その判断理由文とが含まれる．いずれも人手で作成さ
れた質の高い貴重な資源であり，これを基に経済指数
を推定する試みが行われている．本研究では，五島ら
[五島 19]と同様に新聞記事に着目して景況感指数の推
定を行う．一方，五島らが景気ウォッチャー調査から学
習したモデルにそのままニュース記事を入力して景況
感指数を推定したのに対して，本研究では，3.1節で述
べるように記事のフィルタリング，およびモデルのド
メイン適応を行う．なお，将来的には景況感指数のナ
ウキャスト（足元予測）を目指しているが，本稿では
既存の月次の景気指標（景気ウォッチャー DI）との比
較のため，推定した指数を月次に集約して利用する．
続いて 3.2節では，景況感に影響を与える要因の時
間的な分析を行う手法について述べる．一般的に，景
況感は，金融政策や物価，為替，雇用，賃金，海外情
勢など，様々な要因から形成されている．しかしなが
ら，全ての要因が経済に等しく影響を与えているわけ
ではない．経済の情勢判断を行う上では，経済を上向
きあるいは下向きに動かす要因が何であるのかを知る
ことが重要である．本研究では，どのような要因（語
句）が，「いつ」，「どの程度」景況感に影響を与えたの
か，推定した指数を基に分析を行う．

3.1 S-APIR指数

新聞記事を利用した景況感指数（S-APIR）の予測を
行うにあたり，必要となる 3つのコンポーネントにつ
いて述べる．1つ目は指数の予測自体を行う回帰モデ
ル，2つ目は新聞記事から無関係な記事を取り除くフィ
ルタリング，最後に学習データ（景気ウォッチャー調査
の景気判断説明文）と指数の予測に用いるデータ（新
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聞記事）の違いを吸収するドメイン適応である．以下
それぞれについて説明する．

3.1.1 回帰モデル

テキストデータを用いた回帰モデルでは，従来，各
単語を独立した一つの説明変数としてモデルを学習す
ることが一般的に行われてきた．そこでは，文脈を無
視して，テキストは単語の集合（Bag of Words; BoW）
として表現される [Manning 08]．しかしながら，テキ
ストの意味をより適切に表現するためには，文脈によ
る単語の意味の違いや単語間の係り受け関係を把握す
る必要がある．
近年，このようなテキストの文脈を考慮したモデル
化の方法として，RNN がよく用いられている．ただ
し，RNNは勾配消失問題から長期の依存関係をうまく
学習できないという欠点があるため，RNNの隠れ層を
構成するニューロンとして，入力信号の依存関係を扱
う特別な機構を持つ LSTM等のユニットを用いるのが
一般的である．本研究でも，テキストの文脈をより適
切に表現するため，LSTMと同様の機構を持つGated

Recurrent Unit（GRU）[Cho 14]を用いて RNNを構
成する．そして，景気ウォッチャー調査のデータを学習
データとして利用し，景気判断理由文を説明変数，景
気判断の結果を被説明変数とする．ただし，現状判断
と先行き判断とでは理由文の特徴が異なると考えられ
るため，本稿では現状判断のデータのみを用いる．ま
た，景気判断は◎，○，□，△，×の記号で表現され
ているため，これらをそれぞれ 2, 1, 0, −1, −2として
扱う．
なお，先行研究 [山本 16]と同様に入力テキストの両
方向から指数の推定を行う bidirectional LSTM（ある
いはGRU），および近年注目されている Bidirectional

Encoder Representations from Transformers（BERT）
[Devlin 19]を利用した実験も行ったが，新聞記事から
景気指標を推定するという本タスクにおいては，単純
なGRU-RNNの方が総合的に良い結果が得られたため，
本稿では他の結果は割愛する．

3.1.2 フィルタリング

前述のように学習した回帰モデルを利用することで，
任意のテキストデータから景況感指数の予測が可能と
なる．しかしながら，本実験で利用するデータは新聞
記事であるため，景気ウォッチャー調査の景気判断理由
文とは異なり，入力される文章は経済に関係しないこ
とも多い．そこで，経済や景気に関する記事だけを選択
的に利用することを目的に，異常値検出に用いられる
1クラス SVM（One-Class Support Vector Machine）

[Manevitz 02]を利用する．学習データとして景気ウォッ
チャー調査の景気判断理由文を与えることで，景気判
断理由文と類似していない文（新聞記事）を外れ値と
して指数の算出から除外する．
景気判断理由文の表現方法としては，tf-idf（term

frequency-inverted document frequency）[Manning 08]

で重み付けした単語ベクトル，BERTを用いた文の分
散表現を比較し，予備実験でより良い結果が得られた
前者を用いる．

3.1.3 ドメイン適応

RNNの学習に用いる景気ウォッチャー調査の景気判
断理由文と，指数の推定に用いる新聞記事とでは，文
章中の語彙や表現，文体（合わせて「ドメイン」と呼
ぶ）が異なると考えられる．学習時と予測時における
ドメインの違いは，回帰モデルの予測性能に悪影響を
与えるため，指数の推定に用いる新聞記事のドメイン
にモデルを適応させることができれば，より適切な指
数の推定が可能になるものと期待できる．
そこで，景況感指数予測モデルのドメイン適応の可
能性を探るため，処理対象の新聞記事から新たな学習
データを自動生成し，ドメイン適応を試みる．具体的
には，まず，景気ウォッチャー調査から学習した初期的
な回帰モデル（3.1.1節参照）を用いて新聞記事の各文
の指数を予測する．そして，予測値が高い事例は景気
動向をよく表していると仮定し，あらかじめ設定した
閾値に基づいて，高スコアの文を正例，低スコアの（負
で絶対値が大きい）文を負例として学習データとする．
このように構築した学習データを用いて，モデルの
ドメイン適応を行う．ドメイン適応は，ここでは単純
に学習済みのモデルを新たな訓練データを用いて再学
習（fine tuning）することで行う．

3.2 景況感に影響を与える要因の分析

景況感は，日銀の金融政策や消費増税などの税制，イ
ンバウンドや貿易・紛争などの海外情勢等々，様々な
要因から形成されている．本節では，前節の方法で推
定した指数に対する語の寄与を考えることで，どのよ
うな要因（語句）が，いつ，どの程度景況感に影響を
与えたのかを分析する簡便な方法を提案する．具体的
には，ある期間 tにおける語 wの寄与 pt,w を以下のよ
うに定義する．
まず，文 sの指数 psは，文 sを構成する語 w ∈ sの
指数 ps,w の総和であると仮定する．

ps =
∑
w∈s

tfs,w · ps,w (1)
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tfs,wは，文 sにおける語wの出現頻度である．さらに，
すべての単語 w ∈ sが等しく文 sの指数に貢献すると
いうナイーブな仮定を導入すると，指数 ps,w は次式で
表せる．

ps,w =
ps
|s|

(2)

|s|は文 sを構成する単語数である．ここで，期間 t内
の文の集合を St とする．そして，単語 w についてす
べての文 s ∈ Stで指数 ps,w の総和を取り，総文数 |St|
で除することで，期間 tにおける語 w（のみ）の指数
pt,w を次式で定義する．

pt,w =
1

|St|
∑
s∈St

tfs,w ·
ps
|s|

(3)

直感的には，期間 tの記事に現れたすべての語 wの指
数 pt,w の総和が，期間 tにおける S-APIR指数である
というように解釈できる．

4 評価実験

4.1 データと実験設定

RNNモデルの学習のため，内閣府のホームページ3

から，2000年～2018年 9月分の景気ウォッチャー調査
の景気判断理由文（現状）計 216,741件を収集した．そ
して，無作為に選んだ 90%を学習データ（検証データ
を含む），10%をテストデータとして用いた．なお，景
気判断理由文は形態素解析器MeCab4で分かち書きし，
GRU-RNNへの入力とした．GRU-RNNのパラメタは，
学習データを用いた予備実験に基づき，GRUのユニッ
ト数を 512，RNNのレイヤー数を 2，語彙数を 40,000

とした．また，入力の単語はWikipediaの記事であら
かじめ学習された 300次元の分散表現 [Bojanowski 17]

を用いて表現した．
S-APIR指数の予測には，日経新聞 2013～2018年度
版（本紙朝刊および本紙夕刊）の記事見出しと記事本
文を用いた．また，モデルのドメイン適応には，日経
新聞 2010年度版を用いた．いずれのデータも，各記事
は句点「。」に基づいて文分割し，（記事単位ではなく）
文単位で指数の予測を行った．モデル学習時と同様に，
各文は MeCabを用いて形態素に分割してモデルへの
入力とした．

4.2 景気ウォッチャー調査によるモデルの検
証

景気判断理由文で学習したRNNを用いてテストデー
タで指数の予測を行い，実際の景気判断（−2 ∼ 2）と

3http://www5.cao.go.jp/keizai3/watcher/watcher menu.html
4http://taku910.github.io/mecab/

の平均二乗誤差（MSE）を算出した．結果を表 2に示
す．比較のため，テキストデータを tf-idfで重み付けし
た単語ベクトルで表現し，リッジ回帰で指数の予測を
行った結果も示す．リッジ回帰と比較し，RNNでは誤
差が大きく減少し，指数の予測がより正確に行えている
ことが確認できる．なお，この結果は山本ら [山本 16]

の報告等とほぼ同様である．

表 2: 景気ウォッチャー指数の推定結果．
モデル 平均二乗誤差

tf-idf & リッジ回帰 0.509
GRU-RNN 0.351

4.3 景況感指数 S-APIRの予測

本節では，提案する景況感指数 S-APIRを既存の景
気ウォッチャー DIと比較する．ただし，S-APIR指数
は，必ずしも景気ウォッチャーDIを置き換えることを
目的としているわけではなく，ニュース記事をソース
とした新しい景況感指数という位置づけである点に注
意を要する．景況感には正解は無く，景気ウォッチャー
DIも 2,050名の限られた回答者の景気判断に基づく指
数でしかない．本節での景気ウォッチャーDIとの比較
の目的は，あくまで S-APIR指数がある程度既存の景
況感指数と類似したトレンドを持っていることを確認
すること，またどのような局面で既存の指数とは異な
る動きをするのか，その特性を探ることにある．

4.3.1 実験結果

4.2 節で学習した RNN モデルを用いて，日経新聞
2013～2018年度版の記事見出しと記事本文を対象に景
況感指数 S-APIRを算出した．なお，前述のように指
数は文単位で推定されるため，発行月ごとにまとめて
指数の推定値の平均を算出して景況感指数とした．比
較のため，図 1に，日経新聞から算出した景況感指数
S-APIRと内閣府発表の景気ウォッチャーDI（現状）を
示す．おおまかには，S-APIR指数は景気ウォッチャー
DIのトレンドに近い動きを示しており，両者の相関係
数も 0.546と正の相関で見られた．
つづいて，1クラス SVMで異常値検出を行い，景気
ウォッチャー調査の景気判断理由に似ていない文を除
外した上で，再度指数の推定を行った．結果を図 2に
示す．未だ景気ウォッチャー指数と異なる部分はあるも
のの，全体的にはさらに類似の動向を示すようになり，
両者の相関係数は 0.546から 0.686に上昇した．この
結果から，1クラス SVMを用いたフィルタリングの効
果が確認できる．
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図 1: 日経新聞から算出した S-APIR指数と景気ウォッ
チャー DI（現状）の比較（相関係数=0.546）．
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図 2: フィルタリング後の日経新聞から算出したS-APIR

指数と景気ウォッチャー DI（現状）の比較（相関係数
=0.686）．

上で示したように，フィルタリングを用いて景気判
断理由文と類似の文だけを対象に指数を算出すること
で，景気ウォッチャー DIとの相関が顕著に向上した．
しかしながら，景気判断理由文と新聞記事では文章の
特徴が異なると考えられるため，前者で学習したモデ
ルは後者には必ずしも適しているとは言えない．そこ
で，3.1.3節で述べた方法でドメイン適応を試みた．具
体的には，次の手順にしたがって実験を行った．

1. 日経新聞 2010年版（本紙朝刊・本紙夕刊）の見
出し・記事本文を抽出し，文ごとにMeCabで形
態素に分割．

2. 1クラス SVMを用いて異常値の文を検出・除去．

3. 学習済みの GRU-RNNで，残った各文の指数を
予測．
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図 3: 回帰モデルの推定値によって構築した学習データ
でドメイン適応したときの景況感指数の推定結果（相
関係数=0.701）．

4. 指数の絶対値が大きいものだけを学習データとし
て抽出．ここでは，指数の分布を目視で確認し，
試みとして−1.0以下に教師信号−2，0.8以上に
教師信号 2を与えて学習データとした．

この結果，正例（教師信号=2）18,947文，負例（教
師信号 = −2）10,868文のデータが学習データとして
獲得できた．続いて，このデータを用いて，それぞれ
の新聞ごとにモデルの再学習を行った．そして，再学
習したモデルを用いて再度指数の推定を行った．結果
を図 3に示す．ドメイン適応の結果，0.686から 0.701

に相関係数が微増し，一定の効果が見られた．
なお，2014年の前半に景気ウォッチャーDIは大きく
落ち込んでおり，S-APIR指数と大きな乖離がある．こ
れは消費税が 8%に増税された時期であり，景気ウォッ
チャーDIと比較して，S-APIR指数では増税の影響が
小さいことは興味深い．この原因として，景気ウォッ
チャー調査の対象の約 7割が家計動向関連業従事者で
あることが考えられる．すなわち，増税のように家計に
与える影響が大きい要因はより強く景況感に影響を与
えると考えられる．そこで，企業動向関連業従事者のみ
から算出された景気ウォッチャーDI（現状）と S-APIR

指数を比較したところ，相関係数は 0.819と大きく上
昇した．この結果は，日経新聞から算出した S-APIR

指数は，より企業動向を反映している指標であること
を示している．

4.3.2 ドメイン適応によるモデルの変化

前節で，モデルの再学習を通したドメイン適応によっ
て，S-APIR指数と景気ウォッチャー DIの相関係数が
向上することを実験的に示した．ここでは，モデル自
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体が再学習によってどのように変化したのか調べるた
め，再学習前のモデルと再学習後のモデルそれぞれに
対して，（新聞記事の文ではなく）単語のみをモデルの
入力として与え，指数の予測を行った．表 3に，それ
ぞれのモデルで指数が大きかった 10単語を上位から順
に示す．上向きの矢印「↑」が付してある語は順位が
上昇したもの，下向きの矢印「↓」は順位が下降した
ものを示す．「好調」，「享受」，「復調」などの語の順位
が上昇する一方，「最高」，「絶好調」などの順位は降下
している．

表 3: 単語のみで予測した景況感指数（上位 10件）．
再学習前 再学習後

快調 0.738 好調（↑） 1.591
絶好調 0.688 享受（↑） 1.503
好調 0.671 復調（↑） 1.502
最高 0.659 好転（↑） 1.488
上々 0.654 向上（↑） 1.485
好転 0.654 最高（↓） 1.484
伸 0.632 刺激（↑） 1.469
売れれ 0.630 絶好調（↓） 1.456
上向い 0.624 伸（↓） 1.449
着実 0.617 図り（↑） 1.437

同様に，表 4で指数が小さかった 10単語を比較する．
「悪化」，「激減」などの順位が上昇する一方，「舗装」，
「壊滅」の順位が下降している．モデルの再学習の結果，
両者とも，ニュースで使われるような語彙が表の中で
より上位に，アンケート回答で使われるような語彙が
より下位にシフトしていることが確認できる．

表 4: 単語のみで予測した景況感指数（下位 10件）．
再学習前 再学習後

舗装 −1.543 悪化（↑） −2.029
不通 −1.441 激減（↑） −2.028
最悪 −1.355 最悪（－） −2.026
壊滅 −1.334 舗装（↓） −2.026
急変 −1.303 急変（－） −2.019
全滅 −1.285 壊滅（↓） −2.018
追い打ち −1.282 低落（↑） −2.017
激減 −1.278 減益（↑） −2.017
エスカレート −1.257 損失（↑） −2.013
漁船 −1.232 急落（↑） −2.011

なお，ここではモデルの再学習の効果を調べるため
に単語ごとの指数を予測したが，このようにして得ら
れた語と指数の組は，単語とその極性値（感情値）と
も見なせる．すなわち，この結果は経済ドメインの極
性辞書としても利用することができる．一般ドメイン
においては Takamuraら [Takamura 05]の極性辞書な
ど利用可能な資源がいくつか存在するものの，経済ド
メインかつ日本語で自由に利用できる極性辞書は少な
い．よって，この結果は，経済分野のテキストの感情分
析に用いる言語資源としても有用であると考えられる．

4.4 景況感に影響を与える要因の分析

続いて，3.2節に述べた方法で景況感に影響を与える
要因について分析した．この方法では任意の語句につ
いて分析が可能であるが，ここでは例として「中国」，
「貿易」について景況感指数への寄与を算出した結果を
図 4，図 5に示す．いずれも上側のグラフはドメイン
適応したモデルで算出した S-APIR指数であり，比較
のために示している．
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図 4: 景況感への「中国」の寄与．
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図 5: 景況感への「貿易」の寄与．

図 4を見ると，S-APIR指数と中国の寄与は似た動き
をしており，中国に関する情勢が景況感に影響を与え
ていることが観察できる．特に，2015年半ばから 2016

年初頭にかけては，中国の寄与度がマイナス側に大き
く出ており，景況感を押し下げる一因となっているこ
とが分かる．なお，この時期は，中国の景気が急速に
悪化した時期である．
続いて図 5を見ると，貿易に関する記事は，2013年
から 2018年始めまで長らく景況感にほとんど影響を与
えていなかったことが分かる．しかしながら，その後
急速に寄与が低下し（マイナス方向に増加し），景況
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感にマイナスの影響を与えている．これは，2018年後
半に始まった米中貿易摩擦を反映しているものと考え
られる．

5 おわりに

本研究では，低コストで速報性の高い景況感指数を
開発すること，および景況感に影響を与える要因を分
析することを目的として，日々発信されるニュース記事
を用いた指数予測の枠組みについて検討した．具体的
には，1クラス SVMによる景気関連文の同定，GRU-

RNNによる指数の推定（回帰），新聞記事を用いたモ
デルのドメイン適応について実験的にそれぞれの効果
を検証した．その結果，指数の予測に用いる入力を景
気関連文に限定し，さらに新聞記事を用いてモデルを
再学習することで，既存の景気ウォッチャーDIとより
高い相関が得られることを確認した．なお，比較対象
を企業動向に限定した場合，相関係数が大きく向上し
た．この結果は，本研究で開発した S-APIR指数が，企
業動向をより強く反映した指数であることを示唆して
いる．そして，文単位で予測した指数を単語単位に分
割して再集計することで，任意の要因（語句）が景況
感に与える影響を時間軸に沿って分析できることをい
くつかの例とともに示した．
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景気の先行き判断の「先行き」の解釈における差異の識別:
PU学習とテキストマイニングの応用

Identifying Different Definitions of Future
in the Assessment of Future Economic Conditions:

Application of PU Learning and Text Mining

加藤 真大 1

1 東京大学
1 The University of Tokyo

Abstract: The Economy Watcher Survey, which is a market survey published by the Japanese
government, contains assessments of current and future economic conditions by people from var-
ious fields. Although this survey provides insights regarding economic policy for policymakers, a
clear definition of the word “future” in future economic conditions is not provided. Hence, the
assessments respondents provide in the survey are simply based on their interpretations of the
meaning of “future.” This motivated us to reveal the different interpretations of the future in their
judgments of future economic conditions by applying weakly supervised learning and text mining.
In our research, we separate the assessments of future economic conditions into economic condi-
tions of the near and distant future using learning from positive and unlabeled data (PU learning).
Because the dataset includes data from several periods, we devised new architecture to enable
neural networks to conduct PU learning based on the idea of multi-task learning to efficiently
learn a classifier. Our empirical analysis confirmed that the proposed method could separate the
future economic conditions, and we interpreted the classification results to obtain intuitions for
policymaking.

1 Introduction
The Economy Watcher Survey is a market survey

published by the Japanese government. The data con-
sists of two types of assessments of economic condi-
tions, current and future economic conditions, with
five ranks. Although this survey provides policymak-
ers with deep insights, it is difficult to interpret the
assessments of future economic conditions because the
meaning of future is not clearly defined and the def-
inition thereof relies on the respondent’s interpreta-
tion. Therefore, to obtain a clear understanding of
survey participants’expectations, our approach was
to classify assessments of future economic conditions
into those pertaining to the near and distant future,
respectively. This led us to propose a novel method
that uses text data and a machine-learning algorithm
in an attempt to grasp these expectations with re-
spect to future economic conditions using data from
the Economy Watcher Survey. For the classification

task, we apply an algorithm that learns from positive
and unlabeled data (PU learning), which is a machine-
learning algorithm that enables us to train a classifier
only from positive and unlabeled data.

Among studies of economic trends, methods using
information contained in text data have become pop-
ular. Pioneering methods in this field are Tetlock
[2007]; Tetlock et al. [2008], which involved the con-
struction of sentimental indexes from articles of a col-
umn in the Wall Street Journal and an analysis of
the predictability of the stock market. Kulkarni et al.
[2009] predicted the residential price by using the num-
ber of searches on Google. Guzman [2011] also con-
structed real-time inflation expectations from search
queries on Google.

PU learning is an algorithm of weakly supervised
learning　 [Elkan and Noto, 2008; Ward et al., 2009;
Blanchard et al., 2010; Nguyen et al., 2011]. In the
section describing the problem setting, we consider a
situation in which only positive and unlabeled data
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exist, and use only these data to train a binary clas-
sifier. PU learning has two scenarios known as censor-
ing scenario and case-control scenario Elkan and Noto
[2008]. In the study presented in this paper, we only
focus on the case-control scenario, in which positive
data are obtained separately from unlabeled data, and
unlabeled data are sampled from the entire popula-
tion. In this study, we construct our algorithm on the
basis of subsequent research known as unbiased PU
learning [du Plessis et al., 2015], which minimizes the
unbiased estimator of the classification risk.

After classifying the assessments of future economic
conditions into those relating to the near and distant
future, we calculated the averaged ranks for both the
near and distant future. As a result, we found that a
significant difference exists between economic condi-
tions relating to these two future periods. This result
infers the possibility that people’s definition of the
future differs. This fact is important from the view-
point of economics. In macroeconomics, a researcher
may be interested in the possibility of controlling peo-
ple’s expectations of the market. Our empirical anal-
ysis reports the fact that assessments of the economic
conditions of the distant future were mainly based on
economic fundamentals such as the population and
diplomatic relationships.

In the following sections, we describe our problem
setting and propose an algorithm that solves the prob-
lem. Subsequently, we present the results and inter-
pretations of our empirical analysis.

2 Problem Setting
We consider the binary classification of text data.

In the following parts, we describe the dataset and
classification problem in detail.

2.1 Economy Watchers Survey

In our analysis, we used the Economy Watchers
Survey, a dataset that contains text data and is pub-
lished by the Japanese government 1). The purpose
of this survey is to enable the region-by-region eco-
nomic trends to be grasped accurately. This survey

1)Particulars of the dataset are provided on
the homepage of the Japanese government,
https://www5.cao.go.jp/keizai3/watcher-e/index-e.html.
The survey enlists the cooperation of people holding employ-
ment positions that enable them to observe activity closely
related to the regional economy. We downloaded the dataset
from the page.

consists of two assessments, an assessment of current
and future economic conditions with the possibility of
entering sentences to motivate the answers by provid-
ing reasons. Respondents evaluated the current and
future economic conditions by five ranks, 0, 1, 2, 3, 4.
The evaluation 0 means “worse” or “will get worse”
compared with a previous period. The evaluation 4

means “better’ or “will get better” compared with a
previous period. The evaluation 2 represents a neutral
position on the assessment of economic conditions.

Interpretation of Assessment of Future Eco-
nomic Conditions: Assessments of current and fu-
ture economic conditions provide us with deep in-
sights into economic reality. However, in the ques-
tionnaire, there is no clear definition of the concept
of the “future” with respect to future economic condi-
tions. Hence, different people interpret the duration
of “future” in their own way. Whereas one person
may imagine the future as just one week, the “future”
might be a few months for another person. Therefore,
to analyze the assessments more accurately, we need
to classify assessments of future economic conditions
as being either near or distant economic conditions.

2.2 Classification of an Assessment of
Future Economic Conditions

To classify future economic conditions into those
expected to occur in either the near or distant fu-
ture, we propose assuming that current economic con-
ditions share similar sentences with those expected in
the near future. Our classification strategy is to re-
gard current economic conditions as positive data and
future economic conditions as unlabeled data, which
potentially consists of positive and negative data. In
this paper, positive data are assessments of the cur-
rent economic conditions and those expected in the
near future, whereas negative data are assessments of
economic conditions foreseen to prevail in the distant
future. We illustrate the relationship between assess-
ments of current and future economic conditions of
our assumption on Figure 1. We train our classifier
only from positive and unlabeled data by using an
algorithm that employs PU learning. Therefore, the
goal of this problem is to classify x ∈ X ⊂ Rd into
one of the two classes {−1,+1}, where +1 denotes
assessments of current economic conditions and those
expected in the near future (positive data) and −1
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図 1: Our assumed definition of the time structure of
assessments.

denotes economic conditions relating to the distant
future (negative data).

2.3 Data Generating Process of Econ-
omy Watchers Survey

Let us describe the data generating process of our
problem. Let us assume that we have n data points
at t-th period and denote the i-th text data as xi ∈
X ⊂ Rd. If the target of text data xi describes cur-
rent or near future economic conditions, we attach a
positive label, i.e., yi = +1. If the target of text data
xi describes distant future economic conditions, we
attach a negative label, i.e., yi = −1. However, in the
dataset, we can only observe positive data, and unla-
beled data, which includes both positive and negative
data. In addition, if the text data xi belongs to a
period t ∈ {1, ..., T}, we denote the fact as zi = t.
Using these notations, we define our data generating
process as follows:

{xi}ni=1
i.i.d.∼ p(x|y = +1, z = t), {x′

i}n
′

i=1
i.i.d.∼ p(x|z = t),

where {xi}ni=1 and {x′
i}n

′

i=1 denote the positive and
negative data at t-th period, and p(x|z = t) can be
decomposed as

p(x|z = t) =p(y = +1|z = t)p(x|y = +1, z = t)

+ p(y = −1|z = t)p(x|y = −1, z = t).

3 Learning from Positive and Un-
labeled Data with Time Series
Data

To classify data consisting only of positive and unla-
beled data, we propose using multi-task PU learning
(MTPU ). In this section, we provide details of the
proposed algorithm.

3.1 Learning from Positive and Unla-
beled Data

Before explaining our model, let us explain the stan-
dard setting of PU learning. In PU learning, we con-
sider a binary classification problem to classify x ∈
X ⊂ Rd into one of the two classes {−1,+1}. We
assume that there exists a joint distribution p(x, y),
where y ∈ {−1,+1} is the class label of x. PU learn-
ing relies on two distinct sampling schemes, namely
the censoring scenario and case-control scenario [Elkan and Noto,
2008]. The PU learning framework we use in this
study is the case-control scenario, in which we sup-
pose access to a positive dataset {xi}ni=1

i.i.d.∼ p(x|y =

+1) and an unlabeled dataset {x′
i}n

′

i=1
i.i.d.∼ p(x). Let

ℓ : R × {±1} → R+ be a loss function, where R+

is the set of non-negative real values, and F be the
set of measurable functions from X to [ϵ, 1− ϵ], where
ϵ ∈ (0, 1/2) is a small positive value. This constant ϵ is
introduced to ensure the following optimization prob-
lem is well-defined based on the result of Kato et al.
[2019]. Here, du Plessis et al. [2015] showed that the
classification risk of f ∈ F can be expressed as

RPU(f) = p(y = +1)Ep[ℓ(f(X),+1)]

− p(y = −1)Ep[ℓ(f(X),−1)] + Eu[ℓ(f(X),−1)],
(1)

where Ep and Eu are the expectations over p(x|y =

+1) and p(x), respectively. The above formulation of
PU learning provides the unbiased risk of the classifi-
cation problem.

3.2 Multi-Task Non-negative PU learn-
ing for Time Series Data

In addition to the standard setting of PU learning,
we could take the time structure into account. The
Economy Watcher Survey comprises monthly data,
with approximately 2, 600 records for each month.
Here, we would need to use different classifiers for
the data included in each month for the following two
reasons. First, the model can vary across periods.
Second, we would not be able to include data of the
(t + 1)-th period to train a model of data of the t-th
period because the data of the (t+1)-th period might
have information of the data of the t-th period. This
made it necessary to use different models across dif-
ferent periods. For z = t, we denote the model as
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図 2: Neural network model for multi-task learning for
PU learning. The models share one shared network
with 3 layers.

fz=t and the risk as follows:

RPU(fz=t, z = t) = p(y = +1|z = t)Ep,t[ℓ(f(X),+1)]

− p(y = −1|z = t)Ep,t[ℓ(f(X),−1)] + Eu,t[ℓ(f(X),−1)], ,

where Êp,t denotes the averaging operator over pos-
itive data, Êu,t denotes averaging over the unlabeled
data at the t-th period. We additionally introduce a
model for multi-task learning to PU learning. Multi-
task learning is proposed to train neural networks ef-
ficiently by using the common features across differ-
ent tasks Caruana [1997]. If a common feature ex-
ists across periods, we can train our models more effi-
ciently by sharing the common feature among models
fz=t for t = 1, ..., T through the layers named shared
layers, the structure of which is shown in Figure 2.
We named this model MTPU. Details of its structure
are provided in the section for empirical experiments.

3.3 Sample Approximation of the Un-
biased Risk

When we train a classifier, we can naively replace
the expectations with the corresponding sample av-
erages. However, Kiryo et al. [2017] pointed out that
the basic form of the unbiased PU learning is inef-
fective with a deep neural network because of over-
fitting caused by the fact that the risk is not lower

bounded. To implement PU learning with deep neural
networks, we applied the non-negative risk proposed
by Kiryo et al. [2017] to the empirical risk defined in
(2). For a hypothesis set H, let us define the following
risk minimization problem,

f̂z=t = argminfz=t∈H

[
R̂PU(fz=t, z = t) +R(f)

]
,

(2)

where R̂nnPU(fz=t, z = t) is a sample approximation
of RPU(fz=t, z = t) with non-negative transformation
proposed by Kiryo et al. [2017] and R is a regulariza-
tion term.

3.4 Class Prior and Selection Bias

The remaining problem is to make a decision re-
garding the class prior p(y = +1|z = t). The class
prior p(y = +1|z = t) would be different across pe-
riods t. Although several algorithms have been pro-
posed to estimate the class prior [du Plessis and Sugiyama,
2014; Ramaswamy et al., 2016; Jain et al., 2016], the
estimation is still known to be a difficult task. How-
ever, we can avoid the problematic estimation in the
case of the particular goal we hope to reach. In our
experiments, we assume that the class prior is p(y =

+1|z = t) = 0.2 for all periods, t = 1, 2..., T . This
assumption is not realistic because the probability
would have different values across the periods. How-
ever, Kato et al. [2018, 2019] showed that the function
fz=t is simply linear-proportional to the class prior,
i.e., the following relationship holds even if we miss-
specify the class prior:

p(y = +1|x, z = t) ≤ p(y = +1|x, z = t)

⇔ fz=t(x) ≤ fz=t(x). (3)

Therefore, even when we cannot obtain the exact value
of p(y = +1|x, z = t), we can still identify the order
of p(y = +1|x, z = t) with regard to x. Our empirical
analysis separates the assessment of future economic
conditions into near and distant future economic con-
ditions based on this property. We classify 1/5 of data
from the highest value of fz=t into assessments of near
future economic conditions, and 1/5 of data from the
lowest value of fz=t into assessments of distant future
economic conditions. In addition to the robustness to
the miss-specified class prior, the function fz=t also
holds the relationship 3 under the selection bias of
positive data [Kato et al., 2019] if our assumption is
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図 3: Plotted assessments of the economic conditions of the near and distant future and those pertaining to the
present and future. The horizontal line at y = 2 is the neutral state. The red vertical lines on the horizontal
line represent the results of the two-sample t-test. The thin and bold red vertical lines represent the 5% and
1% significance levels, respectively.

mild. Thus, our results can reduce the influence of
the miss-specified class prior and selection bias.

4 Empirical Analysis
In this section, we report the results of the empirical

analysis of data from the Economy Watcher Survey.
The survey was conducted every month starting in
2000. Our analysis only used data from January 2016
to June 2019, i.e., 42 months’ data. Each month in-
cludes approximately 2, 600 samples. The reason for
the heterogeneity among the data is the lack of text
in respondents ’answers. In total, we had 111,501
samples.

We used Bag-of-Words to represent the documents
as 16, 914-dimensional vectors. After vectorizing the
text data, we applied PU learning with the afore-
mentioned MTPU. In addition to the model, we also
used the standard model of PU learning to compare
the performance. We used this model of PU learn-
ing in two ways. First, we used all samples to train
one model. Second, we prepared one model for each
month. Details of the neural networks are provided
in the following section. After training our classifier,

we classified the assessment of future economic condi-
tions using unlabeled data that we used for training.

Neural network model: First, we describe the
model we used for MTPU. The model for the shared
network was a 3-layer multilayer perceptron (MLP)
with ReLU Nair and Hinton [2010] (more specifically,
16914− 500− 500− 500). The neural network model
following the shared network was a 2-layer MLP (more
specifically, 500 − 500 − 1) with ReLU. Next, we de-
scribe the model we used for non-negative PU learn-
ing. The model for the neural network was a 5-layer
MLP (more specifically, 16914 − 500 − 500 − 500 −
500−1) with ReLU. We set p(y = +1|z = t) = 0.2 for
all t ∈ {1, 2, ..., 42}. For both methods, we use logistic
loss for the loss function ℓ.

4.1 Difference among the Assessments

In this section, we report the extent to which assess-
ments differ across current, future, near future, and
distant future economic conditions.

Averaged Assessments and t-test: We report the
averaged assessments of economic conditions in the
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図 4: Co-occurrence network of near and distant future economic conditions in June 2016 and February 2017.
The lengths of the edges represent the value of the Jaccard coefficients. Shorter edges indicate a stronger
relationship (the value of the Jaccard coefficients is larger) between the two words. The widths of the edges
also represent the value of the Jaccard coefficients between the two words. The bold edges similarly signify a
stronger relationship (the value of the Jaccard coefficients is larger) between the two words. The color of the
nodes relates to the assessment. The yellow-green color denotes that the averaged value is 2, i.e., the assessment
is neutral. The warmer and cooler colors represent positive and negative assessments, respectively.

near and distant future in comparison with those of
the current and future. Assessments of the near and
distant future economic conditions are estimated by
MTPU and non-negative PU learning with neural net-
works. For non-negative PU learning, we used two
models. The first (named PU1) entailed training one
model for all samples. The second (named PU2) in-
volved using different models for the data of different
months. The results are presented in Table 1. For
each period, we show the results of the two-sample t-
test with unequal variances between the assessments
of the economic conditions of the near and distant
future. Values for which the difference between the
mean of the assessments is significant are indicated
by superscript ∗ in the table. One ∗ and two ∗s mean
that the null hypothesis of the two-sample t-test is
rejected at the 5% and 1% significance levels, respec-
tively.

Visualization as a Time Series: To facilitate a
more intuitive understanding of the reported results,
we plotted the averaged assessments in the time series
in Figure 3, where the x-axis corresponds to the time
series, and the y-axis corresponds to the value of the
assessment. The blue, orange, green, and red lines
correspond to assessments of the economic conditions
in the near future, distant future, at the present time,
and in the future. The horizontal black dashed line at
y = 2.0 represents the neutral condition in the 5-step
evaluations for the economic conditions from 0 (bad)
to 4 (good). The vertical red lines perpendicular to
the line y = 2.0 indicate that the difference between
the average assessments of the economic conditions in
the near and distant future is significant in the two-
sample t-test. The bold vertical lines represent that
the null hypothesis of the two-sample t-test is rejected
at the 1% significance level and the other red lines
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represent that two ∗ means that the null hypothesis of
the two-sample t-test is rejected at the 5% significance
level. For example, the assessments of the economic
conditions in the near future in 2017 are significantly
higher than those of the distant economic conditions.

4.2 Text Mining

This section presents our analysis of the text based
on assessments of the text data. For text mining, we
use tf-idf and the Jaccard coefficient, which are stan-
dard techniques of natural language processing. First,
we separate the assessments of the economic condi-
tions in the near and distant future for the month in
which the assessments were published, i.e., we form
groups of monthly assessments. Then, we denote a set
of the group of assessments asM, and we apply tf-idf
to identify the word that characterizes the document.
Then, for the 50 words with the highest tf-idf, we
measure the Jaccard coefficient Manning and Schütze
[1999], which measures the similarity between two
sets. Let Mw ∈ M be a set of sentences including
the word w. The Jaccard coefficient J(Ma,Mb) for
a word a and a word b can be expressed as follows:

J(Ma,Mb) =
|Ma ∩Mb|
|Ma ∪Mb|

. (4)

Based on these results, we plotted the co-occurrence
networks in Figure 42). Because of the limitation
placed on the length of the paper, we only show the
network of assessments in June 2016 and February
2017. June 2016 is one of the periods in which the
value of assessments greatly changed. Throughout
2017, the economic conditions of the near future are
less than those in the distant future, and February
2016 is one of these periods. Because of the small
size of our graphs, we placed enlarged versions of
these graphs in the appendix3) in both English and
Japanese.

4.3 Interpretations

Figure 4 displays words related to economic fun-
damentals, such as the structure of the labor supply
and international politics. In other words, these re-
sults can be interpreted as meaning that assessments

2)We translated from Japanese to English using an API pro-
vided by Google (https://pypi.org/project/googletrans/).

3)https://arxiv.org/abs/1909.03348

of the economic conditions of the near future repre-
sent the economic cycle, whereas assessments of the
economic conditions of the distant future represent
the economic trend. For example, the words “U.K.”
and “withdrawal” appear, both of which are related
to Brexit among the economic conditions of the dis-
tant future, “Business cycle,” and “Trend” in June
2016. The words “US” and “President” appear in
Feb. 2017. On the other hand, the economic con-
ditions of the near future in June 2016 and Feb, 2017
are represented by words that have less relationship
with economic fundamentals such as “rainy season”
and “Valentin’s day.” For policymakers, this is an
insightful finding because the result infers that they
cannot easily change people’s expectations based on
economic fundamentals.

5 Conclusion
In this paper, we proposed a new application of PU

learning and text mining to data consisting of finan-
cial text. We developed a new model named MTPU
to train neural networks efficiently using data with
a time structure. Our empirical analysis showed the
classification result and interpretations based on text
mining and economics. The result is insightful to pol-
icymakers because the result infers that people might
have a different interpretation of the definition of the
future and may assess the future economic outlook dif-
ferently based on their interpretations of the future.
Besides, we also found that there are different main
reasons between near and distant future economic as-
sessments.
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アナリストレポートにおける
キーワード関連文の抽出と景況感推移観測への応用
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Abstract: Analysts in investment trust management companies survey business achievements of

target companies and are supposed to summarize them in the form of an analyst report. A fund

manager reviews the reports and decides which companies to invest based on the reports as well

as various economic indices and information. However, when searching for potential investment

targets, a fund manager is generally required to read a large number of analyst reports and other

related documents, Obviously, this work is not an easy task even for a skilled manager. In this work,

we propose an intelligent system that retrieves meaningful sentences related to a specific query such

as ‘performance’ and automatically evaluates a market trend in order to mitigate their work loads.

From a total of 37,398 analyst reports and interview records, we obtained word embedding vectors

using Word2Vec, and related sentences addressing company’s financial soundness were retrieved

based on the similarity to a query. In our experiments, for the word ‘achievement’, we retrieved

395 sentences out of 2,182 sentences that were 2.67 times larger than those when an exact search

was applied. On the other hand, a trend of market sentiment obtained from a keyword such as

‘profit’ did not have high correlation against actual market indices.

1 はじめに

投資信託を請け負う投資信託運用会社（運用会社）
は，投資によって利益が得られる優良企業を見出し，そ
の投資額を適切に設定することが求められる．このた
め，運用会社に所属するアナリスト及びファンドマネー
ジャーは，日常的に投資候補企業の調査を行い，投資先
の選定を行っている．具体的には，まずアナリストが
投資候補企業の調査を行い，その調査結果を速報的に
アナリスト往訪記録という文書にまとめ，十分に情報
収集ができたタイミングで有価証券報告書や株価，同

∗連絡先：神戸大学 数理・データサイエンスセンター
　　　　　　〒 657-8501 神戸市灘区六甲台町 1-1
　　　　　　 E-mail: ozawasei@kobe-u.ac.jp

業他社の情報なども分析して，正式な報告書であるア
ナリストレポートを発行する．このアナリストレポー
トをもとに，ファンドマネージャーは投資候補企業へ
の投資判断を行っている．この投資先決定フローにお
いて，ファンドマネージャーは，アナリストがまとめた
多数のレポートを精読しなければならず，これには多
大な労力と時間を要する．そこで，この業務をサポー
トするシステムの開発が求められている．
このようなシステムとして，深層学習を用いたデー
タ駆動型の文書解析手法が注目されており，アナリス
トレポートの文書表現から景況感を読み取る試みが行
われている．小林ら [1] は，アナリストレポートから
アナリスト予想の根拠を含む文を自動抽出できること
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を示した．また，得られた文に対して極性付与を行い，
75.13%の精度で極性を推定できることを示した．小林
らの手法では，「手がかり表現」と呼ばれるキー単語を
人手で入力して，アナリスト予想の根拠となる文の特
徴抽出が試みられている．そして，得られた特徴量に
対して 12 層の全結合ニューラルネットワークを利用
し，景況感判定を行っている．この手法では，根拠情報
を含む文しか出力できないことや事前に定義した「手
がかり表現」を入力する必要があり，分析者がアナリ
ストレポートの特徴を熟知していることが前提となる．
また，多数の全結合層で構成されたニューラルネット
ワークを使用しているため，勾配消失や学習の発散，過
学習などが懸念される．
本研究では，分析者の専門知識を前提としなくても
自動的に手がかり表現の関係性が学習され，指定した
キー単語に依存しない関連文抽出が可能となる深層学
習モデルのアプローチを採用する．ニューラルネット
の構造を制約することで，全結合ニューラルネットワー
クで問題となる勾配消失等の問題を緩和し，文書の分
類タスクで著しい成果を挙げている「BERT[2]」を用
いたシステムを提案する．

2 提案システム

本論文では，アナリストレポートにおいて，蓄積さ
れたアナリストレポートを用いて，入力された視点に
対する景況感の推移を確認できるシステムを提案する．
本システムの概略図を図 1に示す．本提案システム
は大きく分けて 2つのモジュールで構成されており，そ
れぞれ図 1の，課題 2で示されている部分である．1つ
目はWord2Vec[3]を用いて入力したキーワードにおけ
る関連文をアナリストレポートから抽出するモジュー
ルである．2つ目は自然言語処理の各種タスクにおいて
目覚ましい成果を挙げている BERTを用いたモジュー
ルで，1つ目のモジュールで得られた関連文をもとに
キーワードにおける景況感推移を観測するものである．

2.1 キーワード関連文抽出モジュール

例えば，「業績」という観点で景況感追跡を行いたい
場合，「業績」という単語を持つ文を抽出するだけでは
不十分であることは想像に難くない．「業績」に関して
述べるために「決算」や「収益」など，「業績」に近い
意味を持つ単語を用いている可能性も低くないからで
ある．
本モジュールの概略図を図 2に示す．これは「業績」
だけでなく「決算」や「収益」などの単語を含んだ文
の抽出を行うことを目的とした．本モジュールに入力
した「業績」などのキーワードと近い意味を持つ「決

算」や「収益」などの単語を，Word2Vecを用いて抽出
し，それらの単語を含む文を関連文としてアナリスト
レポートから抽出することによって実現する．
まずアナリストレポート及びアナリスト往訪記録を
コーパスとして学習させたWord2Vecを用いて，入力
したキーワードと近い意味を持つ単語 (関連語)を抽出
する．上述の例においては，キーワードが「業績」，関
連語が「決算」や「収益」となる．そして，キーワー
ドと関連語を含む文を抽出すること本モジュールの出
力とする．
このようにして得られたキーワード関連文は，次の
景況感推移観測モジュールに入力される．

2.2 景況感推移観測モジュール

本モジュールは，自然言語処理の各種タスクにおいて
目覚ましい成果を挙げている BERTを用いたモジュー
ルで，キーワード関連文抽出モジュールで得られた関
連文をもとにキーワードにおける景況感推移を観測す
るものである．概略図を図 3に示す．
まずWikipediaコーパスを用いてBERTの事前学習

を行う．その後景況感ラベルの付与されたアナリスト
文書を用いて BERTの Fine-Tuningを行い，文章から
景況感を推定できるように学習を行う．これによって
得られた学習済み BERTモデルを用いて，キーワード
関連文抽出モジュールから入力された文ごとに景況感
判定を行い，年度内で景況感を平均する．これによっ
てキーワードにおける年度ごとの景況感が抽出可能と
なる．

3 実験設定

3.1 検証に利用したデータ

本提案システムは特定企業におけるキーワード別の
景況感を追跡するものである．本検証では東証一部上
場企業 1社について検証を行った．この企業を企業AB

と定義する．存在したアナリストレポートは，2002年
から 2016年に発行されたもので，総文書数は 76文書，
総文数は 1764文であった．アナリストレポートは docx

ファイルで発行されていたため，Pythonモジュールで
ある docx2txt1を利用し，文字列の抽出を行った．

3.2 キーワード関連文抽出モジュール

三井住友 DSアセットマネジメント株式会社から提
供を受けたアナリストレポート及びアナリスト往訪記

1docx2txt · PyPI, https://pypi.org/project/docx2txt/
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図 1: 提案手法の概略図

図 2: キーワード関連文抽出モジュールの概略図

表 1: アナリスト文書の内訳
文書の種類 ラベル 数量

アナリスト往訪記録

ポジティブ 1,145

ネガティブ 788

ニュートラル 2,160

- 9,580

アナリストレポート - 21,892

録をコーパスとして，Word2Vecの学習を行った．利
用した文書データの内訳及びWord2Vecの学習のパラ
メーターをそれぞれ表 1及び表 2に示す．
また学習前の処理として，これらの文書に適切な前
処理を行った後，活用する単語の原形への変換，数値
データの正規化，記号の削除の処理を行った．分かち
書きには PythonモジュールであるMeCabを利用し，
その辞書として NEologd[4]を利用した．
学習後のWord2Vecを用いてキーワードに対する関

連語抽出するが，本検証ではWord2Vecの出力する単

表 2: Word2Vecのパラメーター
パラメーター名 値

ウィンドウサイズ 2

単語ベクトルの次元数 500

min count 1

イテレーション数 20

語ベクトルのうち，キーワードのベクトルにコサイン
類似度の近い上位 5つの単語を関連語と定義した．

3.3 景況感推移観測モジュール

本検証ではウェブ上で一般公開されている事前学習済
み BERTモデルを利用した2．これはWikipediaコー
パスを用いて学習させたもので，SentencePiece[5] で

2BERT with SentencePiece を日本語 Wikipedia で学習し
てモデルを公開しました, https://yoheikikuta.github.io/bert-
japanese/
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図 3: 景況感推移観測モジュールの概略図

表 3: BERTのパラメーター
パラメーター名 値

最大入力トークン数 398

バッチサイズ 2

BERT内部の隠れ層の次元数 768

学習率 1e-5

ドロップアウト率 0.1

BERT内部の隠れ層の活性化関数 GELU[6]

Attention[7]のヘッド数 12

Encoder[8]の層数 12

語彙数 32,000

トークン化を行ったものである．SentencePiece の辞
書は 32,000の語彙数で学習されたものである．
本検証における BERTのパラメーターは表 3のとお
りである．
Wikipedia コーパスを用いて事前学習を行った後，
キーワード関連文抽出モジュールで得られた文ごとに
景況感判定を行うため，Fine-Tuningを行った．BERT

の最終層に全結合層を結合し，景況感となる 2値分類を
文ごとに行う．アナリスト往訪記録のうちラベルデー
タの付与された 1,933文書を用い，テストデータにおい
て 91%程度の分類精度が可能となるまで学習を行った．

表 4: 「業績」の関連語
単語 コサイン類似度

収益 0.487

決算 0.479

利益 0.479

ﾊﾞﾘｭｴｰｼｮﾝ 0.460

業績予想 0.453

上期決算 0.437

株価 0.405

受注販売 0.385

受注 0.382

単独決算 0.367

4 性能評価

4.1 キーワード関連文抽出モジュール

まず，本モジュールで得られた関連語を表 4及び表
5に示す．
直感的な違和感を覚えることはほとんどないと言え
る．特に，「業績」を入力することによって得られた「バ
リュエーション」は投資判断において一つの重要な指
標を示す単語であり，この単語が抽出されていること
は注目に値する．「利益」においても「営業利益」・「経
常利益」・「純利益」などの単語が抽出され，類似語を
抽出するという目標は達成されたと言える．
次に，「利益」を入力することで抽出された関連語か
ら得られた関連文例を図 4に示す．
2文目では，「利益」の単語が含まれていないにも関わ
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図 4: 「利益」の関連文例

表 5: 「利益」の関連語
単語 コサイン類似度

収益 0.629

損益 0.534

営業利益 0.521

経常利益 0.509

純利益 0.494

粗利益 0.485

業績 0.479

最終損益 0.467

税引後利益 0.464

売上 0.460

らず，利益に関係が深いと言える文が抽出されている．
しかし 3文目では，「利益」よりもフリーキャッシュフ
ローを重視しているという内容で，利益に関係が深い
文とは言えない．このような文も一部抽出されており，
除外したり影響を小さくしたりするシステムを開発す
る必要があると考えられる．

4.2 景況感推移観測モジュール

まず，キーワード関連文抽出モジュールで得られた
各文に対して BERTで景況感判定を行った結果を図 5

に示す．
上から 2つの文に関しては得られた景況感に関して
大きな違和感は無く，正しく推定が行われていること
がわかる．しかし 3番目の文のように，1文内に景況感
が混在している文も存在し，人間によっても景況感を
付与することは難しい．また 4番目の文では「売上未
達」のネガティブ情報と，「収益性の向上」のポジティ
ブ情報が両方含まれている．文末にあるポジティブ情
報を強調した文であると考えられるが，システムの推
定結果はネガティブ情報に注目していると考えられる．
5文目は景況感情報が含まれていない情報である．ま

た，例示はしていないが，過去に発行したアナリスト
レポートから引用されている場合もあり，これらの文
章を景況感判定に用いてしまうと，常に同じ結果を出
力してしまうため，景況感のバイアスとなってしまい，
変化点の検出が難しくなる．
このように，抽出された関連文に景況感と直接関係
のない文やバイアスとなる文章，1文内に景況感が混
在する文などが複数含まれており，これらの文を除外
したり，係り受け解析などの手法を用いてさらに細か
い文書単位で景況感判定を行う必要があると考えられ
る．また，4文目のような文を正しく処理するため，文
末に重要な情報を配置する日本語の特性を踏まえたシ
ステムを開発する必要があると考えられる．
次に，景況感を追跡した結果を図 6に示す．企業 A

の純利益の実データと，本システムのキーワードとし
て「利益」を入力した結果を比較した．純利益の実デー
タは有価証券報告書から取得したものである．
システムから得られた景況感推移と対応する実デー
タの推移に明確な相関を発見することはできなかった．
抽出された文には，会社発表やアナリストの想定と実
績との差に関しての記述が含まれている．減益であっ
たとしても想定通りならポジティブな文体で書かれて
おり，増益であったとしても想定を下回るようならば
ネガティブな文体で書かれている．システムから得ら
れた景況感が大きく振れたタイミングで得られた文を
解析することで，これらの差を生み出した要因の抽出
やアナリストの深層心理や勘違いを可視化することが
可能なシステムとなる可能性がある．

5 結論

本論文では，投資信託運用会社の業務をサポートす
るため，過去のアナリストレポートを解析し，任意の
企業・視点に対する景況感を追跡するシステムを提案
した．具体的には，与えたキーワードに基づいてアナ
リストレポートから関連文を抽出するキーワード関連
文抽出モジュールと抽出された関連文の景況感判定を
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図 5: BERTにおける各文の景況感推定結果例

図 6: 企業Aにおける景況感抽出結果と実データの比較

行って，時期ごとにその推移を観測する景況感推移観
測モジュールを開発した．これらモジュールによって，
大量に蓄積されたアナリスト往訪記録やアナリストレ
ポートから関心の高い記述を見つけることが容易にな
り，ファンドマネージャーやアナリストの業務をサポー
トする当初の目標を一定程度実現できた．
しかし，関連文の抽出精度がキーワードによっては，
あまり良くないという課題も残されている．また，得
られた景況感と実際の経済指標との明確な相関を確認
できず，この点も課題として残されている．一方で，本
システムにおける関連度抽出の精度がさらに向上すれ
ば，アナリストの深層心理を可視化できる可能性もあ
り，更に検証を行っていく必要がある．
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Abstract: 自然言語処理の発展に伴い，膨大なテキストデータから有益な情報を抽出することが
可能となりつつある．テキストデータを活用した分析には，その更新頻度の高さやリアルタイム性
から金融経済情勢を迅速かつ的確に把握できるという強みがある．そのため，既存指標を補完する
速報性の高い指標生成はテキストマイニングとの親和性が高い．本論文では，日次で蓄積されるテ
キストから景況指標を生成する手法を提案した．そして，実際に沖縄県を対象に景況指標を生成し，
既存指標を高い精度で再現していることを確認した．加えて，得られた景況指標から業種間における
景況感の連動性を分析した．

1 はじめに

経済・金融において，種々のデータは将来のマーケッ
ト動向を予測し，その分析を行うために用いられてい
る．一般的に，マーケット動向の予測手法は扱うデータ
の差異からテクニカル分析とファンダメンタル分析に
大別される．前者は，将来の市場は過去の取引実績の
時系列データから予測可能であるという立場の下，過
去の取引価格や出来高を入力データとして予測を行う．
一方で後者は，テクニカル分析で活用されるデータに
加え，該当企業の業績予想など幅広い情報を利用して
将来予測を図る手法である．投資家やアナリストは両
手法を組み合わせ活用してきたが，その扱い易さから
いずれも数値データのみに焦点を当てることが主であっ
た．しかしながら，数値情報以外にもマーケット分析
に有益なデータは存在する．その代表例がテキスト情
報である．我々は日々様々なテキストから情報を得て
いる．ファイナンスの分野においても，専門家によって
書かれたレポートには経済分析に関する重要な知見が
豊富に含まれているであろうし，新聞記事は過去の出
来事やその影響を報じている．また，SNSにおけるコ
メントにも人々の経済に対する印象が反映されている

∗連絡先：東京大学大学院工学系研究科
　　　　　　〒 113-8656 東京都文京区本郷 7-3-1
　　　　　　 E-mail: sakaji@sys.t.u-tokyo.ac.jp

と考えることができる．これらテキスト情報を将来動
向予測に役立てようとする動きが進んでおり，機械学
習を活用した様々な研究が提案されている [Bollen 11]．
地方銀行もまた貴重な金融テキストデータを持って
いる．例えば，業務日報や決算概況，接触履歴などが
ある．業務日報や接触履歴の中には，日々の業務の中
で行員が感じた些細な変化や気づきが含まれている場
合がある．さらに，接触履歴には業種に関する情報も
付与されている場合もある．そこで，本研究では，地
方景況感と業種間構造の分析を接触履歴を用いて行う．

2 関連研究

機械学習によるインデックス生成に関する研究とし
て，山本らの研究 [山本 16]と余野らの研究 [余野 17]が
ある．山本らは LSTMを用いて景気ウォッチャー調査
を学習し，一例として学習したモデルを用いて月例経済
報告 (http://www5.cao.go.jp/keizai3/getsurei/

getsurei-index.html)を指標化している．ここで，月
例経済報告は日本政府が毎月発行する経済レポートで
ある．また，余野らは山本らと同様に景気ウォッチャー
調査で学習したモデルを用いて，月例経済報告から指
数を生成している．彼らは LDAを用いることにより，
個人消費や公共投資，物価などのトピックごとに指標
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を生成することで，どのファクターが影響しているか
を調査できるような手法を提案している．これらの研
究では，景気ウォッチャー調査と月例経済報告という類
似した文書を利用しているのに対して，我々は接触履
歴というテキストを利用している点が異なる．
極性付与に関する研究として，Sakaji et al.の研究

[Sakaji 08]がある．Sakaji et al.は新聞記事から景気動
向の根拠となる表現を抽出し，抽出した根拠となる表現
に極性を付与する手法を提案している．Turney[Turney 02]

は，“excellent”や “poor”などの語を使って，Positive・
Negativeフレーズを抽出し，それを用いて文書分類を
行っている．Pang et al.[Pang 02]は機械学習を用いて
極性分類を行う手法を提案している．これらの研究と
は異なり，本研究では，地域景況インデックスを生成
することを目的にしている．
他にも関連研究として，迫村らの研究 [迫村 13]や山

澤の研究 [山澤 18]がある．迫村らはTwitterデータを
用いて経済動向を分析する研究を行っている．山澤は
景気ウォッチャー調査を対象に，単語と景気の現状判
断 DIの相関を調べ，さらに主成分分析をすることで，
どの単語が景気の現状判断 DIに有効かを調べている．
それに対して，我々は主成分分析などの統計的手法で
はなく，機械学習を利用することで地域景況インデッ
クスを生成している．
また，文や文書に極性を付与するための辞書を生成
する研究として，Ito et al.[Ito 18]の研究がある．Ito

et al.は文の極性を判定しながら，辞書も生成する特殊
なニューラルネットワークを構築する手法を提案して
いる．加えて，Kaji et al.[Kaji 07]は，人手で作成し
た手がかり表現リストやパタン，規則から評価文を抽
出して極性 (好評，不評) を付与し，各極性中に評価表
現 (名詞+格助詞+形容詞) が出現する頻度から評価表
現の極性を決定する手法を提案している．Kanayama

et al.[Kanayama 06]は，自動的に辞書を拡張する手法
を提案している．

3 提案手法

本節では，我々が提案する解析手法の概要について説
明する．本手法はまず，Bidirectional long short-term

memory(BiLSTM) [Graves 05]を用いて地方景況感を
算出する．その後，地方景況感と以下に示すいくつか
の手法を用いて，業種間構造の分析を行う．

Step 1: インプットデータとして，景気ウォッチャー
調査を用いて BiLSTMモデルを学習する．その
後，学習済みモデルを用いて接触履歴に極性を付
与し，地方景況感を生成する．

Step 2: 生成した地方景況感に対して，グレンジャー
因果分析，インパルス応答分析を用いて業種間構
造を分析する．

3.1 地方景況感生成モデル

本節では，地方景況感の生成に用いた BiLSTM モ
デルについて述べる．我々は，Reccurrent Neural Net-

work(RNN)の一種であるLSTM[Hochreiter 97]を機械
学習手法として採用した．BiLSTMへの入力には，分散
表現を用いる．分散表現には2003年から2008年と2013

年から 2014年までのロイターニュース記事と，2014年
から 2017年までの琉球新報記事を用いる．事前調査で
ロイターニュース記事だけで分散表現を作ったところ，
地域景況インデックス生成において不十分な性能であっ
たため，琉球新報記事を追加した．分散表現生成には
gensim1を，形態素解析にはMeCab2を用いた．分散表
現は，次元数は 200次元，5-windowで生成した．分散表
現に変換した入力に対しては，LSTM(

−−−−→
LSTM,

←−−−−
LSTM)

を通して {
−→
hi}ni と {

←−
hi}ni を得る．その後，

←−
h1と

−→
hnと，

0と 1で構成されたベクトルに変換した入力 Z を結合
する．

s = [
←−
h1;
−→
hn;Z] (1)

t = tanh(Ws · s+ bs) (2)

u = tanh(Wt · t+ bt) (3)

v = tanh(Wu · u+ bu) (4)

Y =Wv · v + bv (5)

ただし，Z ∈ Rz，s ∈ R2m+z，t ∈ R400，u ∈ R200，
v ∈ R100．z はベクトルの次元数，m は隠れ層のユ
ニット数である．ここで，Ws,Wt,Wu,Wv は重み行
列，bs, bt, bu, bvはバイアスベクトルである．Y は Y =

(y1, y2, y3)で構成される出力層である．最後に，出力
層の中から最大の値を選び，それに対応する極性を入
力に対する出力とする．BiLSTMモデルを図 1に示す．
詳細は，次の論文 [坂地 19]を参照されたい．

3.2 業種間構造分析手法

本節では，業種間構造を分析する手法について述べる．

3.2.1 グレンジャー因果分析

業種間の因果関係をグレンジャーの因果性を検定す
ることで確認する．その具体的な過程は，帰無仮説とし
て業種Aから業種 Bへのグレンジャー因果性がないと

1https://radimrehurek.com/gensim/
2https://taku910.github.io/mecab/

人工知能学会研究会資料 
SIG-FIN-024

99



防音　　工事　　太陽光　　工事　　順調  　推移

防音　工事　及び　太陽光　工事　が　順調　に　推移
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図 1: Bidirectional LSTM を用いての極性判定
[坂地 19]

仮定し，同仮説を棄却するか否かをその p値と有意水
準との比較により判断するというものである．本研究
では，グレンジャー因果を多変量へ拡張した偏グレン
ジャー因果分析 [Guo 08]を採用した．偏グレンジャー
因果分析は外生要因や潜在変数の影響を減じることが
可能であり，多変量データ解析において有用である．

3.2.2 インパルス応答分析

グレンジャー因果検定は時系列データ間の因果性を
判定する手法であるが，その関係の強さを測定するこ
とは出来ない．インパルス応答関数は，その関係性を
定量的に捉える手段として用いられる．ある変数にお
ける変動が他の変数の変動に寄与する度合いを分析す
ることで，定量的な解析が可能となるのである．本論
文では，複数業種の景況指数が与えられたときに，あ
る業種での変動が他業種にどのような影響を及ぼすの
か定量的評価を行うため，直交化インパルス応答関数
[Sims 80]を活用し分析する．

4 評価実験

本研究では，沖縄県に着目し，沖縄銀行の接触履歴
を用いて地方景況感と業種間構造を分析する．

4.1 地方景況感生成実験に用いるデータ

我々は地方景況感生成実験に以下のデータを用いる．

表 1: 接触履歴の例

他行住宅ローン借換推進で訪問するが不在。名刺、
チラシ投函する。
修学旅行も引続き順調であり来期も期待できる。新
ホテル棟建設についてであるが投資金額が当初予定
額より大幅に上回り、再度計画予定である。一応は
9月までを目処としているが、建築確認等を考える
と厳しいかもしれない。今後の展開を考え、＜組織
＞内等にホテル等の売却案件があったら運営及び買
取を行いたいので是非紹介をお願いしたい。
＜組織＞社長面談　現況確認　台風の影響で前期は
売上減少　健康食＜組織＞による売上増加を見込む
が動きなし　同氏の土地収用に伴う入金で借入金返
済を見込む
キャッシュカード暗証番号変更でご来店。定期商品
や保険を少しご案内しました。老後のことが不安と
の事なので時間があるときに検討する。

琉球新報 沖縄県の地方新聞紙として，琉球新報があ
る．本研究では，2014年から 2017年の琉球新報
を用いる．

接触履歴 接触履歴は，行員が顧客と何か知らのやり
取りを行った際に記録されるデータであり，様々
なことが記述されている．表 1にその例を示す．

4.2 地方景況感生成実験設定

我々は，接触履歴，もしくは，琉球新報を用いて地
方景況感を生成する実験を行う．琉球新報においては，
文，段落，記事全体のそれぞれを用いて生成実験を行
う．これは，新聞記事中のどの箇所が地方景況感を表
しているのかを調べるためである．正解データとして，
おきぎん経済研究所が発行している企業動向調査3を用
いる．

5 結果と考察

表 2に地方景況感生成実験の結果を示す．表 2より，
対象テキストの範囲変化による効果検証実験において，
景気に関連のある記事・段落・文に大きな差異はない
ことが分かった．それに対して，接触履歴を用いた地
方景況感生成は非常に高い精度で再現できている．そ
の結果を図 2を示す．

3http://www.okigin-ei.co.jp/report_DI.html
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表 2: 地方景況感生成実験の結果
相関係数

琉球新報：文単位 0.301

琉球新報：段落単位 0.275

琉球新報：記事単位（景気） 0.300

琉球新報：記事単位（全体） 0.175

接触履歴 0.856
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図 2: 接触履歴により生成した景況指標

次に，業種間分析の結果を図 3と図 4に示す．それ
ぞれ，接触履歴から生成した地方景況感を用いて分析
した結果である．沖縄県において，業種の影響力係数
を大きい順に列挙すると，商業（小売業と卸売業），建
設業，サービス，製造業，医療・保健・社会保障・介
護，不動産業の並びになる．そして，この並びは景況
感変動の分析結果と結びつけて考えることが可能であ
る．上位 3つの業種，すなわち，商業（小売業と卸売
業）と建設業，サービスは，図 3の上流に位置する業
種と対応している．また，図 4に示すように，インパ
ルス応答分析においても他業種に対する大きな変動要
因になっている．そのような業種の景況感が向上する
ことで，他業種に生産を喚起し，それに伴い他業種の
景況感も向上する．この流れは理にかなったものであ
り，他業種への景況変動要因となる業種は生産波及効
果の高い業種に対応することが確認された．

6 まとめ

本論文では，日次で蓄積されるテキストから地方景
況感を生成する手法を提示した．そして，実際に沖縄
県を対象に地方景況感を作成し，既存指標を高い精度
で再現していることを確認した．加えて、得られた地
方景況感から業種間における景況感の連動性を明らか
にした．

Personal

Construction

Medical

Else

Real Estate

Manufacture

Service

Retail

Wholesale

図 3: 偏グレンジャー因果分析による業種間因果の可視
化 [Sakaji 19]
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外国為替市場におけるポジション管理戦略分類に基づく 
将来価格形成メカニズム解明 

Clarification of mechanism underlying price formation process in a forex market on 
the basis of clustering of position management strategies  

末重拓己 1 Didier Sornette2 高安秀樹 3,4 高安美佐子 1,4 

Takumi Sueshige1, Didier Sornette2, Hideki Takayasu3,4, and Misako Takayasu1,4 

1 東京工業大学情報理工学院 
1Department of Mathematical and Computing Science, School of Computing, Tokyo 

Institute of Technology 
2ETH Zurich, Department of Management 

3Sony Computer Science Laboratories 
4 東京工業大学科学技術創成研究院 

4 Institute of Innovative Research, Tokyo Institute of Technology 
 

Abstract: Individual trading analysis has become the focus of recent attention in the field of market 
microstructure. Several research works reveal how trading strategies of specific traders or banks are affected 
by historical market information. However, there is little research revealing how such microscopic trading 
strategies recursively affect macroscopic future market information. Using the high-granular dataset 
including the trading behavior of specific banks in a U.S dollar (USD) against Japanese yen (JPY) market, 
here we demonstrate management method of positions, defined as the numbers of units of USD banks 
bought or sold against JPY, can be clearly clustered into two simple strategies. We then find the strong 
relationship between future-market price movements and these two position management strategies, and 
this relationship even allows a prior prediction of market prices fifteen minutes ahead.  

 

1 導入 

2010 年頃より，社会系の分野においてビッグデー

タ解析の有用性が認知され始め，至る所で積極的に

データを収集しようという試みがなされている[1-2]．
社会系のうち特に金融市場では，電子技術の発達も

相まって，他の分野に先立って膨大なデータが蓄積

されてきている[3-6]．金融市場のデータで近年注目

を集めているのが，個々のトレーダや銀行の ID が付

随されたデータである[3-7]．トレーダないし銀行 ID
はデータ期間で固定されているため，データがカバ

ーしている範囲においてトレーダや銀行がどのタイ

ミングでどれくらいの注文量を約定させているのか

という履歴をトラッキングすることが可能となる．

このようなデータ特性から，取引に至るまでのトレ

ーダ・銀行のミクロな戦略解明が期待されており，

事実，先行研究[3-7]では，過去の取引価格・取引量

やニュースなどのマクロ変数により条件付けること

で戦略の同質性や異質性が明らかにされ始めている． 

しかし，トレーダや銀行ごとのミクロな戦略解析

が進みつつあるものの，明らかになったミクロ戦略

がマクロな取引価格の性質にどのような影響を与え

るかという研究はほとんどされていない．そもそも

ミクロ戦略の解析が始められたモチベーションの一

つに，金融市場の戦略多様性と現実の生態系におけ

る種の多様性のアナロジーから，金融市場の理解に

生態学的アプローチを援用しようという発想

（market ecology）がある[8-9]．端的に言えば，market 
ecology では，採用される戦略の時間発展や，戦略の

多様性を通して，個々のミクロな戦略からマクロな

取引価格の統計則解明が期待されている．この発想

を実現させるためには，金融市場で観測されるミク

ロ戦略の詳細解析は当然必要であるが，ミクロ戦略

がどのような条件下でマクロな取引価格の統計則と

繋がりを見せるかといった，観測スケールを跨ぐ解

析が難関であると同時に最も重要な研究領域である． 
そこで，本研究では，論文[10]で明らかになった，

Electronic Broking System (EBS)社提供のトレーダ・銀
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行 ID 付き高頻度データを用いて，ポジションと呼ば

れる，日本円と米ドルのネットの累積取引量に着目

し，銀行がポジションをどのように管理しているか

という点からミクロ戦略を 2 種類のクラスタに分類

する方法を紹介する．そして各クラスタのポジショ

ン総量の偏りが十分大きくなったとき，ポジション

管理戦略が強く将来価格を歪めることを示し，実際

に 15 分程度将来の価格予測が可能となることを報

告する． 

2. 解析データと解析手法 

2.1 解析データと用語の定義 

本研究では，2016 年 6 月 5 日から 10 日における

ドル円インターバンク市場における millisecond ごと

に記録されたトレーディングログを用いて解析を行

う．先に述べたように，このデータでは EBS 市場に

発注される注文にトレーダ・銀行 ID が付与されてい

るため，1 週間の取引履歴をトレーダ・銀行ごとにト

ラッキングすることが可能である．なお，本研究で

はトレーダを所属する銀行ごとに合算して解析を行

うため，以下では銀行 ID のみ用いる．解析対象週に

おける注文価格の最小単位を 0.001 円とし，これを

tpip と呼ぶ．また注文量の最小単位は 1M$であり，

これを最小単位とし，最小単位の倍数を本数と呼ぶ． 
解析手法の詳細に入る前に，ポジション関連の用

語をここで定義する．経済ニュースなどでドル円，

ユーロ円市場と呼称されることわかるように，為替

通貨の取引は必ず 2 通貨間で行われる．この 2 通貨

のうち，先頭にある通貨（例えばドル円の場合はド

ル）を基軸通貨，後に記載されている通貨（ドル円

の場合は円）を参照通貨と呼ぶ．為替市場における

通貨の取引価格は，参照通貨購入のためには，いく

らの基軸通貨売却が必要となるのかという 2 通貨間

の交換レートを表しているといえる．ドル円市場で

1$=110 円というレートは，参照通貨（円）を 110 円

購入するためには，基軸通貨（ドル）を 1$の売却が

必要であることを意味している．このとき，トレー

ダが参照通貨を購入するときの取引をロングコント

ラクト，売却するときの取引をショートコントラク

トと呼ぶ．本研究ではコントラクトの単位を注文量

で定義し，ロングコントラクトを正，ショートコン

トラクトを負として計算する．そのため， 1 週間を

通してロングコントラクトとショートコントラクト

の両方を締結しているとき累積コントラクトが正で

あればロングポジション，負であればショートポジ

ションと呼ぶ． 

2.2 解析手法 

ここでは，2.1 で定義したポジションを用いて，ポ

ジション管理をクラスタリングする手法を説明する． 
ポジション管理を特徴づける変数として，過去平均

ポジションを導入する．そのために，まず数式を用

いてポジション定義しておく． 

𝑉𝑉𝑖𝑖(𝑡𝑡) ≡ � 𝑣𝑣𝑖𝑖�𝑇𝑇𝑘𝑘𝑖𝑖�
𝑁𝑁𝑖𝑖(𝑡𝑡)

𝑘𝑘=1

. 

ここで，上付きの𝑖𝑖は銀行𝑖𝑖のインデックス，𝑁𝑁𝑖𝑖(𝑡𝑡)は
時刻𝑡𝑡までに取引した回数，𝑇𝑇𝑘𝑘𝑖𝑖は𝑘𝑘回目に取引した時

刻，𝑣𝑣𝑖𝑖(𝑡𝑡)は時刻𝑡𝑡における取引量（ロングコントラク

トは正，ショートコントラクトは負）である．この

とき，𝜅𝜅-tick に渡る過去平均ポジションは 

𝑉𝑉�𝑖𝑖(𝑡𝑡) =
1
𝜅𝜅
�𝑉𝑉𝑖𝑖 �𝑇𝑇𝑁𝑁𝑖𝑖(𝑡𝑡)−𝑘𝑘

𝑖𝑖 � ,
𝜅𝜅−1

𝑘𝑘=0

 

と定義する．なお，ポジションは整数値しかとらな

いため，過去平均ポジションを四捨五入した値を

[𝑉𝑉�𝑖𝑖(𝑡𝑡)]とし，以下の解析ではこの値を用いる． 

3. 解析結果 

3.1 ポジション管理の戦略分類 

図 1(a)に，取引頻度 2 位と 4 位の銀行について，

現在のポジションと過去平均ポジションの差分（以

下ポジション差分）𝑉𝑉𝑖𝑖(𝑡𝑡) − [𝑉𝑉�𝑖𝑖(𝑡𝑡)]の符号で条件付け

したときの，次の取引時刻における取引量がロング

コントラクトである確率を示した．図より，取引頻

度 2 位の銀行はポジション差分が正のときは 80%程

度の確率で次の取引でロングコントラクトを選択し

ており，ポジションを積み上げていく傾向が見て取

れる．一方，取引頻度 4 位の銀行はポジション差分

が正のときは 75%程度の確率で次の取引にショート

コントラクトを選択しており，ポジションの偏りを

打ち消す方向に取引を行っている傾向が見て取れる． 
 これら関係式が 2 行に特有な性質ではなく，複数

銀行のポジション管理戦略として観測されることを

示すため，取引頻度の上位 30 行について𝑉𝑉𝑖𝑖(𝑡𝑡) −
[𝑉𝑉�𝑖𝑖(𝑡𝑡)]と𝑣𝑣𝑖𝑖(𝑡𝑡)の関係を図(b)に示した．図の色分けは，

gnuplot の Levenberg-Marquart アルゴリズムを用いて

線形フィッティングを行った結果，フィッティング

エラーを考慮しても傾きが正である場合には橙色，

傾きが負である場合には緑色とした．この分類によ

り，30 行のうち 27 行について，図 1(a)と同様の結果

が成り立っていることがわかり，ポジション差分と

将来の取引量の相関が 2 行に特有の統計則ではない
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ことがわかる．本稿では，ポジション差分と取引量

の関係が正の線形関係である銀行を，経済的需給に

基づいて取引を行っている economic-motivated (EM)
銀行，負の線形関係である銀行を，裁定取引を狙い

として取引を行っている arbitrage-motivated (AM)銀
行と呼ぶことにする．なお，解析対象とした銀行 30
行が 1週間の取引回数に占める割合は 56.1%であり，

全体の取引の過半数を占める銀行の統計則を明らか

にしたことになる． 

3.2 ポジションの偏りを用いた将来価格予

測 

 ここでは，3.1 で明らかにしたポジション管理戦略

の分類を用いて，過去𝜏𝜏分のデータから𝜏𝜏/2分将来の

価格予測を行う．そのために，以下で示した，分類

した 2 種類の戦略を持つ EM, AM 銀行のポジション

の偏りの総和を予測シグナルとして定義した． 

𝑠𝑠𝐶𝐶(𝑡𝑡) ≡��
1
𝜏𝜏

{𝑉𝑉𝑖𝑖(𝑡𝑡 − 𝑘𝑘) − [𝑉𝑉�𝑖𝑖(𝑡𝑡 − 𝑘𝑘)]}
𝜏𝜏

𝑘𝑘𝑖𝑖∈𝐶𝐶

. 

ここで，𝐶𝐶 ≡ {{EM}, {AM}}でありそれぞれ EM 銀行，

AM 銀行のクラスタ，𝑖𝑖は各クラスタに属する銀行の

インデックス，𝜏𝜏は過去のポジション差分の平均をと

る look back 期間(単位：分)を意味している．なお，

look back 期間内の平均を計算するにあたり，分刻み

のポジション差分データを用いた． 
 図 2 に， EM 銀行(a)，AM 銀行(b)全体のポジショ

ン差分の偏りが閾値𝛾𝛾𝐶𝐶を超えたときをシグナルとし，

シグナル検出時刻から𝜏𝜏/2分後の将来価格の分布を

示した．図の横軸は，シグナル検出時刻の価格を基

準値としたときの𝜏𝜏/2分後の価格変化を表している．

赤線が閾値𝛾𝛾𝐶𝐶よりも正方向に大きな偏りが生じたと

きの価格変化分布，赤線は閾値−𝛾𝛾𝐶𝐶よりも負方向に

大きな偏りが生じたときの価格変化分布，灰色は閾

値を超えないときの価格変化分布を表している．な

お，この図では(𝜏𝜏, 𝛾𝛾EM, 𝛾𝛾AM) = (30,8,6)としている． 
図より，ミクロな銀行単位のポジション管理戦略

がマクロな取引価格分布に強い影響を及ぼしている

ことがわかる．具体的には，EM 銀行のポジションの

偏りをシグナルとして用いた図 2(a)では，EM 銀行

全体で正のポジションの偏りがある場合，将来価格

分布が正の方向に歪み，反対に負のポジションの偏

りがある場合，将来価格が負の方向に歪んでいる．

これは，EM 銀行が正（負）方向にポジションが偏っ

ている場合，図 1 の関係式より将来の取引もロング

コントラクト（ショートコントラクト）が生じやす

い．そして，EM 銀行が全体としてロングコントラク

ト（ショートコントラクト）を選択すると，将来価

格が上昇（下落）するため，EM 銀行全体のポジショ

ンの偏りが将来価格を歪めたものと考えられる．一

方，AM 銀行全体として正のポジションの偏りがあ

る場合，将来価格が負の方向に歪み，反対に負のポ

ジションの偏りがある場合には将来価格が正の方向

に歪んでいる．この関係は EM 銀行の場合と同様に

考察することができる．図 1 より AM 銀行はポジシ

ョンの偏りを打ち消す方向に次の取引を選択する傾

向があった．このポジション管理戦略より，AM 銀

行全体として正のポジションの偏りがある場合，次

の取引にショートコントラクト（ロングコントラク

ト）を選択する確率が高まり，将来価格が下落（上

昇）するため，AM 銀行全体のポジションの偏りが

将来価格を歪めたものと考えられる． 

図 1 ポジション管理の統計則[10]．(a)取引頻度 2 位と 4 位の銀行について，ポジション差分で条件

付けたときの，次の取引時刻の取引がロングコントラクトである条件付き確率．(b)取引頻度上位 27
行のポジション差分と次の時刻の取引量の線形関係． 
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4. まとめと今後の課題 

本稿では，銀行のポジション管理戦略に着目し，

ポジション管理の方法を，(i)ポジションを大きく積

み増していくよう取引する銀行と，(ii)ポジションの

偏りを減じる方向に取引する銀行の 2 種類に分類し

た．そして，分類した銀行全体のポジションが強く

偏ったとき，銀行のポジション管理戦略により将来

価格が歪められることを明らかにした．この研究に

より金融市場の銀行単位のミクロ戦略と，マクロな

取引価格の関係の一部が明らかになり，金融市場の

理解を個々のトレーダないし銀行レベルの取引戦略

から解明していく market ecology の研究を推し進め

たと考える．より詳細な解析や過去平均ポジション

の解釈については論文[10]を参照されたい． 
本研究で明らかにした銀行のポジション戦略分類

と将来価格予測の関係を実務的に使用するためには

解決すべき問題が大きく 2 つある．一つ目は，デー

タ自体の問題である．金融市場の公開データから各

銀行のポジションの偏りを推定することはできない．

そのため，公開データからポジションの偏りを推定

するような新たな研究が必要となる．二つ目は，パ

ラメータ推定の問題である．将来価格予測のために

は，本研究で導入した(𝜏𝜏, 𝛾𝛾EM, 𝛾𝛾AM)のパラメータを事

前に推定する必要がある．論文[10]で示した通り，将

来価格分布は各パラメータの摂動に対してある程度

ロバストであるものの，リアルタイムトレーディン

グの目的のためには，例えば前週のデータを使って

これらパラメータを推定し，翌週のトレーディング

に用いるという推定プロセスが必要となる．現状複

数週連続したデータがないため厳密な推定プロセス

の検証は行えなかったが，データが入手可能になり

次第推定プロセスの問題に取り組むことを考えてい

る． 
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リターンに基づくクラスタリングを
用いた投資信託スタイル分析

Mutual fund style analysis using clustering based on return
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Abstract: This paper proposes a clusterling of investment trusts based on returns in order to

classify mutual funds into actual funds style groups. In the conventional method, the investment

trusts are clustered based on the similarity of the investees. However, since the investees cannot

be confirmed by anyone other than the management company, they cannot be used by anyone

other than the management company. Analyze the investment trust using the proposed method

and confirm that the mutual fund styles is included in the similar investment trust or included in

the cluster.

1 はじめに

近年、大量のデータから知識発見、問題解決をする
ことが重要とされており、データマイニング が注目さ
れている。その手法の一つとしてクラスタリングが存
在し、データに対して一定の基準からグループ分けを
行いグループごとに特徴や性質を発見することができ、
金融商品の分類にも活用されている。
投資信託 (ファンド)とは、販売会社を通じて複数の

投資家から集めた資金を、資産運用の専門家が株や債
権などの金融資産、あるいは不動産などに投資するよ
うに指示し、運用成果が投資家それぞれの投資額に応
じて分配される仕組みの金融商品である。
ファンドの運用方針はインデックス型とアクティブ
型に分けることができる。インデックス型とは株式相
場の指標に用いられるインデックス (日経平均株価や東
証株価指数など)に連動する運用方針を持つファンドで
あり、アクティブ型とはインデックスを超過すること
を目標としているファンドである。ファンドごとに目
標としているインデックスは異なり、目標としている
インデックスのことをベンチマークという。
ファンドの中には公表している運用方針と実際の運
用方針が異なる場合がある。そのため投資家は公表し
ている運用方針と実際の運用方針が一致しているかを

∗連絡先： (名古屋工業大学情報工学科犬塚研究室)
　　　　　　 (名古屋 市昭和区御器所町)
　　　　　　 E-mail:s.soejima.417@nitech.jp

知りたく、運用会社は公表している運用方針と実際の
運用方針と一致していることを示すことで投資家から
信頼を得ることができる。
そこで本研究では、リターンに基づいてファンドを
クラスタリングすることによってファンドのスタイル
を分析する方法を提案する。

2 従来研究

米田ら [1]はファンドの全銘柄の投資割合に基づいた
投資先類似度を定義し、実際の運用方針に基づくファ
ンドのグループ分けを目的にファンドをクラスタリン
グする方法を提案した。
米田らの研究では投資先の情報を用いているが、投
資先の情報は運用会社しかわからないため実用的では
ないという問題がある。さらに、米田らの研究では実
際の運用方針に基づくファンドのグループ分けを目的
にしているが、米田らの手法を用いて得たクラスタは
運用方針ではなくベンチマークごとに分かれている。
松井ら [2] はリターンの時系列に基づく動的クラス
タリングを用いて投資信託を分析する手法を提案し、
TOPIX連動型インデックス・ファンドを分析した。
松井らの手法は同一ベンチマークのインデックス型
投資信託、すなわち、同一の運用方針を取っている投
資信託のみを対象としていた。本研究では、この手法
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を様々な運用方針の投資信託に適用する方法に拡張し、
ファンドのスタイル分析を行う。

3 提案手法

本研究では同一のベンチマークを対象とした、月次
リターンの類似度に基づいたファンドのクラスタリン
グを提案する。月次リターンは 3ヶ月の月次リターン
データを 3次元データとしてクラスタリングを行う。ま
たクラスタリング は k-means法を用いる。
米田らの手法では投資先の情報は運用会社しかわか
らないという問題点があった。そこで本研究では外部
から観測可能な月次リターンの時系列データを用いる
ことで従来研究の問題を解決する。
ファンドはベンチマークとしているインデックスを
目標としているため、結果的にインデックスに類似し
たリターンになる。従って、ベンチマークが異なるファ
ンドが混在するデータでクラスタリング した場合、ベ
ンチマークが同じもの同士は運用方針に関わらず、ベ
ンチマークが異なるファンド同士に比べて相対的にリ
ターンが似るためベンチマークごとにクラスタが形成
されると考えられる。
本研究ではベンチマークごとにクラスタリングを行
うことによりこの問題を解決する。

4 予備実験

本章ではベンチマークが異なるファンドが混在する
データを用いてクラスタリングを行うことにより、ベ
ンチマークが異なるファンドが混在しているデータで
は運用方針ごとにクラスタが形成されないことを示す。
提案手法とはベンチマークが同一のファンドではない
という点以外は同じ手法を用いて実験を行う。

4.1 実験方法

用いたデータは同一の運用会社の国内株式に投資し
ている 67のファンドの 2015年 10月から 12月の月次
リターンデータである。月次リターンデータを図 1に示
す。これらのファンドの中には運用方針がインデックス
型であるファンドとアクティブ型であるファンドが混在
している。またベンチマークとしている指標はTOPIX、
日経 225、JASDAQなどがある。名前に TOPIXを意
味する言葉を含むファンドを TOPIXファンド群と呼
ぶ。このファンド群の中には 5つのファンドが含まれ
る。また日経 225を意味する言葉を含むファンドを日
経 225ファンド群とする。このファンド群の中には 5つ
のファンドが含まれる。TOPIXファンド群と日経 225

ファンド群に含まれるファンドはいずれもインデック
ス型のファンドであり、ベンチマークは異なるが運用
方針は同じである。
10月、11月、12月の月次リターンを三次元データ
として、クラスタリングを行った。分割数は 6とした。

4.2 実験結果

結果を図 2に示す。TOPIXファンド群を構成する 5

つのファンドは全て同じクラスタに含まれた。このク
ラスタは 23つのファンドで構成されており、そのうち
5 つが TOPIX ファンド群のファンドである。また日
経 225ファンド群を構成する 5つのファンドはTOPIX

ファンド群とは異なるクラスタですべて同じクラスタ
に含まれていた。このクラスタは 18のファンドで構成
されており、そのうち 5つが日経 225ファンド群のファ
ンドである。
67のファンドの 10月、11月、12月の月次リターン

をクラスタの色ごとに分けたものを図 3に示す。この
ように同じクラスタの月次リターンは似たような値動
きをしている。

4.3 考察

リターンを用いてクラスタリングをした結果、TOPIX

ファンド群や日経 225ファンド群のようにベンチマー
クごとにクラスタが形成された。これはファンドごと
にベンチマークを目標にしているので、ベンチマーク
としているインデックスと似たような動きになる。同じ
ベンチマーク同士はインデックス型であろうがアクティ
ブ型であろうが、他の指標をベンチマークとしている
ファンドに比べて相対的にリターンの値動きが似るた
め、ベンチマークごとにクラスタが形成されたと考え
られる。例えばTOPIXをベンチマークとしているファ
ンドはインデックス型でもアクティブ型でも TOPIX

に連動しようとするか、TOPIXを超過しようとする。
つまりTOPIXを基準に考えているため、TOPIXの値
動きに近づく。また日経 225をベンチマークとしてい
るファンドは同様の理由で日経 225の値動きに近づく。
よってベンチマークが異なるファンドが混在したまま
クラスタリングを行うと、ベンチマークごとにクラス
タが分かれると考えられる。

5 実験

予備実験より、ベンチマークが混在したファンド群
に対してクラスタリングを行うとベンチマークごとに
クラスタが形成されることが確認された。そこで本章
ではベンチマークが同じものだけでクラスタリングを
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図 1: 67 のファンドの 10 月、11 月、12 月の月次リ
ターン

図 2: 67 のファンドを用いたクラスタリング結果

行うことにより、運用方針ごとにクラスタが形成され
ることを示す。

5.1 実験方法

用いたデータはある同一の運用会社であり、目論見
書でTOPIXをベンチマークとしている 25のファンド
の 2015年 10月から 12月の月次リターンデータであ
る。月次リターンデータを図 4に示す。10月、11月、
12月の月次リターンを三次元データとして、クラスタ
リングを行った。分割数は 4とした。

5.2 実験結果

結果は図 5のようになった。2つのファンドで構成
されている孤立しているクラスタが確認できた。これ

図 3: 67 のファンドの 10 月、11 月、12 月の月次リ
ターンで、色はクラスタ番号を表す

図 4: TOPIXをベンチマークとしている 25のファン
ドの 10月、11月、12月の月次リターン

らのファンドは目論見書では運用方針をアクティブと
しているファンドであり、ファンド名にアクティブや
成長株など運用方針を意味する言葉を明記している。
最も大きな 17つのファンドで構成されているクラス
タには目論見書で運用方針をインデックスとしている
ファンドが全て含まれた。
25のファンドの 10月、11月、12月の月次リターン

をクラスタの色ごとに分けたものを図 6に示す。この
ように同じクラスタの月次リターンは似たような値動
きをしている。

5.3 考察

ファンド名にアクティブを意味する言葉や、成長株
を意味する言葉を含むファンドは運用方針に偽りがな
いと考えられる。そのため、これら二つのファンドで構
成されているクラスタは運用方針がアクティブである
グループだと考えらえる。最も大きな 17つのファンド
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図 5: TOPIXをベンチマークとしている 25のファン
ドを用いたクラスタリング結果

図 6: TOPIXをベンチマークとしている、25のファン
ドの 10月、11月、12月の月次リターンで、色はクラ
スタ番号を表す

で構成されているクラスタの中にはファンド名にイン
デックスが含まれるファンドが全て含まれていた。つ
まり最も大きな 17つのファンドで構成されているこの
クラスタは運用方針がインデックス型であるファンド
のグループであると考えらえる。以上のことより、運
用方針ごとにクラスタが形成されていると考えられる。
しかし、インデックス型であると考えられるクラス
タの中にも、目論見書ではアクティブとしているファン
ドが含まれている。これらのファンドは二つの場合が
考えらえる。一つ目はこの期間中だけインデックス型
と同じリターンの値動きになってしまった場合であり、
二つ目は本来はインデックス型の運用をしているにも
かかわらず、アクティブ型と公表している場合である。
これらのファンドは長期間観察することにより、どち

らの場合なのか分類できると考えられる。どの期間に
おいてもインデックス型の運用方針であると考えられ
るクラスタと同じクラスタに属している場合は、常に
インデックス型の値動きと類似していると考えられる。
つまり実際はインデックス型であるにもかかわらずア
クティブ型と公表している可能性があると考えられる。
反対に、他の期間においてはインデックス型の運用方
針であると考えられるクラスタと異なるクラスタに属
しているファンドは、運用方針に偽りなくアクティブ
型の運用をしていると考えられる。
松井らの手法では同一の運用方針を取っているファ
ンドのみを対象としていたが、本研究ではインデック
ス型とアクティブ型が混在するデータでクラスタリン
グを行い、運用方針が類似したファンドでクラスタが
形成されたと考えられる。

6 まとめ

本研究では、実際の運用方針に基づくファンドのグ
ループ分けを目的として、同一のベンチマークを対象
として、月次リターンの類似度に基づいてファンドを
クラスタリングする手法を提案した。
従来手法ではベンチマークが異なるファンドが混在
したデータでクラスタリングを行っていたが、運用方
針ではなく、ベンチマークごとにクラスタが形成され
た。本研究では、ベンチマークを統一してクラスタリ
ングすることにより、運用方針でクラスタが形成され
たことを確認した。
以上のことより、提案手法によって外部から観測で
きる月次リターンをもちいてクラスタリングした結果、
アクティブ型と考えられるファンドが同じクラスタに
含まれ、インデックス型と考えられるファンドも全て
同じクラスタに含まれたので、運用方針ごとにクラス
タが形成されたと考えられる。
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Abstract: ガウス過程を潜在変数空間に拡張したものとして, ガウス過程潜在変数モデルが提案さ
れており, 金融データの分析に使用した事例も報告されている. 一方で, 金融データは正規分布より
も裾の厚い確率分布に従うことから, ガウス過程潜在変数モデルによる分析では希少事象の生起確率
を正確に推定できないことが懸念される. 本研究では, 裾の厚い確率分布に従うデータの分析に使用
されるスチューデントの t-分布に基づいた, t-過程潜在変数モデルを提案する. このモデルを使用し
たポートフォリオ生成を行った結果, ガウス過程潜在変数モデルよりも良好な成績を収めた.

1 はじめに

機械学習で用いられる様々なアルゴリズムにおいて,

データの生成モデルは特徴量が従う確率密度関数とし
て与えられる. これらの学習モデルから確率変数とし
てスカラー量やベクトル量が抽出されるのに対して, 関
数を抽出する生成モデルを考えることもできる. この
ような生成モデルは確率過程として知られており, 代表
的なものはガウス過程である [1].

ガウス過程とは確率過程の一種であって, 任意に選
択した有限個の確率変数の組の結合分布関数が正規分
布で与えられる. 物理学や生物学の分野では, 時間変化
する観測量のモデル化に確率過程が使用されてきたが,

入力変数は時間に限定されることなくどのような量で
あってもよい. 通常の正規分布と同様に, ガウス過程も
また平均と分散を与えれば確率密度関数の形状が一意
に定まる. 通常の正規分布との違いは, ガウス過程の平
均と分散は入力変数の関数として与えられる点である.

ガウス過程はまた, 重み係数が従う事前分布を分散
が有限な確率密度関数で与えた際に, ベイジアンニュー
ラルネットワークのノード数を無限大にとった極限と
して導出される. そのため, ガウス過程はニューラル
ネットワークと同等の表現力を有することが知られて
いる [2]. 単層のニューラルネットワークに限らず, 深

∗連絡先： 株式会社 MAZIN
　　 〒 111-0035 東京都台東区西浅草 3 丁目 29-14
　　 E-mail: uchiyama@mazin.tech

層ニューラルネットワークの極限としてもガウス過程
が導出されることが報告されている [3]. 多くの学習モ
デルは入力に対する出力を点推定するのに対して, ガウ
ス過程は平均関数による点推定に加えて分散関数によ
る不確実性の推定も同時に行なえることが利点である.

近年, ガウス過程の金融分野への応用が積極的に進め
られている. 一例として, ポートフォリオ生成 [4]やコ
ピュラに基づいた多変数間の動的相関の推定 [5], デリ
バティブの価格に関連するインプライド・ボラテリィ
リティの推定 [6]が挙げられる. これらの応用事例が報
告されている一方で, ガウス過程は正規分布に基づい
た学習モデルであるという点には注意する必要がある.

実際, 金融時系列は正規分布よりも裾が厚い確率分布に
従うことが実証研究によって報告されている [7].

ガウス過程を裾が厚い確率分布に従うデータに拡張
した学習モデルとして, t-過程が提案された [8]. このモ
デルから生成されたデータはスチューデントの t-分布
に従うため, べき乗則に従って裾が広がる確率分布から
生成されたデータのモデル化に適用することが可能で
ある. t-過程は平均関数と共分散関数に加えて自由度と
呼ばれるパラメータを与えると一意に決定される. 深
層ニューラルネットワークの極限として得られるガウ
ス過程を t-過程に拡張した, 深層 t-過程モデルが提案さ
れ金融時系列の解析に応用されている [9].

本研究では, t-過程を潜在空間に拡張した新たな学習
モデルとして, t-過程潜在変数モデルを提案する. この
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モデルは裾が厚い確率分布に従うデータを潜在変数を
使って表現することにより, 観測データのみを使用した
従来の t-過程よりも広いクラスの問題に適用すること
が可能である. さらに, 金融の問題への応用として, t-

過程潜在変数モデルによるポートフォリオ生成を実施
した結果についても紹介する.

2 先行研究

2.1 ガウス過程

任意の有限個の {x1, x2, · · ·, xn}と確率過程 f(·)に対
して, {f(x1), f(x2), · · ·, f(xn)}の同時確率密度関数が
正規分布で与えられるとき, f(·)をガウス過程という.

ガウス過程が従う確率密度関数は無限次元ベクトルが
従う正規分布であるため, 平均値関数m(·)と共分散関
数K(·, ·)を

m(x) = E[f(x)], (1)

K(x, x′) = E[(f(x)−m(x))(f(x′)−m(x′))](2)

で定義すると, X = [x1, x2, · · ·, xn]T が与えられたとき
の確率密度関数は p(f |X) = N (m(X),K(X,X))とな
る. 確率過程 f がガウス過程として抽出されることを
明示する際には, f∼GP(m(·),K(·, ·))と表記する. 簡
単のため, ガウス過程の平均関数は 0とされることが
多い. 共分散関数はカーネル関数 k(·, ·)により,

K(x, x′) = k(x, x′) (3)

で与えられる. カーネル関数は非負の対称関数である
ため, K(X,X)は正定値対称行列となる. カーネル関
数としては動的基底関数

kRBF(x, x
′) = αexp(−l−2||x− x′||2) (4)

が最もよく用いられている. 動的基底関数はハイパー
パラメータとして αと lを持つ. これらは最尤推定等
の最適化法によって決定される.

観測データの組D = {(x1, y1), (x2, y2), · · ·, (xn, yn)}
に対して X = [x1, x2, · · ·, xn]T , Y = [y1, y2, · · ·, yn]T

とする. この (X,Y )を学習させたガウス過程から,未知
のデータX∗ = [x∗1, x

∗
2, · · ·, x∗m]T に対する予測値 Y ∗ =

[y∗1 , y
∗
2 , · · ·, y∗m]T は, 平均関数 f∗と共分散関数K∗がそ

れぞれ

f∗ = mX +KX∗,XK
−1
X,XY, (5)

K∗ = KX∗,X∗ −KX∗,XK
−1
X,XKX,X∗ (6)

で与えられる正規分布N (f∗,K∗)から抽出される.

2.2 ガウス過程潜在変数モデル

与えられたデータのモデリングや分析を行う際に, よ
り少ない次元でデータの特徴を捉えたいことがある. こ
れは, 観測量 y∈RD を Q < D となるような潜在変数
x∈RQ によって

y = f(x) + ε (7)

と表現する際に, 写像 f(·)を推定する問題として定式
化される. 特に, 観測ノイズ ε が正規分布に従い, か
つ f(·)がガウス過程で与えられるときには, ガウス過
程潜在変数モデルと呼ばれる [10]. N 個の観測データ
Y = [y1, y2, · · ·, yN ]T に対して N 個の潜在変数 X =

[x1, x2, · · ·, xN ]T を推定するときの尤度関数は

p(Y |X) =
1

(2π)ND/2|KX,X |D/2
exp

(
−1

2
Y TK−1

X,XY

)
(8)

で与えられる. ここで, 平均関数は 0とした. 尤度関数
を潜在変数とカーネル関数のハイパーパラメータにつ
いて最適化することで, 観測データのガウス過程潜在変
数モデルが得られる.

2.3 変分推論

式 (8)で与えられる尤度関数の最適化では過学習に陥
りやすいことが知られている. そこで, p(Y |X)の代わり
に p(X|Y ) = p(Y |X)p(X)/p(Y )を最適化するベイズ学
習が提案されている. 一般的にp(Y ) =

∫
p(Y |X)p(X)dX

を解析的に求めることは困難であるため, p(X|Y )をX

の適当な確率密度関数 q(X)で近似することを考える.

その際に KL情報量

KL[q|p] =
∫

log
q(X)

p(X|Y )
q(X)dX (9)

を最小化する. 式 (9)はまた

KL[q|p] = −
∫
log

p(Y |X)p(X)

q(X)
q(X)dX

+ logp(Y ) (10)

とも表現できるため, 右辺第 1項についての最適化問
題として定式化できることがわかる. ここで, p(X)は
潜在変数の事前分布である. この近似手法のことを変
分推論という.

3 提案モデル

3.1 t-過程

ガウス過程では, 確率過程 f(·)が従う確率密度関数
として正規分布を仮定していた. そのため, 金融時系列
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のように正規分布よりも裾の厚い確率分布に従うデー
タに適用する際には, 正確な推定を行うことができな
くなる. このようなデータに対してガウス過程を拡張
したモデルが t-過程である [8]. t-過程は, 確率過程 f(·)
が自由度 ν のスチューデントの t-分布

T (m,K, ν) =
Γ
(
ν+n
2

)
[(ν − 2)π]

n
2 Γ
(
ν
2

)
|K| 12

(11)

×
[
1 +

1

ν − 2
(y −m)TK−1(y −m)

]− ν+n
2

に従うモデルである. ここで, m(·)とK(·, ·)はそれぞれ
平均関数と共分散関数であり, Γ(·)はガンマ関数である.

確率過程f(·)が t-過程であるとき, f∼T P(m(·),K(·, ·); ν)
と表記する. ガウス過程同様に, t-過程の平均関数も一
般性を損なうことなく 0として扱われることが多い.

t-過程の予測分布もまた t-分布となる. そのときの自
由度, 平均関数および共分散関数は以下のように更新さ
れる [9].

ν∗ = ν + n, (12)

m∗ = m+KX∗,XK
−1
X,XY (13)

K∗ =
ν − β − 2

ν − n− 2

[
KX∗,X∗ −KX∗,XK

−1
X,XKX,X∗

]
(14)

ガウス過程とは異なり, t-過程ではデータ数の影響が自
由度と共分散関数の更新式に反映されていることが確
認できる.

3.2 t-過程潜在変数モデル

ここでは, ガウス過程同様に t-過程を潜在変数モデ
ルに拡張する. 観測データ y∈RD と潜在変数 x∈RQと
が t-過程 f∼T P(m(·),K(·, ·); ν)によって y = f(x)と
関係づけられることを仮定し, N 個の観測データを並
べたものを Y ∈RD×N , N 個の潜在変数を並べたものを
X∈RQ×N としたときに

p(Y |X) =
Γ
(
ν+D
2

)
[(ν − 2)π]

D
2 Γ
(
ν
2

)
|KX,X |

1
2

(15)

×
[
1 +

1

ν − 2
(Y −mX)TK−1

X,X(Y −mX)

]− ν+D
2

で与えられるモデルを, t-過程潜在変数モデルと定義す
る. スチューデントの t分布は ν→∞の極限で正規分
布に収束するため, t-過程潜在変数モデルはガウス過程
潜在変数モデルを内包することがわかる. また, ガウス
過程潜在変数モデル同様に, t-過程潜在変数モデルにお
いても一般性を損なうことなく平均関数をm(·) = 0と
することができる.

潜在変数とハイパーパラメータは観測データに対す
る最尤推定によって求められる. 式 (16)に対応する対
数尤度関数は

logp(Y |X) = logΓ

(
ν +D

2

)
− D

2
log[(ν − 2)π]

− logΓ
(ν
2

)
− 1

2
log|KX,X |

− ν +D

2
log

(
1 +

1

ν − 2
∆

)
, (16)

∆ = (Y −mX)TK−1
X,X(Y −mX) (17)

で与えられる. ガウス過程同様に, t-過程潜在変数モデ
ルに対しても式 (9)で導入された変分推論を実施する
ことが可能である. その際に, 潜在変数の事前分布と近
似分布の具体形は分析者が決定することができる.

4 実証分析

ここでは, 代表的な世界各国の株式指数を用いて t-過
程潜在変数モデルおよび比較手法としてガウス過程潜
在変数モデルによるポートフォリオ構築を行う. 構築
するポートフォリオは先行研究同様に最小分散ポート
フォリオとする. すなわち, ポートフォリオの重み係数
を wとすると, 式 (8)および式 (16)の共分散行列を表
すKX,X を用いて

w∗ = arg min
w

wTKX,Xw (18)

を求める. t-過程潜在変数モデルによる最小分散ポート
フォリオを Portt, ガウス過程潜在変数モデルによる最
小分散ポートフォリオを PortG とする.

データセットとしては 16 か国の株価指数を用いた.

それぞれ SP500指数 (US), SPトロント60指数 (Canada),

FTSE100指数 (UK), CAC40指数 (France), DAX指
数 (Germany), IBEX35指数 (Spain), FTSE MIB指数
(Italy), AEX指数 (Netherlands), OMX30指数 (Swe-

den), SMI指数 (Switzerland), 日経平均株価 (Japan),

香港ハンセン指数 (HongKong), ASX200 指数 (Aus-

tralia), 韓国 200 種株価指数 (Korea), OBX 株価指数
(Norway), MSCI Singapore 指数 (Singapore) である.

データ期間は 1998/1/30から 2019/1/31までの約 20年
分, 253 サンプル (月次)である. データは Bloomberg

端末より取得した. 各指数の統計量は表 1の通りであ
る. 共分散行列 KX,X の推定のための条件を次の通り
設定した.

推定期間: 10年分 (120サンプル)

テスト期間: 11年分 (132サンプル)

カーネル関数: Expカーネル
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表 1: 使用した株式指数の月次リターンの統計量
指数 US Canada UK France Germany Spain Italy Netherlands

年率リターン 6.00% 5.41% 2.39% 4.08% 6.87% 3.20% 1.35% 2.96%

年率リスク 14.93% 14.92% 13.62% 18.12% 21.13% 20.66% 21.71% 19.13%

R/R 0.40 0.36 0.18 0.23 0.33 0.15 0.06 0.15

歪度 -0.66 -0.92 -0.55 -0.38 -0.50 -0.17 0.03 -0.74

尖度 5.23 7.36 4.53 4.52 6.12 4.96 4.80 5.88

指数 Sweden Switzerland Japan HongKong Australia Korea Norway Singapore

年率リターン 6.32% 2.80% 3.35% 7.27% 4.70% 12.98% 10.72% 5.05%

年率リスク 19.51% 14.68% 19.24% 23.46% 12.40% 28.80% 21.49% 21.71%

R/R 0.32 0.19 0.17 0.31 0.38 0.45 0.50 0.23

歪度 -0.19 -0.73 -0.54 0.28 -0.69 1.39 -0.93 -0.26

尖度 5.29 6.11 4.75 5.78 4.54 11.63 6.84 6.81

表 2: ガウス過程潜在変数モデル, および t-過程潜在変
数モデルに基づいて構成された最小分散ポートフォリ
オのパフォーマンス比較.

PortG Portt 差
前半 (2008/1∼2013/6)

年率リターン -4.89% -2.63% 2.25%

年率リスク 19.57% 18.33% -1.24%

年率 R/R -0.25 -0.14 0.11

後半 (2013/7∼2019/1)
年率リターン 6.08% 6.30% 0.22%

年率リスク 11.16% 10.56% -0.60%

年率 R/R 0.54 0.60 0.05

全期間 (2008/1∼2019/1)
年率リターン 0.64% 1.87% 1.23%

年率リスク 15.92% 14.93% -0.99%

年率 R/R 0.04 0.12 0.09

潜在変数: 1個

ここで, Expカーネルは

kExp(x, x
′) = αexp(−l−2||x− x′||) (19)

で定義されるカーネル関数である. 以上の条件のもと,

PorttとPortGの年率リターン, リスク, およびR/Rを
比較する. 表 2は, テスト期間を前半, 後半, および全期
間に分けた際のパフォーマンス比較結果である. 前半
はリーマンショックを含む下落局面であり, 後半は世界
的な金融緩和に伴い株式市場の上昇局面であった. 表
2から, 前半の下落局面ならびに後半の上昇局面のいず
れにおいても, リターン, リスク, およびR/Rのすべて
の指標について, t-過程潜在変数モデルはガウス過程潜
在変数モデルを上回っていることが確認できる.

5 まとめ

本研究では, t-過程を潜在空間に拡張した新たな学習
モデルとして, t-過程潜在変数モデルを提案した. この
モデルは裾が厚い確率分布に従うデータを潜在変数を
使って表現することにより, 観測データのみを使用した
従来の t-過程よりも広いクラスの問題に適用すること
が可能である. さらに, 提案手法の有効性を評価するた
めの実証分析として, ガウス過程潜在変数モデルをベン
チマークとした最小分散ポートフォリオ構築を世界各
国の株価指数をもとに行った. 分析の結果, 提案手法で
ある t-過程潜在変数モデルは相場の上昇局面, 下落局面
に関わらずにガウス過程潜在変数モデルを上回った.
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人工市場を用いた高頻度取引が金融市場流動性に与える影響の
調査

Investigation of factors influencing market liquidity using artificial

market

益田 裕司 1∗ 水田 孝信 2 八木 勲 3

Yuji Masuda1 Takanobu Mizuta2 Isao Yagi3

1 神奈川工科大学大学院工学研究科情報工学専攻
1 Course of Information and Computer Sciences, Graduate School of Kanagawa Institute of

Technology
2 スパークス・アセット・マネジメント株式会社

2 SPARX Asset Management Co., Ltd
3 神奈川工科大学情報学部

3 Faculty of Information Technology, Kanagawa Institute of Technology

Abstract: 近年，金融市場では「流動性」に関心が集まっている．流動性は金融市場の盛況を表す
尺度とされ、「取引のしやすさ」とも捉えられる．実証研究ではそれぞれの研究目的に沿った流動性
指標が定義され，それらの有用性が議論されていた．この流動性に大きな影響を与えるといわれてい
るのが高頻度取引（HFT）である．しかし，HFTが流動性指標にどのような影響を与えるのかは明
確にされていない．そこで本研究では，人工市場を用いて，HFTを用いるエージェントが主要な流
動性指標（Volume，Tightness，Resiliency，Depth）にどのような影響を与えるのかを指標の相関
も考慮しながら調査した．その結果，HFTがいない場合と比べ，流動性指標は流動性が高まる方向
へと変化していることがわかった．このことから HFTは市場流動性を高める効果がある可能性が示
唆された．

1 まえがき

金融市場の盛況を表す目安とされる「流動性」に関
心が集まっている．一般に流動性が高い市場とは，そ
の時々で観察される『市場価格』に近い価格で，市場
参加者が売りたい（あるいは買いたい）量を，速やか
に売れる（あるいは買える）市場が想定されることが
多い [1]．
流動性に関する研究は，特に実証研究の分野で多数行
われ，さまざまな知見が得られている [2][3][4][5]．例え
ば，Kyle[2]は，(1)”Tightness”，(2)”Depth”，(3)”Re-
siliency”を含む多くの概念を使用し流動性を評価する
ことを提案した．Amihud[3]は，1日の株式収益率の
絶対値を取引金額で割った値を非流動性の尺度として
提案し (ILLIQ)，資産の期待収益が流動性によって増
加することを示した．
しかし，何をもって流動性とみなすかは実証研究の

∗連絡先：神奈川工科大学大学院工学研究科情報工学専攻
　　　　　　神奈川県厚木市下荻野 1030
　　　　　　 E-mail: s1885003@cco.kanagawa-it.ac.jp

調査目的ごとに異なることが多い．例えば，市場価格
のボラティリティの大きさや，市場参加者の売買が市場
価格に大きな影響を及ぼさないことを流動性と結びつ
けることも多い．その結果、流動性を計測するために
使用される指標は研究間で異なることが多く、ある研
究で得られた流動性の結果が他の研究で得られた結果
と一致しているかどうかを分析することは困難である．
一方で，この流動性に影響を与える要因の一つとし
て，HFT（High Frequency Trading，高頻度取引）が
あげられる．HFTが高速で取引を繰り返すことにより，
取引量を増加させるため，金融市場を活発にさせる効
果があるといわれている一方，市場に与える影響が大
きいため暴騰暴落の頻度が高くなったともいわれてい
る．さらに HFTが流動性にどのような影響を与えて
いるか，体系的にほとんど議論されていない．
このように実証研究では対処困難なものに対応する
手法の 1つに，人工市場を用いる手法がある．人工市
場は，社会シミュレーションの 1つであり，計算機上
に仮想的に構築されたマルチエージェントシステムの
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図 1: 流動性の概念整理 [9]

金融市場のことを指す [6][7][8]．人工市場におけるエー
ジェントは仮想的な投資家であり，現実の投資家の特
性がモデルとして組み込まれている．そして，エージェ
ントらに金融資産の取引をさせることで市場がどのよ
うに振舞うかを確認することができる．また，市場側
に規制や制約 (例えば，空売り規制のような市場の安定
性と効率性を確保するための制限)をモデル化して組み
込むことで，エージェントの振る舞いや市場にどのよ
うな影響が現れるかを検証することもできる．
人工市場を用いたHFTに関する研究は、いくつか存
在する．しかしながら、HFTが流動性そのものにどの
ような影響を与えるかを調べた研究は見当たらない．
そこで本研究では，HFTを導入した人工市場のパラ

メータを変更して流動性指標間の関連を調査する．す
なわち，HFTを導入した人工市場において，市場価格
のティックサイズなどの市場内のパラメータを変更す
ることで，HFTの存在が主要な流動性指標（Volume，
Tightness，Resiliency，Depth）にどのような影響を与
えるのか，HFT非導入時の流動性指標の特性との比較
などを行い，調査する．
本論文の構成は以下のとおりである．2章では市場
流動性とは何かについて説明し，流動性の実証研究に
ついても説明する．3章では本研究で用いた人工市場
モデルについて説明する．4章では本研究で行う実験
の詳細や得られた結果について説明する．最後に 5章
では，本研究のまとめと今後の課題について述べる．

2 流動性

2.1 流動性の定義

流動性を計測する実証研究では，図 1のように 4つの
評価軸（Volume，Tightness，Resiliency，Depth）が
よく使用されている [9]．

2.1.1 Volume

第 1の評価軸として，市場の取引量（Volume）があ
げられる．市場の取引量が多ければ，頻繁な取引や短期
間での大口の取引がより容易になると考えられる．そ
のため，Volumeが大きければ流動性が高いといえる．
Volumeの指標としては，出来高，売買回転率をみる

方法と，取引がない時間間隔，ゼロリターン率をみる方
法の 2種類が存在するが，本研究では出来高をVolume

とする．

2.1.2 Tightness

第 2 の評価軸は，買い手と売り手の提示価格の差
（Tightness）があげられる．提示価格の差が狭ければ，
市場参加者の意図する価格から離れず取引が行える．そ
のため Tightnessが小さければ流動性が高いといえる．
Tightnessの指標としては，買い手の 1番高い注文の

価格である最良買い気配（ベスト・ビッド）と売り手
の 1番安い注文である最良売り気配（ベスト・アスク）
の乖離幅として定義されるビッド・アスク・スプレッ
ドがよく用いられる．本研究においてもビッド・アス
ク・スプレッドを Tightnessとする．

2.1.3 Resiliency

第 3の評価軸は，市場の復元力（Resiliency）があげ
られる．取引が成立し，上下した市場価格が元の価格
に戻る早さのことを指す．価格に大きな騰落が起きた
場合でも，迅速に騰落前の価格へ戻ると，取引を迅速
かつ円滑に行える．そのためResiliencyは小さければ，
流動性が高いといえる．
Resiliencyの指標としては，値幅・出来高比率，ベス

ト・ビッドの枚数回復速度，ILLIQといったものが存
在する．
値幅・出来高比率は，日中の市場価格の最高値と最

小値の幅を 1日の出来高で除した指標で，その日の取
引での平均的な価格変化を示している．本研究では値
幅・出来高比率を Resiliencyとする．

2.1.4 Depth

第 4の評価軸は，市場の厚み（Depth）があげられ
る．ベスト・ビッド，ベスト・アスクに近い価格で出さ
れている注文量であり，現在の市場価格に影響を与え
ることなく取引ができる数量を示す．ベスト・ビッド，
ベスト・アスクに近い価格での注文量が多い状況を市
場が厚い状況と呼ぶ．市場に厚みがあれば，市場参加
者が意図した価格と市場価格との差が小さくなる．ま
た市場に残っている注文が多く，取引成立した際の市
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場価格が振れにくくなる．そのため，Depthが大きけ
れば，流動性が高いといえる．
現実世界でのDepthは，最良気配から 5，8，10ティッ

ク離れたDepth情報が公開され，流動性指標として利
用されるようになった．本研究ではベスト・ビッドか
ら 50離れた価格までの注文量を Depthとする．

3 人工市場モデル

3.1 市場構成

本研究では，Mizuta.et.al[10]の人工市場モデルを基
に，人工市場モデルの構築をおこなった．また高頻度取
引を行うエージェントは，草田ら [11]のポジションマー
ケットメイカーエージェントを基にモデル化した．通
常の投資家をモデル化したMizuta.et.al[10]のエージェ
ントをノーマルエージェント，草田ら [11]のポジショ
ンマーケットメイカーエージェントをHFTエージェン
トと呼ぶ．
本モデルは，1つの資産のみを取引対象とし，ノー

マルエージェントは n体おり，ノーマルエージェント
j = 1から，j = 2, 3, 4,…と順番に注文を出す．最後の
ノーマルエージェント j = nが注文を出すと，次の時
刻にはまたはじめのノーマルエージェント j = 1が注
文を出していく．時刻 tはノーマルエージェント 1体が
注文を出すたびに，1だけ増える．つまり，注文をした
だけで取引が成立しない場合も 1ステップ進む．HFT

エージェントは各ノーマルエージェントが注文を出す
前に，買いと売りの注文を行う．HFTエージェントの
注文では時刻 tは進まない．このモデルでの価格決定メ
カニズムは買い手と売り手が価格を提示し，両者の提
示価格が合致するとその価格で取引が成立する，連続
ダブルオークション方式（ザラバ方式）とした．ティッ
クサイズを∆P とし，注文価格を求めるときに∆P よ
り小さい端数は買い注文の場合は切り捨て，売り注文
の場合は切り上げる．買い注文価格より安い売り注文，
または売り注文より高い買い注文が注文板に既に存在
していれば，取引が即時成立する．取引が成立しなかっ
た場合は注文を残す．本研究では，取引が即時成立する
注文を成行注文，市場に残る注文を指値注文と呼ぶ．市
場に残した指値注文が注文有効期間 tcだけ経過しても
取引が成立せず残っていた場合，注文板から取り除く．
注文数は常に 1とした．各エージェントが持つキャッ
シュ量は無限とし，資産を何単位でも買うことができ
る．また空売りも可能とした．

3.2 ノーマルエージェントの注文プロセス

ノーマルエージェントは以下の手順に従い，注文価
格，買いと売りの判断を行う．ノーマルエージェント
jが時刻 tのときに予想する価格の変化率（予想リター
ン）rtej は式（1）で求める．

rtej =
1

wt
1,j + wt

2,j + uj
(wt

1,j log
Pf

P t−n
+ wt

2,jr
t
hj

+ ujϵ
t
j)

(1)

ここで，wt
1,j は時刻 tにおけるノーマルエージェン

ト j の i項目の重みであり，シミュレーション開始時
に，それぞれ 0から wi,max までの一様乱数で決める．
この重みは，後で述べる学習プロセスにより変化する．
uj は時刻 tにおけるノーマルエージェント j の 3項目
の重みであり，シミュレーション開始時に，それぞれ 0

から umaxまでの一様乱数で決められ，シミュレーショ
ン中に変化することはない．Pf は時間で変化しない一
定のファンダメンタル価格である．P tは時刻 tにおけ
る市場価格 (取引されなかった時刻では直近で取引され
た価格であり，時刻 t = 0では P t= Pf とする)であり，
ϵtj は時刻 t,ノーマルエージェント jの乱数項で，平均
0,標準偏差 σeの正規分布乱数である．rthj

は時刻 tに，
ノーマルエージェント j が計測した過去リターンであ
り，rthj

= log(P t−n/P t−(n+τj))である．ここで τj は，
シミュレーション開始時に 1から τmaxまでの一様乱数
でノーマルエージェントごとに決める．
式 (1)の第 1項目はファンダメンタル価値を参照し

投資判断を行うファンダメンタル投資家の成分であり，
ファンダメンタル価格と直前期の市場価格を比較し，市
場価格が安ければプラス，高ければマイナスの予想リ
ターンを表す．第 2項目は過去の価格推移を参照し投資
判断を行うテクニカル投資家の成分であり，過去のリ
ターンがプラスならプラス，マイナスならマイナスの
予想リターンを表す．第 3項目はノイズの成分を表す．
予想リターン rtej より予想価格 P t

ej は式（2）で求
める．

P t
ej = P t−1 exp(rtej ) (2)

注文価格 P t
oj は平均 P t

ej，標準偏差 Pσの正規分布乱
数で決める．ここで，Pσ は式（3）で求める．

Pσ = P t
ej× Est (3)

Est（0 < Est ≤ 1）を便宜上，「ばらつき係数」と呼
ぶ．買いと売りの判断は予想価格 P t

ej と注文価格 P t
oj

の大小関係で決まる．

P t
oj < P t

ejなら 1単位の買い

P t
oj > P t

ejなら 1単位の売り
(4)
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3.3 学習プロセス

状況に応じて戦略を切り替えるという学習プロセス
をYagiら [12]のモデルを参考にモデル化した．学習は
ノーマルエージェントごとに注文の直前におこなわれ
，ファンダメンタル投資家のみの場合の予想リターン
を rte1,j = log(Pf/P

t−1)，テクニカル投資家のみの予
想リターンを rte2,j = rthj

とする．これら rtei,jを学習期
間のリターン rtl = log(P t/P t−tl)と比較し，式（5）の
ように wt

i,jを書き換える．

同符号なら，wt
i,j←wt

i,j + kl|rtl |qtj(wi,max − wt
i,j)

異符号なら，wt
i,j←wt

i,j − kl|rtl |qtjwt
i,j

(5)

ここで，kl は定数，qtj は時刻 t，ノーマルエージェン
ト j に与えられる 0から 1までの一様乱数である．式
（5）では，価格変化の方向の予測が現実と一致した戦
略の重みを引き上げ，外れている戦略の重みを引き下
げるようにしている．また式（5）の学習プロセスの他
に，確率mで wt

i,j を 0から wi,maxまでの一様乱数に
て再設定を行う．

3.4 HFTエージェント

HFTエージェントはマーケットメイク戦略（買い注
文と売り注文のそれぞれに約定しやすい価格で指値注
文を行う）をとる投資家をモデル化したものである．草
田らの人工市場では 2資産の市場を対象としているが，
本研究では 1資産のみを対象とする．
HFT エージェントは 1 体のみ存在し，各ノーマル
エージェントが注文を出す前に，毎期買いと売りの指
値注文を 1単位ずつ行う．またHFTエージェントが新
たに注文を出す際には，約定せずに注文板に残った前
回の注文をキャンセルし注文を出しなおす．そのため，
HFTエージェントどおしの取引は起こらない．
HFT エージェントは以下の手順に従い，買い売り
それぞれの注文価格を決定する．時刻 tにおけるベス
ト・ビッドを P t,buy，ベスト・アスクを P t,sell，HFT

エージェント固有のスプレッドを θpmとする．そして
HFTエージェントが抱えるポジションを stpm，自身の
資産ポジション考慮度を ωpmとすると，買い注文価格
P t,buy
o,pm と売り注文価格 P t,sell

o,pm は式 (6)，式 (7)，式 (8)

で求める．

P t,buy
opm = P t

fv,pm − 1
2 (Pf× θpm) (6)

P t,sell
opm = P t

fv,pm + 1
2 (Pf× θpm) (7)

P t
fv,pm = (1− ωpm(stpm)3)・1

2 (P
t,buy + P t,sell) (8)

上記の式では HFTエージェントの注文が成行注文
になってしまう恐れがあるため，それを防ぐため式 (9)

表 1: 基準となるパラメータ　
パラメータ 値

n 1,000

w1,max 1

w2,max 10

umax 1

τmax 10,000

σe 0.06

Est 0.003

tc 20,000

∆P 1.0

Pf 10,000

m 0.01

tg 1,000

θpm 0.0003

ωpm 0.00000005

の制約を設けた．

P t,buy
opm ≧ P t,sell

P t,sell
opm ≦ P t,buy

(9)

式 (9)の成約時のHFTエージェントの注文価格は式
(10)，式 (11)のようになる．

P t,buy
opm =

{
P t,sell −∆P (P t,buy

opm ≧ P t,sell)

P t,sell
opm − (Pf× θpm) (P t,sell

opm ≦ P t,buy)
(10)

P t,buy
opm =

{
P t,buy
opm + (Pf× θpm) (P t,buy

opm ≧ P t,sell)

P t,buy +∆P (P t,sell
opm ≦ P t,buy)

(11)

4 シミュレーション結果

4.1 実験概要

3 章でモデル化した人工市場を用いて実験を行う．
各パラメータ値を変更して流動性の評価軸（Volume，
Tightness，Resiliency，Depth）の変動を検証する．　
実験で用いるモデルの基準パラメータ値を表1に示す．
このうち，変更するパラメータとその値を表 2に示す．
パラメータは 1つ 1つ変化させ，変更しないパラメータ
については基準パラメータ値に固定している．各種パ
ラメータ値でそれぞれ 10試行行い，後述するVolume，
tightness，Resiliency，Depthを算出し，以後それらの
平均値を求める．また，ボラティリティについても算出
する．シミュレーションは時刻 t = tend = 1, 000, 000

までおこなった．
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表 2: 変更するパラメータと設定　
パラメータ 値

∆P 0.01 0.1 1.0 10 100
σe 0.02 0.04 0.06 0.08 0.1

w1,max 1.0 3.0 5.0 8.0 10.0
w2,max 1.0 3.0 5.0 8.0 10.0

表 3: Stylized Fact　
尖度 0.0777

lag1 0.120

価格騰落率の lag2 0.0556

2乗の lag3 0.0503

自己相関 lag4 0.0455

lag5 0.0434

4.2 モデルの妥当性

実験に入る前に本人工市場モデルの妥当性を検証し
た．
シミュレーションモデルは実証研究 [13]，[14]で得ら

れている統計的性質（stylized fact）が満たされている
かで判断される．今回は人工市場に用いられる代表的
な stylized factであるファット・テールとボラティリ
ティ・クラスタリングを判断基準とした．
表 1の基準パラメータ値での尖度と騰落率の 2乗の
自己相関の統計値を表 3に示す．この表からわかるよ
うに，尖度が正を示しているため，ファット・テール
を満たしている．また騰落率の 2乗の自己相関は，ラ
グがある場合でも正の相関を保っており，ボラティリ
ティ・クラスタリングを満たしていることがわかる．以
上より，本人工市場は妥当性があることが示された．

4.3 実験結果

4.3.1 ティックサイズ∆P 変更実験

ティックサイズ∆P を，0.01，0.1，1.0，10.0，100.0

と変化させたときの Volume，Tightness，Resiliency，
Depthの平均を表 4の左側，HFT非導入時の 4指標の
平均を表 4の右側に示す．
表 4より，HFTが導入されると流動性指標は以下の
ような傾向を示した．
VolumeはHFTの有無によらず，どちらも減少傾向
であるが，∆P が 10，100の時を除き，HFT導入時で
は非導入時と比べ，値は大きくなっている．Tightness，
Resiliencyもどちらも増加傾向であるが，∆P が 100の
時を除き，HFT導入時の両指標は非導入時と比べ，値
は小さくなっている．Depthにおいては傾向自体が逆

転し，HFT導入時には増加傾向から減少傾向へと転じ，
値は大きくなった．∆P が 100の時には，すべての流
動性指標が HFT導入時と導入時で同じような結果に
なった．

4.3.2 ファンダメンタル成分の重みの最大値 w1,max

変更実験

ファンダメンタル成分の重みの最大値w1,maxを 1.0，
3.0，5.0，8.0，10.0と変化させたときのVolume，Tight-
ness，Resiliency，Depthの平均を表 5の左側，HFT非
導入時の 4指標の平均を表 5の右側に示す．
表 5より，HFTが導入されると流動性指標は以下の
ような傾向を示した．
VolumeはHFTの有無によらず，どちらも減少傾向
だが，HFT 導入時では非導入時と比べ，値は大きく
なっている．Tightnessはどちらも減少傾向であるが，
HFT導入時では非導入時と比べ，値は小さくなってい
る．Resiliencyにおいては傾向自体が逆転し，HFT導
入時には減少傾向から増加傾向へと転じ，値は小さく
なっている．Depthはどちらも増加傾向だが，HFT導
入時では非導入時と比べ，値は大きくなっている．

4.3.3 テクニカル成分の重みの最大値 w2,max変更実
験

テクニカル成分の重みの最大値 w2,max を 1.0，3.0，
5.0，8.0，10.0と変化させたときのVolume，Tightness，
Resiliency，Depthの平均を表 6の左側，HFT非導入
時の 4指標の平均を表 6の右側に示す．
表 6より，HFTが導入されると流動性指標は以下の
ような傾向を示した．
VolumeはHFTの有無によらず，どちらも減少傾向
だが，HFT 導入時では非導入時と比べ，値は大きく
なっている．Tightnessはどちらも減少傾向であるが，
HFT導入時では非導入時と比べ，値は小さくなってい
る．Resiliencyにおいては傾向自体が逆転し，HFT導
入時には減少傾向から増加傾向へと転じ，値は小さく
なっている．Depthはどちらも増加傾向だが，HFT導
入時では非導入時と比べ，値は大きくなっている．

4.3.4 ノイズ成分の予想リターン計算 ϵtj に用いる定
数 σϵ 変更実験

ノイズ成分の予想リターン計算 ϵtjに用いる定数σϵを
0.02，0.04，0.06，0.08，0.10と変化させたときのVol-

ume，Tightness，Resiliency，Depthの平均を表 7の
左側，HFT 非導入時の 4 指標の平均を表 7 の右側に
示す．
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表 4: HFT導入時 (左)と非導入時 (右)における∆P 変更実験　
HFT導入時 HFT非導入時

∆P Volume Tightness Resiliency Depth Volume Tightness Resiliency Depth

0.01 281,449 2.938 0.00157 3,961 265,884 12.015 0.0104 2,362

0.1 284,172 3.042 0.00164 3,885 267,309 12.174 0.0106 2,326

1.0 277,638 4.012 0.00230 3,804 266,209 12.406 0.0108 2,363

10.0 255,839 13.826 0.00776 3,053 266,892 17.579 0.0118 2,431

100.0 249,194 100.001 0.01933 3,183 249,419 100.001 0.0193 3,189

表 5: HFT導入時 (左)と非導入時 (右)における w1,max 変更実験　
HFT導入時 HFT非導入時

w1,max Volume Tightness Resiliency Depth Volume Tightness Resiliency Depth

1.0 277,638 4.012 0.00230 3,804 266,209 12.406 0.0108 2,363

3.0 257,887 3.947 0.00233 4,171 247,682 12.014 0.0094 2,807

5.0 239,392 3.886 0.00238 4,510 230,026 11.772 0.0084 3,283

8.0 216,706 3.804 0.00248 4,926 207,453 11.171 0.0074 3,896

10.0 205,187 3.763 0.00255 5,139 196,318 10.675 0.0070 4,201

表 7より，HFTが導入されると流動性指標は以下の
ような傾向を示した．
VolumeはHFTの有無によらず，どちらも増加傾向
だが，HFT導入時のでは非導入時と比べ，値は大きく
なっている．Tightnessはどちらも増加傾向であるが，
HFT導入時では非導入時と比べ，値は小さくなってい
る．Resiliencyにおいては傾向自体が逆転し，HFT導
入時には増加傾向から減少傾向へと転じ，値は小さく
なっている．Depthはどちらも減少傾向だが，HFT導
入時では非導入時と比べ，値は大きくなっている．

4.3.5 ばらつき係数 Est変更実験

エージェントごとの注文価格のばらつきを決めるばら
つき係数Estを 0.003，0.005，0.01，0.02，0.03と変化
させたときのVolume，Tightness，Resiliency，Depth

の平均を表 8の左側，HFT非導入時の 4指標の平均を
表 8の右側に示す．
表 8より，HFTが導入されると流動性指標は以下の
ような傾向を示した．
VolumeとDepthはHFTの有無によらず，どちらも
減少傾向であるが，HFT導入時の両指標は非導入時と
比べ，値は大きくなっている．Tightnessにおいては傾
向自体が逆転し，HFT導入時には増加傾向から減少傾
向へと転じ，値は小さくなっている．Resiliencyはどち
らも増加傾向だが，HFT導入時では非導入時と比べ，
値は小さくなっている．

4.4 HFT導入時と非導入時における流動性
指標の変化

表 4から表 8より，HFTエージェントが導入されて
いる市場では，導入されていない市場と比べ，Volume，
Depthの値は増加し，Tightness，Resiliencyの値は減
少しており，すべての流動性指標が流動性を高める傾
向にある．つまり，HFTを行う投資家が存在すること
により，流動性は高くなる可能性が示唆されている．
Volumeが高くなる理由として，HFTエージェント

の注文価格設定方法があげられる．HFTエージェント
は毎期の注文の際にベスト・ビッド，ベスト・アスクを
参照して買いと売りの注文を行うため，それまでノー
マルエージェントの注文で形成されていたベスト・ビッ
ド，ベスト・アスクがHFTエージェントの注文に置き
換わる．その結果，その後のノーマルエージェントの注
文が成行注文になりやすく，出来高は増加傾向となる．
Tightnessが減少する理由は，HFTエージェントがベ
スト・ビッド，ベスト・アスクを更新するような価格で買
い注文と売り注文を出しているからである．HFTエー
ジェントが出す買い注文と売り注文の幅は Pf・θpm =

10000・0.0003 = 3となるため，ビッド・アスク・スプ
レッドは大幅に小さくなる．
Resiliencyが減少する理由は，値幅・出来高比率の
分母は出来高であるが，HFTエージェントが約定しや
すい価格で注文を出すため，出来高は増加する．HFT

エージェントが出す注文が約定する場合，ボラティリ
ティが低くなり価格の変動が抑えられたと考えられる．
そのため，分子の 1日の値幅は小さくなる．分母は大
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表 6: HFT導入時 (左)と非導入時 (右)における w2,max 変更実験　
HFT導入時 HFT非導入時

w2,max Volume Tightness Resiliency Depth Volume Tightness Resiliency Depth

1.0 406,155 4.497 0.00222 1,441 372,930 78.297 0.0518 223

3.0 366,397 4.330 0.00211 2,172 348,262 31.672 0.0267 645

5.0 333,144 4.208 0.00212 2,783 320,592 21.473 0.0180 1,080

8.0 296,810 4.080 0.00224 3,453 285,224 14.869 0.0123 1,840

10.0 277,638 4.012 0.00230 3,804 266,209 12.406 0.0108 2,363

表 7: HFT導入時 (左)と非導入時 (右)における σϵ 変更実験　
HFT導入時 HFT非導入時

σϵ Volume Tightness Resiliency Depth Volume Tightness Resiliency Depth

0.02 152,011 3.471 0.00335 6,116 151,109 5.308 0.0061 5,655

0.04 229,627 3.837 0.00254 4,693 222,479 8.975 0.0081 3,644

0.06 277,638 4.012 0.00230 3,804 266,209 12.406 0.0108 2,363

0.08 308,131 4.120 0.00218 3,239 296,523 15.928 0.0137 1,648

0.1 329,797 4.193 0.00216 2,832 318,035 18.821 0.0169 1,268

きくなり，分子は小さくなるため，値幅・出来高比率
が小さくなる．
Depthが増加する理由は，HFTエージェントが導入
されている市場ではHFTエージェントの指値注文が約
定しやすく，Depthの計測範囲内のノーマルエージェ
ントの指値注文が消えないため，Depthは増加傾向に
ある．
ただし，ティックサイズ∆P が 100の時では上記の

限りではない．このパラメータ値では，HFT導入時と
非導入時で流動性指標に変化がなかった．これは ∆P

が 100以外の場合，HFT導入時のビッド・アスク・ス
プレッドはＨＦＴ非導入時よりも小さいが，ティックサ
イズが 100になることでビッド・アスク・スプレッド
は強制的に 100に広げられる．ノーマルエージェント
の注文幅が広くなったことで，HFTエージェントの指
値にノーマルエージェントの注文が当たらなくなり約
定しないため，HFTエージェントがいてもいなくても
同じ状況にあると考えられる．

5 まとめ

流動性の代表的な 4つの評価軸（Volume，Tightness，
Resiliency，Depth）を計測するための代表的な指標に
注目して，高頻度取引がそれら指標にどのような影響
与えるのかをティックサイズなどの人工市場内のパラ
メータを変化させることで調査をした．その結果，ど
のパラメータを変更した場合においても，HFTが導入
されていない市場の 4指標の値と比べ，4指標すべて

が流動性が向上したといえる方向に変化した．このこ
とからHFTを行う投資家の存在により，流動性が高く
なる可能性が示唆された．

留意事項
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pact of heterogeneous trading rules on the limit

order flows. Journal of Economic Dynamics and

Control, Vol. 33, No. 3, pp. 525–537, 2009.

[8] T. Mizuta, K. Izumi, I. Yagi, and S. Yoshimura.

Regulations’ effectiveness for market turbulence

by large erroneous orders using multi agent simu-

lation. In Computational Intelligence for Finan-

cial Engineering Economics (CIFEr), 2014 IEEE

Symposium Series on Computational Intelligence

on, pp. 138–143, March 2014.

[9] 土川顕, 西崎健司, 八木智之. 国際市場の流動性に
関連する諸指標. Bank of Japan Review 15-E-2,

2013.

[10] T. Mizuta, K. Izumi, I. Yagi, and S. Yoshimura.

Investigation of price variation limits, short sell-

ing regulation, and uptick rules and their optimal

design by artificial market simulations. Electron-

ics and Communications in Japan, Vol. 98, No. 7,

pp. 13–21, 2015.

[11] 草田裕紀, 水田孝信, 早川聡, 和泉潔. 保有資産を
考慮したマーケットメイク戦略が取引所間競争に
与える影響:人工市場アプローチによる分析, 2015.

[12] I. Yagi, A. Nozaki, and T. Mizuta. Investigation

of the rule for investment diversification at the

time of a market crash using an artificial market

simulation. Evolutionary and Institutional Eco-

nomics Review, Vol. 14, No. 2, pp. 451–465, 2017.

[13] R. Cont. Empirical properties of asset returns:

Stylized facts and statistical issues. Quantitative

Finance, Vol. 1, pp. 223–236, 2001.

[14] M. Sewell. Characterization of financial time se-

ries, 2006.

人工知能学会研究会資料 
SIG-FIN-024

124



強化学習を用いた期待効用ベースヘッジ手法
Expected Utility Based Hedge with Reinforcement Learning
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Abstract: Selling options is a popular investment strategy, which regularly receives a premium

and, on the other hand, takes variance risk, especially negative fat-tail risk. Therefore, it is

important for risk-averse investors to mitigate these types of risks by constructing hedge position

in consideration of transaction costs. Main results of this research are as follows: (1) In a practical

simulation, DDPG model with utility based reward suggests a better way of dynamic hedging

compared to simple benchmarks. (2) As a real-world application to market data, this learned

model successfully manages the short straddle portfolio of treasury futures options.

1 はじめに

投資戦略のパフォーマンスを測るうえでは、期待リ
ターンとボラティリティを基準に考えるのが一般的で
ある．ある種の仮定の下では、平均分散分析によって
ポートフォリオを最適化すると、投資家の期待効用が
最大化されるためである．しかしながら、投資家の効
用関数が二次以外、かつ投資収益が正規分布しないと
きには、平均分散分析が必ずしも効率的にならないこ
とが知られている [1]．前者の二次効用関数は単純化さ
れた仮定であり、現実的な投資家の行動を考えると拡
張の余地は大きい．後者のように収益分布が非正規と
なる典型例はオプションやボラティリティ・インデック
ス（VIX等）のポジションであり、市場が急変すれば
損益が非線形に拡大しうる．このような戦略を適切に
評価するには、平均分散分析では不十分であり、収益
分布の歪度等を考慮した期待効用で考える必要がある．
　一方、近年の技術的な動向においては、オプション・
リスクの最適ヘッジ量を推定する手段として、深層学
習が注目されている．[2]では、Semi-RNNを用いて凸
リスク測度に基づくヘッジが提案された。[3]は、非線
形の取引コストを仮定したうえで、DQNによるヘッジ
を扱っている。他方、著者の印象では、モデルの目的
関数は実務的な観点から先験的に定義されたものが多
いほか、実証面でも数値実験にとどまり現実の市場や
投資戦略を必ずしも反映していないケースが多い。
　そこで本稿では、期待効用理論の観点から自然な形
で報酬を設計したうえで深層強化学習モデルを構築し、
実際の市場データと投資戦略を用いて学習の妥当性を

∗E-mail: tsubasa.ud@gmail.com

検証する．

2 シミュレーション

2.1 期待効用モデル

投資家は、次のような絶対的リスク回避度 γ の指数
型効用関数をもつと仮定する．

u(x) =
1

γ
(1− e−γx) (1)

　 xの平均 µの周りでテイラー展開を行ったうえで期
待値を取ると、

E[u(x)] = u(µ)− 1

2
u′′(µ)E[(x− µ)2]

+
1

6
u′′′(µ)E[(x− µ)3] + . . .

≈ µ− γ

2
µ2[x] +

γ2

6
µ3[x] (2)

と書ける。ここで、(2) は µ = 0 周りの近似であり、
u(µ) ≈ u(0) + u′(0)µ = µを用いた．なお、µnは n次
中心モーメントである。ある T 時点の富を wT とし、
(1)を参照点 w0に依存する効用関数と捉えると、期待
効用 E[u(x)]の最大化は

max
[
E[wT−w0]−

γ

2
µ2[wT−w0]+

γ2

6
µ3[wT−w0]

]
(3)

と表せる．wT−w0 =
∑T

t=1 ∆wtと分解し、Cov(∆wt,∆ws) =

0 (t ̸= s)を仮定すると、モーメントの加法性から、(3)は

max
T∑

t=1

[
E[∆wt]−

γ

2
µ2[∆wt] +

γ2

6
µ3[∆wt]

]
(4)
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と変形できる．[4]の議論を参考にすると、µ = E[∆wt]

が相対的に小さいならば µ2 = E[(∆wt)
2] − µ2, µ3 =

E[(∆wt)
3]− 3µµ2−µ3の µ2, µ3を無視できて、(4)は

次のような報酬を設定した強化学習の問題として近似
できる．

rt = µ− γ

2
(∆wt)

2 +
γ2

6
{(∆wt)

3 − 3µ(∆wt)
2} (5)

　ただし、µは事前には明らかでないので後に置き換
える．

2.2 環境とモデル

t = 0時点でオプションのポジションを構築し、離散
時間 tごとに原資産でヘッジする戦略を想定する．原
資産価格が Hestonモデル [5]に従うとして、状態空間
と行動空間を次のように定義する．

st ∈ S := R2
++ ×R+ ×R

= {(S, ν, τ, δ) | S, τ > 0, δ ≥ 0,−1 ≤ δ ≤ 1}
at = aπt (st) ∈ A := R

　S, ν, τ, δはそれぞれ、原資産価格、原資産価格のイン
プライドボラティリティ、オプションの残存期間、ヘッ
ジ比率を表す．aは定常な決定的方策 πに従って選択さ
れたヘッジ資産の売買量であり、δt+1 = δt + atという
関係が成立する．atから生じる取引コストを ct、ヘッジ
なしオプション戦略の期待リターンを µunと表し、ヘッ
ジ資産の期待収益を中立とみなせば、µ ≈ µun −E[ct]

と近似できるから、期待効用ベースの報酬 (5)を

rt =− ct −
γ

2
(∆wt)

2

+
γ2

6
{(∆wt)

3 − 3(µun − ct)(∆wt)
2} (6)

と置き換える．なお、Cov(ct, (∆wt)
2) = 0を仮定し、

µun を at = 0 (0 ≤ t ≤ T )とおいて事前に推定してお
くものとする．以上の環境は、連続状態行動空間のマ
ルコフ決定過程M(π)となる．
　目的関数として次の期待報酬和を設定し、DDPG(Deep

Deterministic Policy Gradient)法 [6]を適用する．

E
[ T∑
t=1

rt |M(π)
]

(7)

　DDPGのActorおよびCriticは深層ニューラルネッ
トワークで構成し、方策勾配法によりパラメータを更
新する．

2.3 データセットと戦略

投資対象として米国債券先物オプション、ヘッジ資
産として米国債券先物を想定する．離散化したHeston

モデルにより、原資産価格とオプション価格のサンプ
ルデータを、学習用に 400,000ステップ、テスト用に
400,000ステップ生成した．次章の実証分析を念頭にお
いて、Hestonモデルにはリスクプレミアムの要素を導
入し [7]、パラメータは実際の市場に近いものを設定し
た．
　 1 エピソードは、S0 = 100 + ϵ と微小なランダム
性を加えて基準化したうえで、t = 0時点で行使価格
K = 100のショートストラドル（同一行使価格でのプッ
トとコールの売りポジション）を構築し、tごとにヘッ
ジ比率 δt を調整しつつ、満期 T = 40まで保有して終
了する．オプションの満期前行使は想定せず、満期時
に ITM(In The Money)であれば原資産に転換される
が、同時にポジション解消に必要な売買を行うものと
する．取引コスト ctはヘッジ資産の売買量 atに比例す
ると仮定した．保有するオプションとヘッジ資産の価
格変化を反映したポートフォリオ収益を ∆wt とする．
R = wT − w0 とすれば、期待報酬和 (7)の最大化は、
効用関数 (1)に基づく収益の期待効用 E[u(R)]を近似
的に最大化していると解釈できる．

2.4 学習結果

図 1は、テストデータで 10,000回シミュレーション
した収益 Rの分布である．比較対象として、ヘッジな
し (UN)と Blackモデルに基づくデルタ（オプション
の価格変化／原資産の価格変化）を毎時点で中立化す
る方法 (BD)を用意した．UN では、当然ながらボラ
ティリティが大きく負のファットテールが目立ってい
る．BDでは、ボラティリティを大幅に抑制できてい
るものの、取引コストを考慮せずヘッジ資産を頻繁に
売買するため収益分布の中心が 0に近づいている．強
化学習モデルに基づくヘッジ（RL）では、収益分布の
中心をある程度プラスに維持したままボラティリティ
とファットテールを適度に抑制できている．
　同じことを統計量で確認したのが、表 1である．平
均と分散は tを日次とみなしてR/S0を年率換算し、平
均効用 u(R)は (2)の近似式ベースで計算した．BDと
比べてRLの収益は分散や歪度が多少劣後するものの、
平均収益率が高いため平均効用で僅かに上回る結果と
なった．
　図 (2)、(3) は δt−1 = 0 とした際の RL と BD の
ヘッジ資産売買量を比較したものである．0 ≤ τ(t) ≤
0.1, −2 ≤ (St −K) ≤ 2の範囲における at（垂直軸）
を表している．RLは BD より at の絶対値が小さく、
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コストを考慮してヘッジ資産の調整幅を制限している
ことがわかる．また、BDの atは正負が対称的になっ
ているが、RLの atは正側が相対的に大きくなってお
り、原資産の下落リスクより上昇リスクを重視してい
ると解釈できる．

表 1: 収益率の統計量（シミュレーション）
UN BD RL

平均（年換算、％） 0.94 0.65 0.87

分散（年換算、％） 2.80 0.30 0.57

歪度 -1.01 0.04 -0.25

平均効用 -0.167 0.047 0.048

図 1: 収益分布（シミュレーション）

図 2: RLによるヘッジ調整量（シミュレーション）

図 3: BDによるヘッジ調整量（シミュレーション）

3 実証分析

3.1 取引ルール

前章で学習した強化学習モデルを実際の市場データ
に適用しバックテストを行った．サンプル期間は 12年
5月～19年 12月とし、シミュレーションと同様に期近
オプションを売り建てて日次でヘッジしつつ満期まで
保有する戦略を繰り返した．なお、収益からはオプショ
ンやヘッジに用いる先物の売買コスト・手数料等を控
除した．

3.2 バックテスト結果

図 4は各ヘッジ手法を採用した際の NAVの推移で
ある．UN と比べて RLのボラティリティやドローダ
ウンは比較的抑制されており、長期的な累積リターン
もプラスであることから、投資戦略として機能してい
るといえる．18年後半からリターンがマイナス化して
いるが、実際に米金利のボラティリティが高止まりし
ていたため自然な結果である．
　表 2は、各ヘッジ手法の統計量である．前章のシミュ
レーション結果と同様に RLが最も高い平均効用を獲
得した．なお、BDでは平均収益率がほぼ 0まで低下
しており、現実的なヘッジ戦略を考えるうえで取引コ
ストの重要性を示唆している．

表 2: 収益率の統計量（バックテスト）
UN BD RL

平均（年率、％） 1.00 0.05 0.46

分散（年率、％） 2.79 0.72 0.93

歪度 -1.25 0.07 -0.44

平均効用 -0.106 -0.007 0.020
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図 4: NAVの推移（バックテスト）
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強化学習による高頻度取引戦略の構築
The Construction of High Frequency Trading Strategy via

Reinforcement Learning

小林弘幸 1∗ 和泉潔 1 松島裕康 1 坂地泰紀 1 島田尚 1
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1 東京大学大学院工学系研究科　システム創成学専攻
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Abstract: 近年ゲーム AIの領域の成功により強化学習の研究が活性化し,金融市場においても将
来価格の予測に留まらず取引戦略をシステマティックに開発するための枠組みとして強化学習のア
プローチに注目が集まっている.本研究では東京証券取引所に上場する銘柄のティックデータから高
頻度取引戦略を構築するための強化学習アルゴリズムを提案する.ニューラルネットワークを関数近
似器として利用した強化学習により日本株市場のトレーディング戦略の構築を行い,戦略の収益性を
バックテストで確認する.

1 はじめに

今日の自動取引システムの一般的な開発プロセスで
は, 取引戦略を過去の一定期間において稼働させた場
合に発生する仮想的な損益やシャープレシオ等の評価
尺度を元に, 開発者が人手によって取引モデルのロジッ
クや閾値などのパラメータのチューニングを行ってい
る. あるいは投資尺度を目的関数としてモデルのパラ
メータを調整する探索ベースの最適化手法が採用され
ることもある.

このバックテストを繰り返すことで取引戦略を構築
する方法は取引スパンの長短を問わず広く採用されて
いるが, このアプローチには固有の限界も存在する.

第一に,行動判断の良し悪しの判定及びそのフィード
バックが不十分な点が指摘される. 人間のトレーダー
であれば取引判断の可否は即座に判定され,その事実を
学習することができるが, バックテストにおいては取引
戦略に従って選択した注文行動の帰結は全期間の平均
的なパフォーマンスによってのみ評価され, 各々の取引
や注文送出結果を学習材料として利用することは想定
されていない.

第二に,エージェント（＝取引アルゴリズム）が取り
得た他の状態を考慮しないという点が挙げられる. エー
ジェントの発注判断材料として,他の市場参加者も観測
可能な「現在及び過去の市場状況」（Market State）に
加えて, 「ポジション残高」や「既存注文状況」等の
エージェント固有の状況（Agent State）も利用される

∗連絡先：東京大学工学系研究科，
　　　　　　〒 113-8656 東京都文京区本郷 7-3-1
　　　　　　 E-mail: d2019hkobayashi@socsim.org

のが通常であるが, ある時点において取り得る無数の
可能性の中で,（それまでの取引履歴に依存して）偶然
にも経由することとなったただ一つの Agent Stateと,

行った発注判断の結果のみがパフォーマンス評価対象
となり, 他の全ての起こり得るAgent Stateと注文送出
の可能性は考慮されることがない.

そこで本研究ではこの限界を克服するために強化学
習アプローチを提案する. 強化学習は価値ベースの手
法と方策ベースの手法に大別されるが,本研究では価値
ベースを採用する. [状態 s,行動 a]のペアに対する価値
関数Q(s,a)という形で現在のエージェントが置かれて
いる状態の下で選択し得る行動の価値を推定し,価値が
最大となる行動を選択する. この方法によりエージェ
ントの行動の成否は毎回独立したデータセットとして
直接学習対象とすることができる.

加えて,強化学習においては価値関数の推定に必要な
データを生成するために,エージェントに最適でない行
動も確率的に選択させる. エージェントの行動にこの
ランダム性を付与することで Agent Stateの系列に幅
を持たせることができ, 取引戦略の構築という視点から
は現実の限られたマーケットデータを余すことなく利
用できる手法であると考えている.

2 関連研究

強化学習を日中の取引戦略の構築に用いる研究の歴史
は長く,2001年には既にマーケットメイク戦略を Sarsa

や Actor-Criticの手法で学習する手法が提案されてい
る (Nicholas(2001)[1]).
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実際の株式の取引データを用いた研究としては米国
株の執行のための最適指値戦略をQ学習ベースの手法
で構築した Nevmyvaka(2006)[2]が挙げられる.

強化学習が再注目された 2010年代中盤以降の研究と
してはタイルコーディングベースの線形関数近似と適
格度トレースを用いて欧州株式市場のマーケットメイ
ク戦略の学習を行った Spooner(2018)[3]や高頻度の逆
張り戦略をMLPを用いてオンライン学習で構築した
Ganesh(2019)[4]が挙げられる.

本研究はこれらの先行研究の設定を参考に, Atariな
どのゲームAI領域を中心に近年急速に研究が進む深層
強化学習の手法を取り入れたものとなっている.

3 提案方法

3.1 学習ターゲット

従来の金融市場研究においては将来価格の予測に焦
点を当てる文献が主流であるが, イントラデイのトレー
ディングにおいては「指値注文を提示し約定を待つ」戦
略が多く観測され, 予測精度に加えて,予測値の利用側
である注文メッセージの送信タイミングを動的に決定
するための発注戦略の重要性も高い.

予測と戦略決定は開発プロセス上分離可能なので前
者を前工程,後者を後工程と捉え, 本研究では後工程で
ある「発注戦略の学習」にフォーカスする. 前工程のア
ウトプットである予測値に関しては実際の将来リター
ンにノイズを載せた数値で代用する.

3.2 環境シミュレータ

強化学習においてはエージェントの行動の結果とし
て生ずる「状態遷移」及び「獲得する報酬」を計算す
るための環境シミュレータが必要となる. この環境シ
ミュレータとして,実際の板情報と歩み値データを用い
てティックデータが変わる毎に注文の約定を判定する.

このシミュレーションはエージェント自身の注文が市
場に与えるマーケットインパクトは考慮できない性質
のものである.

3.3 強化学習アルゴリズム

本研究が想定する取引エージェントは連続値の状態
空間と,有限個で少数（7個）の行動空間を取る. そこ
で Deep Q Network（DQN)[5]をベースとした強化学
習アルゴリズムを採用する. [5]の研究は画像データが
入力値のために CNNを用いているが,本研究では少数
（6個）の「状態変数」を入力値とし, 全結合型ニュー
ラルネットワークを関数近似器として採用する.

加えて,現在 Atariのプレイスコアが最も高く SoTA

とされるR2D2(2019)[6],Ape-X(2018)[7]の強化学習モ
デルが取り入れている初代 DQNに対する 3つの拡張

• Double Q Nework [8]

• Prioritized Experience Replay [9]

• Dueling Network [10]

を適用したものを本研究の強化学習アルゴリズムと
する.

3.4 状態

以下の 6個の状態変数を定義する.1

1. 現在ポジション株数/最大保有株数

2. 既存買注文の反対気配との乖離率 (逆数)

3. 既存売注文の反対気配との乖離率 (逆数)

4. Bid-Askスプレッド

5. 短期（5秒）リターン予測値

6. 長期（60秒）リターン予測値

最大保有株数は 100万円相当の株数（最小取引単位
の 100株に満たない場合は 100株）で, ショートポジ
ションも取り得るものとしている.

3.5 行動

以下の 7種類の行動を可能な行動集合とする.

1. 何もしない

2. 最良気配への新規買注文送出/既存買注文訂正

3. 最良気配への新規売注文送出/既存売注文訂正

4. 反対気配への新規買注文送出/既存買注文訂正

5. 反対気配への新規売注文送出/既存売注文訂正

6. 既存買注文の取消

7. 既存売注文の取消

取引エージェントの行動タイミングは各銘柄のティッ
ク更新時に,前回行動から 1秒以上経過している場合に
発注判断を行うものとする (各発注判断を 1ステップと
する）. ある時点において市場に出すことのできる注
文は買い,売りのそれぞれに対して 1注文のみとし,最
大ポジションを超える新規注文は行わない. 各時点で
選ぶことのできない行動は選択肢から排除している.

1状態 2, 状態 3 は既存注文が無い状態の数値を 0（乖離率は∞）
として扱うために逆数を取ったものを状態変数としている.
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3.6 報酬

1ステップごとに発生する損益額に加え,ポジション
が増大することによるペナルティ項とキャンセル注文
送出によるペナルティ項を付加したものを報酬 r(t)と
して次の式を用いて算出する.

r(t) = ∆PnL(t+ 1)− α(∆Pos(t+ 1))2 − βFo(t)
∆PnL(t+ 1) : (累積)損益額の変化幅（円)

∆Pos(t+ 1) :ポジション金額の変化幅 (円)

Fo(t) =

{
1 (cancel order was submitted at t)

0 (otherwise)

損益額のみを報酬とする場合,ポジションが必要以上
に増加する傾向にあり [3], また不必要な注文の送信,取
消を繰り返してしまう.そこで過度なポジショニングと
注文取消を抑制するために調整項を加えている.

3.7 ニューラルネット

本研究で関数近似器として用いるニューラルネット
の入力層ユニット数は強化学習の「状態変数」の数の
６, 出力層ユニット数は強化学習の「行動」の数の７と
なる.

Dueling Network[10]のアイディアを取り入れ,Q(s,a)

を状態価値関数Value(=V(s))と行動による価値の増分
Advantage(=A(s,a))に分解する.

Q(s, a) = V (s) +A(s, a)− 1/nΣn
a′=1A(s, a

′)

n :行動の数 (= 7)

この分解で全てのサンプルデータを状態価値関数の
学習に用いることができるようになり学習が安定する.

Dueling Networkを実装するために 2層の中間層を
設定する (図 1). 第 1中間層は全結合層とし,ユニット
数は 20とする. 第 2中間層は V(s)の計算用と A(s,a)

の計算用に分岐し,それぞれユニット数 10に設定する.

活性化関数には tanhx =
ex − e−x

ex + e−x
を採用する.

3.8 パラメータの学習

行動価値関数Qの値が最大となる行動のみを選択す
る評価用エージェント（Greedy方策）1体と, 確率εで
取り得る行動からランダムに選択する探索用エージェ
ント（ε- Greedy方策）を 5体用意する. 2

探索用エージェント iの行動履歴Experiencei[s, a, r, s
′]

は Replay Bufferに蓄えられ, 1日（1エピソード）の
終了後にバックプロパゲーションによりニューラルネッ

2本研究はシングルエージェントシミュレーションで各エージェ
ントの取引は他のエージェントが参照する板情報に影響を与えるこ
とは無い.

図 1: 本研究の関数近似器である Dueling Network.

ト・パラメータ（ウェイト）の学習が行われる. 3 次式
で定義される TD誤差 δ(θ)の二乗和を減少させる方向
に SGDでパラメータθの学習が行われる.

δ(θ) = (r + γ Q(s′, a∗|θ∗))−Q(s, a|θ)
a∗ = argmaxa′ Q(s′, a′|θ)
r :報酬
γ :割引率 (0.999)

s, a :状態,行動
s′, a′ :次ステップ（遷移先）の状態,行動
θ :ニューラルネット・パラメータ
θ∗ :過去の時点のニューラルネット・パラメータ

θ ← θ − α∇θδ(θ)
2/2 = θ + α δ(θ)∇θQ(s, a|θ)

α :学習率

この学習に用いるデータ (Experience)はReplay Buffer

からランダムに取り出されるが,本研究ではSchaul(2016)[9]

に倣い各ExperienceのTD誤差の絶対値をサプライズ
の大きさと捉え, 選択される確率を TD誤差の絶対値
に比例するように設定している.

学習の対象となる期間全体を 1エポックとして日付
順にシミュレーションと学習を行う. 各 Experienceは
次エポックの当該営業日に Replay Bufferから除去さ
れる. すなわち第 2エポック以降は常に直近の 1エポッ
ク分の記憶から学習データがサンプリングされること
となる. 平均を取ると 1つの Experienceが 8回程度学
習用にピックアップされるように SGDの繰り返し回数
を調整している.

3学習はエージェント毎ではなく,銘柄毎に単独の学習器が全ての
探索用エージェントの行動履歴を利用して行う.
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4 実験と考察

4.1 データセットと取引対象

データは東京証券取引所のヒストリカルデータ（Flex

Full)を利用し,上下 10本の板情報を再現する. 取引対
象は東京証券取引所に上場する主要企業から 5銘柄（武
田製薬 (4502),ソニー (6758),トヨタ自動車 (7203), 三
菱 UFJフィナンシャルグループ (8306),ソフトバンク
グループ (9984)）を選定する.

4.2 期間及び取引時間

学習期間は 2018年 7～12月の 124営業日を 1エポッ
クとして 20エポック繰り返して学習を行う. 学習で得
られたニューラルネット・パラメータを用いて 2019年
1～6月のデータでバックテストを行い強化学習で獲得
した戦略の収益性を確認する（テスト中と最終エポッ
クはニューラルネット・パラメータの更新は行わない）.
東京証券取引所の取引時間の9:00～11:30（前場）,12:30

～15:00（後場）の中で各セッションの開始後 10分と
最後の 5分は取引を行わず, 翌日にポジションを持越さ
ないように 14:55に成行でポジションを解消する. 4

4.3 前提条件と評価方法

発注タイムラグに関してはゼロ（注文送出後次のテ
ィック時刻までに自注文が取引所に到達）と仮定してい
る. 取引に要する取引料,アクセス料,委託手数料,品貸
料等の諸経費は考慮しない.

評価は学習したエージェントの行動選択をグリーディ
選択に固定して行う. 取引のシャープレシオは日次ベー
スで計算し年間平均営業日数 (246)の平方根を掛けて
年率換算する.

予測精度がどの程度必要かを把握するために将来リ
ターン予測値に載せるノイズの大きさを変えて評価を
行う. ノイズは (-N, N)の一様分布とし,区間長Nを調
整することでノイズの大きさを調整する. 実際のノイ
ズの大きさは短期,長期のそれぞれの将来リターンの標
準偏差を参考に 2N(bp)，5N(bp)としている.

4.4 学習過程

図 2 はソフトバンク株式（9984) に関して, ノイズ
N=0（完全予見ベース）とした時の学習の様子を確認
したものである.横軸は経過エピソード数,縦軸は各エ
ピソードの損益と累計報酬を基に直近 1周分（124エピ
ソード）のデータからシャープレシオを算出している.

4特別気配が出ている時間やセッションをまたぐ状態遷移は学習
対象から外している.

図 2: 学習過程（9984・完全予見ベース）

図 3: バックテスト期間中の累積損益

4.5 実験結果

学習期間で得られたニューラルネット・パラメータ
を用いてテスト期間でバックテストを行った結果を図
3,表 1に示す.表 1中の数値は 6か月間 (117営業日）
の平均値となっている. また,銘柄ごとにシャープレシ
オを算出した表を表 2に示す.

4.6 考察

完全予見の設定ではエピソードを重ねるごとに学習
が進んでおりアウトオブサンプルのテストセットにお
いても収益性の高い行動選択が可能であった. 一方で,

ノイズを付加していくにつれて戦略の構築に失敗する
銘柄の割合が増加し, それに伴いポートフォリオ全体の
収益性も低下する. ノイズ率とパフォーマンスの関係
が逆転するケース (4502）も観測され, 学習が安定して
いない可能性が示唆される.
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表 1: バックテスト結果.

ノイズ 売買代金 発注件数 損益 シャープ
N （百万円） （件） （円） レシオ

0 3,104 6,752 322,045 27.21

1 6,591 13,398 61,411 6.59

3 4,889 9,452 -53,556 -10.53

6 1,562 2,979 -11,965 -4.23

10 1,374 2,090 -40,500 -27.30

表 2: 銘柄ごとのシャープレシオ.

ノイズ 4502 6758 7203 8306 9984

0 21.18 20.44 19.37 29.03 17.60

1 -6.62 12.64 -29.34 -20.70 15.38

3 16.25 -8.68 -18.90 -70.88 7.97

6 -17.78 -18.38 -21.19 -12.00 9.81

10 -2.33 -17.38 -20.22 -40.16 -9.20

5 むすびと今後の展望

本研究では関数近似器にニューラルネットワークを
用いた強化学習により日本株式の高頻度取引戦略の構
築を試みた.

高精度の将来予測値を利用可能な状況化においては
有効な取引戦略を獲得できることが確認できたが, 予測
値のノイズレシオを増加させた時は収益性の低下が見
られ,現実的な予測精度の環境において適用するために
は強化学習アルゴリズムの細部を調整する必要がある
と考えている.

また現在の 5銘柄,6エージェント,20エポックの強化
学習シミュレーションにおいて, ワークステーションの
シングルスレッドで 1日以上の学習時間を要すことか
ら, 学習をスケールさせるために今後は並列計算に取り
組むことを予定している.
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Abstract: 金融資産の実証分析において、ボラティリティは金融資産のリスクを表す重要な量で

ある。ボラティリティの推定において、よく利用される手法は、資産価格の収益率時系列をモデ

ル化し、ボラティリティを推定する方法である。このとき、モデルのパラメータは収益率時系列

に合うように推定される。本研究では、金融時系列モデルの１つである GARCH モデルのパラメ

ータ推定に機械学習の手法を用い、パラメータの推定が正しく行えることを示す。また、学習率

の違いによる収束率についても述べる。 

 

 

１．はじめに 

金融における実証分析では、日々変動する金融資

産のリスクを見積もり、そして将来のリスクを予測

することは保有する金融資産を安全に管理するため

に必要不可欠である。リスクを見積もる代表的な指

標としては価格変動の大きさを表すボラティリティ

がある。ボラティリティの変動を予測するための手

法としては、価格時系列の性質を捉えたモデルを構

築し、そのモデルから将来のボラティリティを予測

する方法がある。金融資産価格の時系列の統計的性

質は精力的に調べられており、その結果、多くの金

融資産価格に共通に現れる性質があることが知られ

ている。それらの性質は“Stylized facts”と呼ばれて

いる[1]。Stylized facts として特に重要な性質は次で

ある。 

（１）収益率分布は裾野の厚いファットテイル分

布である。 

（２）収益率の自己相関は短期の相関である。 

（３）絶対値収益率の自己相関は長期相関である。 

（４）ボラティリティクラスタリングを示す。 

 

実証分析では、多くの Stylized facts を再現でき、

かつ予測精度の高いモデルが有用とされる。そのよ

うなモデルの例として GARCH モデル[2-6]があり、

実証分析でよく利用されている。その他に確率的ボ

ラティリティ変動モデルもよく利用されるモデルで

ある。 

モデルを利用する場合、モデルのパラメータを時

系列データにもっとも合うように推定する必要があ

る。そして、推定されたパラメータの下で将来のボ

ラティリティ変動を予測する。 

推定方法としては、最尤法やベイズ推定等が存在

する。確率的ボラティリティ変動モデルのように、

ベイズ推定が有効な推定法とされているモデルもあ

る。ベイズ推定の実行には、マルコフ連鎖モンテカ

ルロ法が良く利用される。そのため、有効なマルコ

フ連鎖モンテカルロ法の開発も重要な課題として研

究がなされている。 

本研究では、GARCH モデルのパラメータ推定を

機械学習によって実行し、パラメータが正しく決定

できるかどうかを調べる。 

 

２．GARCHモデル 

本研究では、GARCH モデルの中で最もシンプル

な３つのパラメータを持つ GARCH(1,1)モデル[2]を

用いる。価格時系列を tr {t=1,…,N}とすると、

GARCH(1,1)モデルは以下で記述される。 

tttr                 （１） 

2

1

2

1

2

  ttt r        （２） 
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ここで、 2

t は分散、 t は正規乱数を表している。

このモデルにおいて、パラメータは  , ,の３

つである。これらのパラメータを時系列データに

もっとも合うように推定する。 

 

３．ベイズ推定 

ベイズの定理を利用することによって、時系列

tr が与えられたもとでパラメータ ),,(  

の従う確率分布 )|( trp  が以下のように与えられ

る。 

)(

)()|(
)|(

t

t
t

rf

rL
rp


          （３） 

ここで、 )|( trL は尤度関数、 )( はパラメータ

の事前分布である。 )( trf は規格化定数にあたる

が、ベイズ推定をマルコフ連鎖モンテカルロ法で

実行するときには、重要ではない。 

GARCH モデルの )|( trL は、以下で与えられる。 

)
2

exp(
)2(

1
)|(

2

2

1
2/12

t

t
N

t t

t

r
rL


 



 （４） 

ベイズ推定において、パラメータの推定値は確

率分布 )|( trp  のもとでのパラメータの期待値

i として与えられる。ここで、(𝜃1, 𝜃2, 𝜃3) =

(𝛼, 𝛽,𝜔)と置いた。 

  drp tii )|(       （５） 

一般には、上記の積分は解析的には行えないので、

マルコフ連鎖モンテカルロ法によって期待値

i を見積もる。機械学習による結果との比較のた

めに、ベイズ推定よるパラメータ推定も実行する。

マルコフ連鎖モンテカルロ法には様々な手法が

あり、GARCH モデルにもいくつかの手法が試さ

れている[7,8]が、本研究では多変量スチューデン

ト分布を提案分布に用いた Metropolis-Hastings 法

を用いた[9-14]。 

 

４．機械学習による推定 

 機械学習によるパラメータ推定が正しく行えるか

ど うかを 見 るた めに、 まずパ ラメー タ を

)05.0,6.0,3.0(,,  に設定した人工の時系列デー

タを生成し、そのデータを利用して正しいパラメー

タ推定ができるかどうかを決定する。 

図１：人工時系列データ )05.0,6.0,3.0(,,   

 

図１は )05.0,6.0,3.0(,,  に設定し、（１）及び

（２）式によって生成した時系列長 N=2000 のデー

タである。このデータから逆に生成に使ったパラメ

ータを推定する。 

モデルの対数尤度から損失関数を以下のよう

に定義し、機械学習によって最適化を行う。 

LOSS=

















N

t t

t

t

r

1
2

2

2
)2log()log(

2

1



 （６） 

最適化には Adam optimizer[15]を利用した。実行

に際し利用した計算機環境は表１である。 

 

表 1: 計算機環境 

CPU  Intel Core i7-8700  

3.20GHz 

Memory 16GB 

OS Windows 10 

TensorFlow[16] Version 1.9.0 

Python Version 3.6.6 

 

パラメータの初期値は )1.0,8.0,1.0(,,  に設

定し、Adam optimizer の学習率(LR)は様々な値

を用いてパラメータの収束を調べた。その結果、

LR=0.0001～0.005 の値においては正しい値に収

束することを確認した。そして、LR=0.005 を超
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えるあたりから不安定となり収束しない結果と

なった。 

 

図 2：パラメータα 

 

図 3：パラメータβ 

 

図 4：パラメータω 

 

図 2～4 は様々な LR に対するパラメータ

 , ,の収束の様子を表している。LR=0.005ま

で、LR が大きいほど速く正しい値に収束してい

る。 

機械学習とベイズ推定による実行結果は、表２

にまとめてある。機械学習によって求められた値

と設定値は非常に似た結果となっており、機械学

習によって正しい結果が求められている。 

 

表２：推定結果 

   β   

設定値（真値） 0.1 0.80 0.1 

機械学習 0.0967 0.802 0.0991 

ベイズ推定 0.103 0.779 0.115 

 

次に、学習率による収束の速さについて調べる。

学習率ごとの収束の速さ（収束率）を以下のよう

に測定した。まず、真値に収束した後の損失関数

の値を最小値として、誤差を損失関数の最小値か

らの乖離として定義する。 

Error=損失関数（iteration）―損失関数の最小値 

 
図 5：学習率の違いによる誤差減少の違い  

 

図５はこのように定義した誤差がどのように

減少していくかを表している。収束は LR が大き

いほど早く、誤差の小さい領域では指数関数的に

減少しているように見える。そこで、誤差の小さ

い領域で誤差を )exp( xa  の関数でフィット

する。ここで、a とμはフィッテイングパラメー

タ、xは iterationである。フィッテイングによっ

て求めたμの値をプロットしたのが図６である。

μが大きいほど収束が速いことを意味するので、

学習率が大きいほど収束が速くなることを示し
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ている。但し、学習率が 0.005を超えると不安定

となり収束しない。 

 

図 6：μと学習率(LR)の関係 

 

５．まとめ 

本研究では、金融時系列モデルの１つである

GARCH モデルのパラメータ推定を機械学習の手法

（Adam optimizer）によって実行した。予め、パラメ

ータ値の分かっている時系列を利用し、機械学習に

よるパラメータ推定を行った結果、正しい結果が得

られることを確認した。また、Adam optimizer の学

習率を変えて実行し、学習率が大きいほど正しい値

への収束が速いことが分かった。但し、学習率があ

る値を超えると、収束が不安定となることも分かっ

た。 
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会社四季報を用いた理論株価の推定 

 ~Kaggleを参考に~ 

Calculating Company’s Stock Prices from The Japan Company Handbook 
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Abstract: This paper calculates the theoretical stock prices in the fundamentals theory with “The Japan 

Company Handbook”, which covers all listed companies. Three machine learning methods are used with 

referring the developed the analytical methods in Kaggle. 

 

1. はじめに 

株式の取引を行う際，全上場企業の企業概要や

業績データ等が，コンパクトにまとめられている

「会社四季報」1など情報ハンドブックは，投資家

の間で，広く利用されている。会社四季報が発売

された日は，「四季報相場」2と呼ばれるいつもと

は異なる相場が形成されることがあるなど，影響

力があることが知られている。ただし，これには，

膨大な情報があり，個人投資家はどの項目が重要

で，どのように株価に関係しているのか等まで理

解するのは困難である。 

近年，様々なデータが容易に利用できるように

1 東洋経済新報社が年 4 回発行（新春号 12 月中旬，春号

3 月中旬，夏号 6 月中旬，秋号 9 月中旬）している。ま

た，この会社四季報は，購入せずとも，証券会社が提供

している取引ツールからも見ることができるものもあ

る。 

2 最近では既に会社四季報 ONLINE [1]において 2 週間程

前から先出しの情報があり，事前に株価が値上がりして

いる銘柄も多いと指摘されている。 

3 機械学習とは，人間が持つ学習にあたる仕組みを機械

（特にコンピュータ）で実現する技術・手法の総称と言

われている。一般的に，構造化されたデータを分析する

際には，機械学習，非構造化されたデータを分析する際

には，深層学習（ディープラーニング）が適していると

言われている。 

なってきたこともあり，機械学習3の様々な手法が

開発されている。開発された手法を用いて，様々

な Web サイトにて，株価や為替等の予測を試みて

いるものも多く公開されている。また，Kaggle（カ

グル）と呼ばれるデータサイエンスに関するコミ

ュニティが注目されている。特に Kaggle 中で，定

期的に企業等がコンペ形式4で課題を提示し，参加

者が予測精度を競い合っている。 

本稿では，会社四季報にある構造化された情報

を Kaggle 参加者の手法を参考にし，機械学習を活

用することで，ファンダメンタルズ理論における

理論株価5を予測する。 

4 コンペには，例えばメルカリによる販売者が投稿した

情報を基に「適正な販売価格」を予測するもの[2]やリク

ルート社が運営する「ホットペッパー」と「Air レジ（飲

食店向け POS レジアプリ）」のデータを利用して，レス

トランのお客さんの数を予測するものなどがある[3]。コ

ンペ終了後，成績上位者が提案した分析モデルを見るこ

ともできる。株価の予想に関するものでは，”Two Sigma:  

Using News to Predict Stock Movement” [4] というコンペが

あり，Two Sigma Investments（米国ヘッジファンド）が

主催のスポンサーをしている。このコンペでは，米国株

式市場の日足の取引データと，Reuters が提供する経済ニ

ュースを利用して，将来の株価（10 日先の株価）のリタ

ーンを予測するというコンペがある。 
5 株価形成理論に関して，大きく分けて次の 3 つに分類

することができる。① ファンダメンタルズ理論， 

② 効率的市場仮説，③ 需給理論 
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2．データと分析手順 

2.1 会社四季報 

会社四季報には，図 1 にあるように，会社基本

情報，業績推移，財務詳細，株価詳細，株主情報

等のデータと会社四季報編集部のコメントが全

上場企業（3723 社，第 2 集）の（構造化された）

情報が掲載されている。ただし，算出できない，

非回答等に関しては，[ - ]となっている。 

これらの情報から導出される理論株価とは，そ

の企業に投資した場合，将来にわたり投資家へも

たらす利潤を予想し，算出した計算上の株価水準

のことを指している。現在，投資家の間で広く知

られている財務・業績から算出できる理論株価の

2 つを付録にまとめている。これらの理論株価は，

ある独自の計算式にこれらのデータを当てはめ

ることで，導出している。また，このような理論

株価は著名な投資家も投資家の多くが参考にし

て売買していると説明している[5]。 

 

 

図 1  各企業の内容（CD-ROM 版，イメージ）

 

（出所 株式会社東洋経済新報社 ホームページ）

2.2 データ分析手順 

Kaggle 等で活躍されている方の分析手順の概

略6を次のようにまとめることができる。本稿でも

この手順を参考にして行う。 

 

(1) 探索的データ分析（EDA，Exploratory Data 

Analysis） 

データの可視化や相関分析等，簡単な分析を行 

①ファンダメンタルズ理論は，財務状況や業績をもと

にして，企業の本質的な価値を分析する方法のことをい

う。 
6 例えば，[6]，[7]を参照されたい。 

 

い，データの特徴を明らかにする。 

 

(2) ベースラインモデルの構築 

最初に与えられた生データを基に有名なモデ

ル，例えばランダムフォレストをそのまま適用す

るなど，容易に結果が得られるモデルの構築を行

う。 

 

ただし，Kaggle では，モデルを提出し，公開されていな

い未知のデータでのテストの結果の精度を競い合うもの

であり，本稿の状況とは異なる。 
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(3) 交差検証（Cross Validation） 

まず訓練データを分割し，その一部をまずベー

スラインモデルを用いて，予測精度の高い最適な

モデルを得る。次に，訓練データのうち，利用し

ていないデータで，その最適なモデルを用いて，

テストを行い，モデルの妥当性の検証を行う。 

 

(4) 特徴量エンジニアリング[8] 

会社四季報のデータにおいても，産業・上場区

分等の数値以外のデータを取り扱うため，数値に

置き換える必要がある。 

また，検証を行いながら，数値の対数化，変化

率等にすることや 2 つ以上の種類の特徴量を組み

合わせて，例えば，1 株あたりに関するものを入

れることで予測精度が上がるのであれば，新しい

特徴量を作るなどを行う。ここでは，ドメイン知識

と呼ばれる専門分野に関する知識が重要であると

指摘されている。 

 

(5) ハイパーパラメータ調整 

モデルのパラメーターを調整し，予測精度を上

げていく。 

 

(6) アンサンブル 

テストデータは未知であり，訓練データで最も

予測精度が高いものが必ずしも，テストデータで

も予測精度が高いとは限らない。そのため複数の

モデルの予測を組み合わせて，全体の予測精度を

上げていく。 

 

3. 評価指標と特徴量エンジニアリ

ング 

本稿では，個人投資家が会社四季報を次のよう

な使い方をしていると想定している。会社四季報

が発売され，業績，状況等のファンダメンタルを

精査し，今後どのような株価となるのかを予想す

る。そこから株価は，割安・割高なのかを判断す

る。 

そこで，会社四季報のデータを機械学習，教師

あり学習の手法7を用いて，理論株価を導出する。

ここでは，訓練データを「2019 年第 2 集(春号)」

(2019 年 3 月 15 日発売)とデータ作成時点の終値

(2019 年 2 月 25 日)，テストデータを「2019 年

第 3 集(夏号)」(2019 年 6 月 18 日発売)における

7 教師あり学習とは，答えを含めたデータセット（訓練

データ）を用意し，それを用いて学習を行い，モデルを作

全上場企業の財務データ等（説明変数・特徴量）

を用いて，データ作成時点の終値(2019 年 5 月 30

日)の株価（終値，被説明変数）を推計する。ただ

しその日に取引がなく，終値がない場合，最後に

取引が行われた日の株価を用いる。 

 

3.1 評価指標 

モデルの評価は，機械学習等の分野でよく使わ

れている次の 3 つの指標を用いる(n:企業数)。 

(1) 平均絶対誤差率 (MAPE ， Mean Absolute 

Percentage Error) 

MAPE =
100

𝑛
∑

|理論株価
𝑖
−実際の株価

𝑖
|

実際の株価
𝑖

𝑛

𝑖=1

 

 

(2) 平均二乗誤差(MSE, Mean Square Error) 

MSE =
1

𝑛
∑(理論株価

𝑖
−実際の株価

𝑖
)2

𝑛

𝑖=1

 

 

(3) 決定係数（R2） 

 

 

実際の株価が理論株価に近い，予測精度が高い場

合，この MAPE，MSE の値は小さく，R2の値は 1 に

近くなる。本稿では，MAPE，MSE の値が小さく，

R2の値が 1に近いモデルを予測精度の高いモデルと

する。 

 

3.2 探索的データ分析 

会社四季報のデータの主な特徴や相関分析の

結果を次にまとめた。 

(1) 会社四季報から得られる説明変数・特徴量は

137 あり，数が多いものの，会社数は 3721(第

2 集(春号))と少ない。 

(2) 最近，上場した会社など多くの会社において，

欠損値が多い。 

(3) 株価（終値，被説明変数）と説明変数・特徴量

と相関分析の結果，相関係数(0.5〜0.7)が高い

ものは，「1 株益(連結)」，「1 株当り純資産(連

結)」，「1 株配当(円) (連結)」であり，これら

が高いほど株価も高い関係にあることが分か

った。また，これらのデータは，既存の理論株

価の導出に用いられている。 

成する。作成したモデルを元に主に分類や回帰を行う。 
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3.3 ベースラインモデル 

ベースラインモデルとして，容易に推計できる

重回帰分析を用いて行った。しかしデータに欠損

値が多く，予測をすることができなかった。その

ため欠損値の多い銘柄や説明変数・特徴量を削除

した。その結果，MAPE は約 206.8 となり，予測

精度は 2 倍，半分以上異なった。 

 

3.4 特徴量エンジニアリング 

説明変数・特徴量に関して，主に次のことを行

った。 

(1) 上場区分，業種，日経 225 採用銘柄などをカ

テゴリー化した。 

(2) 株価と発行済株数に関しては，数値のばらつ

きが大きいため，対数化した。 

(3) データには，マイナスの値があり，欠損値が多

い。そこで，特徴量・データをカテゴリー化し，

欠損値自体も 1 つのカテゴリーとして取り扱

った。具体的には，データに順位をつけ，10％

毎にカテゴリー化し，欠損値を 11 番目のカテ

ゴリーとした。 

 

4.推定結果と考察 

4.1 推定結果 

ベースラインモデルとして，ランダムフォレス

ト，勾配ブースティング(2 種類)の計 3 つの手法

にて，理論株価の推計を行なった。 

特にこの勾配ブースティング（Gradient Boosting）

は，予測手法として，近年注目されている決定木

アルゴリズムに基づいた勾配ブースティングの

機械学習フレームワークである（1）XGBoost と

（2）LightGBM を用いる 。この勾配ブースティ

ングは Kaggle コンテストで最も成功した最近の

機械学習アルゴリズムの 1 つであると言われてい

る [9]。また，実際 Kaggle 入賞者たちのアルゴリ

ズムによく使われている。 

 3 つのモデルにおける結果は次のようになった。 

 

 

 

 

 

 

 

 

(1) ランダムフォレスト 

 train test 

MAPE 2.312 4.492 

MSE 0.050 0.163 

R2 0.947 0.825 

 

(2) XGBoost 

 train test 

MAPE 5.014 5.615 

MSE 0.216 0.249 

R2 0.767 0.731 

 

(3) LightGBM 

 train test 

MAPE 3.294 4.771 

MSE 0.111 0.185 

R2 0.881 0.801 

 

第 2 集(春号)と第 3 集(夏号)の終値に関する

MAPE は約 13.3 であり，終値は，平均約 13.3%変

動しており，上記 3 つのモデルにおいて，誤差が

約 5%程度であり，高い予測精度であることが分

かる。また，決定係数も高い。 

 

4.2 重要な説明変数・特徴量 

上記 3 つのモデルにおいて，機械学習ライブラ

リ scikit-learn を用いて，全 137 個の説明変数・特

徴量の重要な上位 10 個を求め，その中で共通す

る説明変数・特徴量を表 1 にまとめた。相関分析

と同様，「1 株益」や「1 株当たり純資産」が重要

な説明変数・特徴量であることが分かった。これ

らは，代表的な理論株価でも利用されており，株

価を説明する際，重要な特徴量であることが分か

った。 

 

表 1  各モデルに共通する重要な説明変数・特徴量 

3 つ 連結・1 株益(修正，最新) 

連結・1 株当たり純資産 (修正，最新) 

2 つ 上場区分 

業種 

発行済株式数(対数) 

連結・1 株配当(修正，最新) 

連結・1 株配当(修正，1 期前) 

連結・1 株配当(修正，4 期前) 

連結・剰余金の配当 

連結・1 株当たり純資産 (修正，5 期前) 

連結・売上高原価率(%) 
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5.まとめと今後の課題 

以上のように，会社四季報のデータを，Kaggle

で利用されている手法を活用し，理論株価を導出

した。指摘されているように，本稿においても分

析アルゴリズムよりも説明変数・特徴量を工夫す

ることにより，大きく精度が改善することが確か

められた。 

本分析は，あるモデルの結果を示したものであ

り，より精度の高いモデルもあると考えられ，試

行錯誤，様々なデータ分析を行うことが重要であ

る。 

実際，Kaggle は，データ分析を行うものにとっ

て，失敗も含め，様々な情報が蓄積されてきてお

り，データ分析を行う上で，大変有益な情報が多

い。 

本稿での分析における欠点として，例えばデー

タに関する問題がある。 

(1) 第 2 集(春号)から第 3 集(夏号)へのデータ

の更新・変更があまりない。そのため，数字

の修正があったとしても，カテゴリーが変わ

るほど影響がない。 

(2) 例えば第 2 集(春号)では欠損値であったも

のが，第 3 集(夏号)となり，データが入力さ

れることがある。この変化はファンダメンタ

ルの変化ではなく，時間が経過し，データが

入力されたに過ぎない。 

また，残された課題として， 

(1) 会社四季報編集部による業績予想数字と企

業評価の手がかりとなるような材料につい

てのコメントには変更があるため，これに関

するテキストマイニングを行うとより，今後

の予測精度向上となるかもしれない8。 

(2) 実際にこのような分析結果を利用する際に

は，本稿では，2019 年第 2 集(春号)から第

3 集(夏号)のみの予想を行なったが，データ

の期間を遡り検証を重ねていくことが必要

である。 

 

 

注意事項 
本稿における理論株価は，あくまで「会社四季報」から

得られる財務・業績数値等から独自に算出した「理論的な

株価水準」を計算したものであり，その正確性，実現性を

保証するものではない。 

 

8 会社四季報のコメント欄にある言葉がポジティブかネ
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ガティブかを判断し，銘柄評価に活用しているファンド

もある[10]。 
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付録 広く知られている理論株価 

9 「会社四季報プロ 500」は編集部が選んだ「会社四季

報」にある 500 銘柄について，図を多く入れることで，

よりビジュアル的に分かりやすく解説した投資情報誌で

ある。この理論株価に関しては，[11]で説明されてい

る。 

10 四半期毎に，別冊付録として理論株価を掲載してい

る。 

 東洋経済新報社「会社四季報プロ 500」9 ダイヤモンド社「ダイヤモンド ZAi(ザイ)」10 

理論株価 理論株価＝直近期 BPS 

＋将来の 1 株当たりの超過利益の現在価値 

理論株価＝資産価値＋利益価値＋成長価値 

詳細 将来の 1 株当たりの超過利益の現在価値＝（今期

予想 EPS－最近 BPS×株主資本コスト）/ (1＋株主

資本コスト)＋（来期予想 EPS－今期予想 BPS×株

主資本コスト）/ (1+株主資本コスト)^2 

 +  以下 n 期 まで 

 

株主資本コスト＝長期国債（10 年債）利回り 

＋β 値×株式リスクプレミアム 

EPS = 1 株当たり利益 

BPS = 1 株当たり純資産 

 

注 特殊要因による過大な理論株価を避けるため，時価

に対する倍率を最大 3 倍に制限している。 

資産価値：1 株あたりの株主純資産(BPS) 

利益価値：今期の予想 1 株益(EPS)×年数 

成長価値：売上高成長率から算出した，各年

の 1 株益成長分の合計 

 

利用データ 純資産（前期末，最新） 

発行済株式数（最新） 

予想利益(今期，来期) 

長期国債（10 年債）利回り 

 

 

業種 

純資産（前期末） 

発行済株式数（最新） 

前期売上高（前期末） 

今期予想売上高(最新) 

予想利益(最新) 

 

業種 

MAPE 75.07 83.79 
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機械学習によるテクニカル分析の影響の調査
Analysis of effect by technical analysis using machine learning

片寄　諒亮 1∗ 吉岡　真治 1,2

Katayose Ryosuke1 Masaharu Yoshioka1,2

1 北海道大学大学院情報科学院
1 Graduate School of Information Science and Tehnology, Hokkaido University

2 北海道大学大学院情報科学研究院
2 Faculty of Information Science and Tehnology, Hokkaido University

Abstract: In recent years, stock prices have been predicted in various forms such as technical

analysis and fundamental analysis using time series data and financial indicators, and text analysis

using news information. In particular, some use text mining to predict whether stock prices will rise

or fall from text information, but useful text information does not appear frequently on all stocks.

Considering the increase in algorithmic trading using technical analysis, analysis that relies solely

on textual information is not appropriate because it does not take into account the impact of such

trading. Therefore, in this study, first, stocks that are easily affected by technical analysis were

ranked by using machine learning to raise and lower stock prices using indicators that are often

used in technical analysis techniques. Moreover, when the analysis did not go well, we analyzed

what kind of events occurred and investigated how technical analysis affects the stock price.

1 はじめに

1.1 背景

近年、時系列データや金融指標を用いたテクニカル
分析やファンダメンタル分析、さらにニュース情報を
用いたテキスト分析など様々な形で株価の予測が行わ
れている。特にテキストマイニングを使ってテキスト
情報から株価の騰落を予測するものもあるが、全ての
銘柄に対して頻繁に有用なテキスト情報が出るわけで
はない。また、テクニカル分析などを用いたアルゴリ
ズム取引が増えていることを考慮すると、テキスト情
報だけに頼った分析では、このような取引の影響が考
慮されないため、適切な分析にならないことが想定さ
れる。そこで本研究では、まずテクニカル分析の手法
で良く用いる指標を複数用いて、株価の騰落を機械学
習によって行うことでテクニカル分析の影響を受けや
すい (予想があたりやすい)株式のランク付けや、その
分析がうまく行かないときに、どのような事象が発生し
ているのかを分析することで、テクニカル分析が株価に
どのような影響を与えるかについての調査を行なった。

∗連絡先：北海道大学大学院情報科学院
〒 060-0814 北 海 道 札 幌 市 北 区 北 14 条 西 9 丁 目
lk@eis.hokudai.ac.jp

1.2 株価の変動要因

現在株価の変動要因と考えられているものは大きく
４つある。

• ファンダメンタルズ (国や企業などの経済活動の
状況を表すもの)

• テクニカル (株価の変動パターンのような過去の
時系列的動きから作成されるもの)

• センチメント (相場状況や様々な情報に対する投
資家心理)

• アノマリー (理論で説明できない規則性)

主にこれらの４つの変動要因により株価は動いている
と考えられる。この変動要因を元に株価予測を行なう
研究が多く行なわれているが、背景でも述べたように
現状ではニュースの分析からの株価予測 [1]や、センチ
メントに対する分析 [2]など、その 1つの要因からの分
析によって株価を予測するものが多い。しかし背景で
も述べたようにテキストマイニングを元にした予想を
例にすると実際にはある銘柄に対して、毎日投資家に
影響を及ぼすようなニュースが出ることは少ない。
実際の株価の変動要因は上で挙げたが、参照とする
データが数値データで表せるのかどうかという観点か
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ら変動要因を大きく 2つに分けた [3]。数値データ以外
のデータというのは全ての銘柄に対して、毎日有用で
あるようなものではないと考えられることから、数値
データを主要因、それ以外を付属要因とした。イメー
ジとしては上の変動要因としたファンダメンタルズが、
全体の景気動向を元にした変動と、個別銘柄に関する
基本的情報の 2種類に分かれているようなものになる。

• 主要因 (数値データを元としたもの)

1. 企業や国全体の景気動向

2. テクニカル分析

• 付属要因 (数値データ以外を元としたもの)

1. 個別銘柄に関する基本的情報 (業績の情報や
不祥事などのニュース)

2. センチメントに関するもの (情報に対しての
投資家の反応)

3. アノマリー (理論で説明できない規則性)

実際にこのように数値データとそれ以外に分けた研
究 [4]は過去にされており、この研究では主に数値デー
タの方の要因に加えてニュースで報道される社会的イ
ベントを考慮した株価予測を行なっている。
本研究では、この過去の研究の内容から株価予測に
ついて、次のような新たな仮説を考えた。

仮説 株価変動の主要因としたものの影響を調べること
で、今回付属要因として位置付けたものの要因が
実際の株価変動要因になっている部分を調べるこ
とができるのではないか。

詳しく説明すると、企業や国全体の景気動向、そし
てテクニカル分析から株価を予想した際にある程度の
予想ができるモデルができたとすると、それが適用で
きない範囲、すなわち予測が外れる時期であったり、条
件などを洗い出すことができれば、データ量が少ない
業績に関するニュースも、研究が多く行われているテ
キストマイニングによる株価予測もこれに適応しやす
くなるのではないかと考えた。
その上で、以下のような検証を行うことにより、本
仮説の有用性が検討できると考えた。

1. 企業や国全体の景気動向は個別銘柄に対して影響
を与えているのかを、日経平均との相関性を調べ
ることにより検証する。

2. テクニカル分析においても有名な手法をモデル化
することによって、それがうまく当てはまるのか
を検証する。

本論文では、1と 2についての検証方法とそれを行なっ
た結果と考察を述べる。

2 テクニカル分析モデル

2.1 作成したモデルについて

今回提案する手法はシステムトレードにおいてよく
使われているテクニカル分析の特徴量を用いて株価の予
測を行うモデル作成した。今回使用したデータは 2018

年時点で日経 225に入っている 225銘柄と日経 225の
株価と連動して動く日経 225連動型上場投資信託の合
わせて 226 銘柄についての 2009 年から 2018 年の 10

年間の株価データである。2009年以降に上場した企業
についてはこれよりもデータが少ないこともある。こ
れらの数値データをもとに様々なテクニカル指標を算
出した。また作成したモデルは 226銘柄すべての 2009

年以降のデータから 2017年までのデータをトレーニン
グデータとして使用して作成し、これを 2018年のデー
タをテストデータとして株価の予測を行なった。今回、
用いたテクニカル分析の特徴量として、変動率に加え
て、システムトレードにおいてよく使われているテクニ
カル指標の中から、移動平均線乖離率、RSI、MACD、
ATR、モメンタム、パラボリック、DMI、ストキャス
ティクスを使用した。またこれらの指標から 15個の特
徴量を作成し、翌日の変動率が上がるか下がるかを予
測した。この特徴量には次に説明するテクニカル指標
によって判断したシグナルの有無を入れている。また、
Pythonの機械学習ライブラリである scikit-learnを使
用し、機械学習の一種である randomforestを使用して
モデルの作成を行い予測を行なっている。

2.2 テクニカル指標

今回有名なテクニカル分析をモデル化するにあたっ
て、機械学習に説明変数として用いるテクニカル分析
の手法を説明する。移動平均線乖離率、RSI、MACD、
パラボリック、DMI、ストキャスティクスについてはマ
ネックス証券のテクニカル指標一覧 [5]にもあるがいく
つかを説明する。また [5]では紹介されていないATR、
モメンタムについての説明も行う。

ATR(Average True Range) ATRとはTRの移動
平均をとったもので、TRは当日の高値から当日
の安値を引いたもの、当日高値から当日安値を引
いたもの、当日高値から前日終値を引いたものそ
れぞれ以下の式で表すことができる。

ATR = Avg(TR)

TR =Max

 Thigh − Tlow
Thigh − Yclose
Yclose − Tlow


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ただし、Thigh：当日高値、Tlow：当日安値、Yclose：
前日終値これによって株価の動く大きさ、すなわ
ちボラティリティが高いか低いかを表すことがで
きる。つまり ATRは株価の上昇、下降それぞれ
の局面における勢いの強さを判断することができ
る指標であり、ATRが上昇している時には株価
のトレンドが持続する可能性が高く、ATRが上
昇から下降に転ずる時には株価のトレンドが弱ま
り、反転する可能性があることを示している。

DMI(Directional Movement Index) この指標の
特徴は相場の強弱を可視化し、価格の変動幅（ボラ
ティリティ）からトレンド分析を行える部分にあり
ます。DMIは通常、3つの指標 (DI+, DI−, ADX)

から総合的に売買の判断をします。

DM+ = Thigh − Yhigh, DM− = Ylow − Tlow

ただしそれぞれ負の値になる場合や DM+ であ
ればDM−を下回った場合、DM+は 0となる。
逆も同様である。この値により、3つの指標が以
下のように導かれる。またADXが上昇している
際に DM+ が DM− を上に突き抜けた場合に買
いシグナル、逆の場合に売りシグナルとなる。

DI+ =

n∑
DM+

n∑
TR

× 100, DI− =

n∑
DM−

n∑
TR

× 100

ADX =
1

n

n∑ |DI+ −DI−|
DI+ +DI−

モメンタム (Momentum) 10日間のモメンタムは、当
日の終値から 10日前の終値を引くだけで求める
ことができ、これによって相場の短期的な動きを
判断する指標である。すなわち、相場が上昇して
いる時の勢いが弱くなってきているのか、また相
場が下降している時の勢いが強くなってきている
のかを捉えることができる。

移動平均線 (Moving Average) 移動平均線とは一定
期間の平均終値を計算し、それぞれの結果を線で
つないだものである。例えば、5日移動平均値は
5日間の平均価格であり日々の移動平均値を線で
つないだものが移動平均線となる。
これを用いて、テクニカル分析でよく行なわれて
いるのは、ゴールデンクロスとデッドクロスを利
用したものである。ゴールデンクロスとは短期の
移動平均線が長期の移動平均線を下から上へ追い
越した場面のことを言う。デッドクロスはその逆
である。一般的にはゴールデンクロスが起こった
際には今後の株価は上がっていくことが予想され

る。デッドクロスはその逆で起これば、それ以降
の株価は下がっていくことが予想される。

RSI(Relative Strength Index) 相場において買わ
れすぎか売られすぎかを値上がり率の比率から求
める有名な指標である。一般的には 30%を下回
ると売られ過ぎていると言うことで株価は好転す
ることが多く、逆に 70%を越えると買われすぎだ
と判断する。

RSI =
Avgsum

Avggain +Avgloss
× 100

ただし、
Avgsum：一定期間の値上がり幅の平均、
Avggain：一定期間の値上がり率の平均、
Avgloss：一定期間の値下がり率の平均

MACD(Moving Average Convergence Divergence) 短
期の移動平均線と長期の移動平均線の差をMACD

と言う。このMACDの移動平均線をとったもの
がシグナルと呼ばれ、MACDがシグナルを上に突
き抜けたら「買い」と判断する。すなわち今後の
株価は上がっていくと予想できる。一方、MACD

がシグナルを下に突き抜けたら「売り」と判断し、
今後の株価は下がっていくと予想する。移動平均
線のゴールデンクロスやデッドクロスによるシグ
ナルに先行する形で、MACDの売買シグナルが
出現する特徴がある。
特にここででた短期の移動平均線と長期の移動平
均線の差を乖離といい、その割合をとったものを
乖離率という。

3 調査結果と考察

3.1 主要指標との連動性

日経 225の変動率それぞれの個別銘柄の変動率デー
タを使用し、相関係数を計算した。ここでの変動率は
前日の終値と当日の終値の差の割合を表している。実
際には株式の分割や併合を行なった銘柄については相
関係数が極端に低くなってしまったため、それに該当
する 51銘柄を除いた 174銘柄についての検証を行なっ
た結果を表 1,2に示す。
相関関係の高い銘柄に関してはあまりニュースにも
ならず手堅い企業のイメージがある企業が名を連ねた。
一方で相関関係が低い銘柄に関してはデータ改ざんに
より株価を大きく下げた時期があった神戸製鉄所や比較
的新しい事業のニュースが多く出る IT企業が入った。
この 2つの対象の銘柄の中でも最も日経 225との変
動率に差があったのは 1333(マルハニチロ)の 2月 6日
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表 1: 日経 225との相関関係が高い 5銘柄
HHHHHH銘

柄
名 相関係数

8015(豊田通商) 0.75100

6367(ダイキン工業) 0.74736

7267(ホンダ) 0.71834

5333(日本ガイシ) 0.71530

6503(三菱電機) 0.71146

表 2: 日経 225との相関関係が低い 5銘柄
HHHHHH銘

柄
名 相関係数

1333(マルハニチロ) 0.30097

9503(関西電力) 0.34878

5406(神戸製鋼所) 0.37308

4689(Zホールディングス1) 0.37921

2432(ディーエヌエー) 0.38702

　

であった。図 1についてはもっとも変動率の差が大き
かった 2月 6日を含んだ 2月における日経 225、豊田
通商、マルハニチロの 3銘柄の株価変動率を表したも
のである。この日付について調査したところ、前日の
2月 5日に決算予想の発表があり、予想業績を上方修
正したことにより個別銘柄の株価は上昇したことが考
えられる。一方で、日経平均は同じく前日にアメリカ
の株価が過去最大の下げ幅を記録したことから、その
影響を受け、大幅に値を下げたことが考えられる。

図 1: 相関係数を元にした 2018年の株価変動率の推移
(2月)

この結果からもわかるように独自の情報、すなわち
決算であったり不祥事のニュースがある場合では連動
性が下がる可能性があることが確認できた。このよう
に独自情報がある日付については、センチメント解析

や個別銘柄に関するニュースについてのテキストマイ
ニングなど、他の情報から予測を行う必要がある。
しかし、このような独自の情報は決して多くはない
ため、これらによる変動が起きた時期を見つけること
は、個別要因の影響を分析する上で重要な事例となる。

3.2 テクニカル分析

今回の調査では日経 225において使われている銘柄
についてすべての銘柄について、2日前と前日の離散
化した株価変動（上昇、下降）と 2.2節で述べた指標
に基づく売り買いのシグナルが発生したかどうか（買
いシグナル、シグナルなし、売りシグナル）をフィー
チャーとして、当日の株価の変動（上昇、下降）を当
てるという二値分類の問題としてモデル化し、機械学
習による予測を行なった。具体的には、scikit-learn[6]

のランダムフォレストを用い、訓練用のデータとして
は、2009年から 2017年の株価に基づいたデータを利
用し、2018年の株価の変動を当てるというタスクを実
施した。ただし、日経 225の銘柄にも変動があるため、
トレーニングデータについては、日経 225に登録され
た期間のものに限定することとした。この結果、精度
の良かった 5銘柄と悪かった 5銘柄を表 3,4に示す。た

表 3: 機械学習に基づく予測上位 5銘柄
HHHHHH銘

柄
名 予測精度 (%)

6773(パイオニア) 62.832

6752(パナソニック) 61.504

7004(日立造船) 61.062

4502(武田薬品工業) 59.735

4689(Zホールディングス) 59.292

表 4: 機械学習に基づく予測下位 5銘柄
HHHHHH銘

柄
名 予測精度 (%)

8028(ファミリーマート) 37.168

9735(セコム) 42.035

4506(大日本住友製薬) 43.363

4902(コニカミノルタ) 43.805

9613(NTTデータ) 44.248

だし、全体の結果としては 51.750%となり、使用したテ
クニカル指標の良し悪しや予想する時期を長期でみる
のか短期でみるのかなどについて、再検討が必要であ
ると考えている。また予測精度が低かった、8028(ファ
ミリーマート)と 9735(セコム)、4506(大日本住友製薬)
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については 2018年 1年間での株価の上昇率が高く、急
激な上昇もいくつかみられる。このような銘柄は、業
績その他の材料が多い銘柄だと考えられる。これに対
し、7004(日立造船)、6752(パナソニック)、4502(武田
薬品工業)は、全体的に株価の下落率が高い銘柄になっ
ている。

4 まとめと今後の課題

実験を行う前の予想としてはシステムトレードを行
う人が少なからずいることからもテクニカル分析によ
るシグナルが出た後には、ある程度の割合でシグナル
などに沿って株価が変動するものだと考えていた。現
段階ではそれをうまく示すことができる有用なモデル
はできなかったものの、各銘柄においてそれぞれの特
徴があることや一概にテクニカルな分析が全てにおい
ては有用ではないということが議論できた。
今回のモデルの予測があまり良くなかった要因とし
て考えられるものは以下に示されるように 2018年以外
の株価変動と 2018年の株価の変動率が違うということ
が考えられる。以下の表 5は今回用いた全銘柄の変動
回数を表している。あるいは急激な値下がりについて
はリーマンショックなどでデータがそれなりに多く存
在するのに対し、急激な値上がりというのは、あまり
データがないことも一因だと考えられる。

表 5: 全 226銘柄の株価変動回数
@
@
@

上昇 下落

2018年以外の株価変動 253681回 233932 回
(52.03%) (47.97%)

2018年の株価変動 24356回 26720回
(47.69%) (52.31%)

　

今後の課題としては予測に使う手法や特徴量の入れ
方を見直すことや使うテクニカル指標の種類を変える
ことで、今回株価変動の主要因として考えてきた数値
データによる予測の精度を上げるということが 1番に
考えられる。特に近年 LSTM[7]やCNN[8]を予測に用
いる手法が成果を出していることから今回作成したテ
クニカル指標のデータを用いることで予測精度の改善
に繋げていきたい。これができた上で、これらの予測
をさらに補正していけるように、今回は付属要因とし
て考えた、数多くは出ない企業の決算情報であったり、
ニュースのテキスト記事などを加えて行くことにつな
げていくことが目標となる。
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Abstract: Recently, attention-based RNNs have been studied to represent multivariate temporal

or spatio-temporal structure underlying multivariate time series. One recent study has achieved

improved performance by employing attention structure that simultaneously capture the spatial

relationships among multivariate time series and the temporal structure of those time series. That

method assumes a single time-series sample of multivariate explanatory variables, and thus, no

prediction method was designed for multiple time-series samples of multivariate explanatory vari-

ables. Moreover, such previous studies have not explored on financial time series incorporating

macroeconomic time series, such as Gross Domestic Product (GDP) and stock market indexes, to

our knowledge. Also, no neural network structure has been designed for focusing a specific indus-

try. We aim in this paper to achieve effective forecasting of corporate financial time series from

multiple time-series samples of multivariate explanatory variables. We propose a new industry spe-

cific model that appropriately captures corporate financial time series, incorporating the industry

trends and macroeconomic time series as side information. We demonstrate the performance of our

model through experiments with Japanese corporate financial time series in the task of predicting

the return on assets (ROA) for each company.

1 はじめに

近年，情報技術の発達に伴い，日々多くの情報が収
集，蓄積されている．その分野は多岐にわたり，枚挙に
暇がないが，その一つに，経済・金融分野における企業
財務時系列データが挙げられる．これらを活かして新
たな知見を得ることについて当該分野において関心が
高まりつつある. 企業財務時系列データは，企業の経営
状況や業界の動向，さらには社会の景況感などの影響
を受けた複雑な時系列データとなっており，その予測の
ためには複数の時系列の分析を必要とする. 従来の時系
列分析や最近の深層学習の研究において，時系列予測

∗連絡先： 神戸大学大学院システム情報学研究科
　　　　　　 〒 657-8501 兵庫県神戸市灘区六甲台町 1-1
　　　　　　 E-mail:shuhei@cs25.scitec.kobe-u.ac.jp

†連絡先： 広島大学情報科学部
　　　　　　 〒 739-8527 広島県東広島市鏡山 1-4-1
　　　　　　 E-mail:eguchi@acm.org

の問題に広く取り組まれてきたものの，企業の財務時
系列などの複雑な多変量時系列に関しては新たな研究
の余地が十分にある．広く認知された時系列予測手法
の一つに自己回帰統合移動平均モデル（Autoregressive

integrated moving average: ARIMA）があり，時系列
における時間的パターンの 1つの側面の分析に焦点が
当てられているものの，多変量時系列の的確な長期予
測を達成することは容易ではないとされる [1]．再帰型
ニューラルネットワーク（Recurrent neural network:

RNN），および，RNNの欠点を改善して長期にわたっ
た時間依存性を考慮できる長・短期記憶モデル（Long

short-term memory: LSTM）は，株価予測などの金融
時系列分野における有用な手法の一つとして注目され
つつある [8]．しかしながら，多変量時系列の適格な長
期予測を達成するには解決すべき課題が依然として少
なくない．具体的には，多変量の時系列を考慮するこ
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とにより，一部の説明変数時系列が目的変数時系列の
予測への寄与が小さいときに，その予測性能に悪影響
を与え得る．このような問題意識のもと，複数時系列
に対して予測に関する重要度の分布を学習して複数時
系列の特徴表現能力をさらに強化する目的で，アテン
ションメカニズムに基づく RNNを用いて，時系列間
の相関（以下，空間的相関）を捉えつつ時間的関連性
を抽出する予測モデルが提案された [2]．また，Qinら
[11]とYuxuanら [9]は，アテンションメカニズムとエ
ンコーダ・デコーダモデルを組み合わせて，単一ステッ
プおよび短期時系列予測での予測性能を向上させた. さ
らに，Liuら [10]は，多段階のアテンションメカニズ
ムを介して空間的相関へのアテンションを強化しつつ，
目的変数時系列の埋め込みを介して時間的関連性への
アテンションを強化するような，2段 2相（dual-stage

two-phase: DSTP）のアテンションメカニズムに基づ
く RNNモデルを開発した. しかしながら，それらの
研究では多変量説明変数を伴う複数の時系列サンプル
が与えられた状況での分析と予測に関して報告されて
いない. また，国内総生産（GDP）や日経平均株価な
どのマクロ経済時系列を組み込んだり，業種ごとの傾
向に着目するような RNNモデルによる財務時系列分
析の研究は，著者の知る限りない．本論文では，企業
財務時系列の予測に対する有用な手法を確立するため，
アテンションメカニズムに基づく RNNモデルを拡張
し，多変量説明変数を伴う複数時系列サンプルに対す
る的確な予測を目指す．また，マクロ経済時系列を適
切に捉えたモデル化を行う. さらに，特定の業種の動
向を適切に反映したモデルを提案する．日本の企業財
務時系列を用いて各企業の総資本経常利益率（ROA）
を予測する実験を行い，提案モデルが有効に機能する
ことを示す．

2 関連研究

本章は次の 3つの話題からなる．最初の話題として
は，時系列データを予測するための基本的な深層学習
手法の 1つとして RNNを概説する．次に 2番目の話
題として，RNNにおける長期依存性を考慮できない問
題に対処すべく拡張された LSTMを紹介する．さらに
3番目の話題として，近年注目を集めつつあるアテン
ションメカニズムを取りあげる．

2.1 再帰型ニューラルネットワーク（RNN）

系列データは，サンプルの順序が重要であるような
データの総称である. 特に，その順序が時間に基づいて
いる場合は時系列データと呼ばれる. 過去のサンプル
と現在のサンプルとの間の依存関係をモデル化する研
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図 1: RNNの構造.
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図 2: RNNの中間層のユニット.

究が，時系列予測の問題に対して取り組まれてきた. な
かでも広く受け入れられた手法の 1つに再帰型ニュー
ラルネットワーク（Recurrent Nural Network: RNN）
があり，順伝播型ニューラルネットワークを系列デー
タの処理のために拡張したモデルとして位置づけられ
る [3]. ここで，RNNは各時間 tの入力系列 xt を受け
取り，時間 t で 1 つの出力系列 yt を返すように定式
化する1．時間 t = nにおいて出力系列 yn が入力系列
(x1,x2, · · · ,xn)から正常に生成されたと仮定できる．
これはRNNが「リターンパス」と呼ばれる有向閉ルー
プを使用しているためである．この構造により，時間
情報の保存と更新が可能になる．図 1に，RNNの構造
と，時間次元で展開された構造を示す．図中で，xtは
入力，htは隠れ状態，ytは出力を示し，それぞれの層
を入力層，中間層，出力層と呼ぶ．W (in) は入力層か
ら中間層への重み，W (out)は中間層から出力層への重
みを示している．RNNでは時間 t− 1の隠れ状態から
時間 tの隠れ状態への接続が想定され，時間 t− 1にお
ける任意の隠れ状態と時間 tの任意の隠れ状態の間に
重みw ∈W が割り当てられる．図 2にRNNの中間層
の 1つのユニットを示す．

1後述する提案モデルでは，各時間 t の多変量説明変数系列 Xt

を受け取り，時間 t+ 1 で 1 つの目的変数系列 yt+1 を返すように
定式化する．
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図 3: LSTMの中間層のユニット.

2.2 長・短期記憶モデル（LSTM）

RNNにより系列データのコンテキストを捉えること
ができるが，そのとき，現在の時刻からどれだけ過去
の入力を反映して出力を予測するかを考えることが重
要である．RNNの未知パラメータを学習する際に目的
関数の勾配を用いて更新を繰り返すのが基本となるが，
一定数以上の繰り返しで勾配が消失（または発散）す
ることが知られており，勾配消失問題と呼ばれる [4, 5].

この問題に対処するために，長期記憶を実現する長・
短期記憶モデル（Long Short Term Memory: LSTM）
が提案されている [6]. 図 3に LSTMの中間層の 1つの
ユニットを示す．LSTMでは中間層の各ユニットにお
いて情報を記憶するためのセル（st）と情報の流れを
制御するためのゲートが配置され，その他の構造は基
本的に RNNと同じである．一般に LSTMは RNNの
一種と位置づけられる．

2.3 アテンションメカニズム

アテンションメカニズムは LSTMに使用され，その
有効性が示されている [11, 10]．LSTMに基づく時系
列予測において，アテンションメカニズムにより多変
量時系列の間の相関とそれらの時間的構造を同時に捉
えることができる. 本節の残りでは，文献 [11, 10]にお
いて LSTMのために開発されたアテンションメカニズ
ムを概説する．

空間的アテンションLSTM 空間的アテンションメカ
ニズム（Spatial attention mechanism）は，多変量時
系列の間の相関（以下，空間的相関）を抽出すること
を目的としている [11, 10]. 時刻 tまでに観測された多
変量時系列（長さ T，変量数 n）における k番目の変
量の系列を xk

t = (xkt−T+1, · · · , xkt ) ∈ RT とするとき，

次のようなアテンションメカニズムを考える．

akt = vT
a tanh(Wa[ht−1; st−1] + Usx

k
t + ba) (1)

αk
t =

exp(akt )∑n
j=1 exp(a

j
t )

(2)

ここで，[·; ·] は連接演算を示し，ht−1 ∈ Rm および
st−1 ∈ Rmはそれぞれ時間 t−1に対応するLSTMユニ
ットの隠れ状態およびセル状態を示し，mは隠れ状態数
を示す．また，va,ba ∈ RT ,Wa ∈ RT×2m, Ua ∈ RT×T

は未知パラメーターを示す．このように時間 t− 1の隠
れ状態と時間 tまでの多変量入力時系列によって，時間 t

における各変量の重要性の度合い（以下，空間的アテン
ション重み）αt = (α1

t , · · · , αn
t )を求める．この重みを

用いて，時間 tの時点での多変量入力xt = (x1t , · · · , xnt )
を次式のように重みづける．

x̃t = (α1
tx

1
t , α

2
tx

2
t , · · · , αn

t x
n
t )

T
(3)

以上に述べたような空間的アテンション LSTMユニッ
トを fspatial で表すと次式を得る．

(ht, st) = fspatial(ht−1, st−1, x̃t) (4)

時間的アテンション LSTM 時間的アテンションメ
カニズム（Temporal attention mechanism）は，前項
の空間的アテンションの時間依存性を捉えることを目
的としている [11, 10]．長さ T の時間ウィンドウにお
ける時空間構造を抽出するために，前項で述べた多変
量時系列の空間的相関を反映させた隠れ状態ベクトル
を用いる．固定幅ウィンドウで時間的関連性を抽出す
るだけでは十分ではないため，隠れ状態を選択するた
めのアテンションメカニズムを適用する．具体的には，
予測対象の目的変数に関連性が高い隠れ状態を選択す
ることにより長期依存性を反映させる．アテンション
メカニズムにより，i 番目の隠れ状態に関して各時間
の重要性の度合い（以下，時間的アテンション重み）
βi = (β1

i , · · · , βT
i )を次のように求める．

bit = vT
b tanh(Wb[dt−1; s

′
t−1] + Ubhi + bb) (5)

βi
t =

exp(bit)∑T
j=1 exp(b

j
t )

(6)

ここで，hiは，前項で述べた空間的相関を表す隠れ状態
の i番目のベクトルを示す．dt−1 ∈ Rpおよび s′t−1 ∈ Rp

はそれぞれ時間 t− 1に対応する LSTMユニットの隠
れ状態およびセル状態を示し，pは隠れ状態数を示す．
vb,bb ∈ Rp,Wb ∈ Rp×2p, Ub ∈ Rp×m は未知パラメー
タを示す．次に，コンテキストベクトル ctを次のよう
に定義する．

ct =
T∑

j=1

βj
thj (7)
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コンテキストベクトル ctはすべての隠れ状態の重み付
き和を表し，時間ウィンドウ内における時間的関連性
を表す．
このようにして求めたコンテキストベクトル ctと目

的変数 yt を次式のようにして組み合わせる．

ỹt = w̃T[yt; ct] + b̃ (8)

ここで，w̃ ∈ Rm+1 および b̃ ∈ Rは連接ベクトルを目
的変数に写像するパラメータである．目的変数時系列
をコンテキストベクトルに対応付けることにより時間
的関連性を管理しやすくなり，その結果を使用して隠
れ状態を更新することができる．以上に述べたような
LSTMユニットを ftemporal で表すと次式を得る．

(dt, s
′
t) = ftemporal(dt−1, s

′
t−1, ỹt−1) (9)

最後に，長さTの多変量説明変数時系列XT = (x1, · · · ,
xt, · · · ,xT )（ただし xt = (x1t , · · · , xnt )）および目的変
数時系列 yT = (y1, · · · , yt, · · · , yT )から時間 T + 1の
目的変数 yT+1を予測するため，隠れ状態 dT とコンテ
キストベクトル cT を連接し，次式を用いる．

ŷT+1 = F (XT , ŷT ) (10)

= vT
y (Wy[dT ; cT ] + by) + b′y (11)

ここで，F は予測器を示す．Wy ∈ Rp×(p+m) および
by ∈ Rp は連接ベクトル [hT ; cT ] ∈ Rp+m を p次元潜
在空間に写像している．重み vy ∈ Rpおよびバイアス
b′y ∈ Rをともなう線形変換により，最終的な目的変数
の予測値 ŷT+1 を求めている．

3 データ

3.1 財務時系列データ

本論文では，統計法に基づく基幹統計として「法人
企業統計調査規則」（昭和 45年大蔵省令 48号）に基づ
いて財務省により収集された「法人企業統計調査」を
使用する2．2003年の第 1四半期から 2016年の第 4四
半期までの 14年間（56四半期）の調査結果を使用す
る．なお，本調査は年次調査と四半期調査で構成され
ているが，四半期調査を主に使用し，年次調査は補完
処理のために補助的に用いる．本調査に収録された企
業の総数は四半期調査で 57,775，年次調査で 60,516で
あった．調査項目を表 1に示す．
四半期調査による財務諸表に基づいて求めた種々の
財務比率を目的変数または説明変数として用いる．前
処理として，まず，短期間のみに記録された企業など
のデータを除外する（除外処理）．次に，財務比率を

2調査対象のうち，「金融および保険」業界の企業は除外した．

計算する前に財務諸表における欠損値を補完する処理
を行う（補完処理）．最後に，補完済みの財務諸表を
用いて財務比率の計算を行う（計算処理）．以上の手
順によって得られた四半期次の各種財務比率の時系列
を分析に用いる．それぞれの詳細について以下に示す．

除外処理 次のいずれかの条件に該当する企業データ
を除外した．すなわち，除外の対象は，(1)財務諸表の
分析対象期間（56期）の一部において全調査項目が欠
損している企業データ，(2)財務諸表におけるある調査
項目に関して分析対象の全期間にわたって欠損してい
る企業データである．この除外処理の後，分析に使用
される企業数は 2296となった．なお，後述する業種特
化型モデルのために着目する卸売業の企業数は 237と
なった．

補完処理 本論文における補完処理は，年次データを
利用した補完と線形補間に基づく．詳細については稿
を改めて報告する．

計算処理 本論文では種々の財務比率を説明変数また
は目的変数として使用する．各財務比率は表 2で定義
される通りであり，これらは基本的に「法人企業統計
調査」において使用されているものである．

3.2 マクロ経済時系列データ

本論文では，マクロ経済時系列データとして日経平
均株価終値（以下，日経平均）および日本の GDPを
用いる．ただし，日経平均は 2003年 1月から 2016年
12月までの月次データ3を用いる．また，日本のGDP

は 2003年第 1四半期から 2016年第 4四半期までの四
半期次データ4を用いる．

4 提案手法

本章で述べる提案モデルは 3つの特徴を持つ．1つ目
は多変量時系列が複数与えられる状況すなわち企業ご
とに複数の財務比率で表現された時系列が企業数だけ
与えられる状況を仮定したモデルである点であり，2つ
目は財務時系列に加えてマクロ経済時系列を反映した
モデルである点，3つ目は対象業種の動向を反映した業
種特化型モデルである点である．また，提案モデルは
目的変数時系列の 1期先を予測するようなモデルであ
る．提案モデルにおける入力された多変量時系列から
予測出力に至るまでの流れを図 4に示す．第 1フェー

3https://indexes.nikkei.co.jp/nkave/index/profile?idx=nk225
4https://www.esri.cao.go.jp/jp/sna/data/data list/sokuhou/

files/2019/toukei 2019.html
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表 1: 財務諸表. ただし，「†」は指定項目が期首に記録されることを示し，「‡」は期末に記録されることを示す．
分類 四半期調査 年次調査
資産 支払手形 †,‡ 支払手形 †,‡

買掛金 †,‡ 買掛金 †,‡

固定資産 土地 †,‡ 土地 †,‡

建設仮勘定 †,‡ 建設仮勘定 †,‡

その他有形固定資産 †,‡ その他有形固定資産 †,‡

無形固定資産 †,‡ 無形固定資産（ソフトウェア以外） †,‡

ソフトウェア †,‡

総資本 †,‡ 総資本 †,‡

人員 従業員数 ‡ 従業員数 ‡

損益 減価償却費 ‡ 減価償却費 ‡

特別減価償却費 ‡

売上 ‡ 売上 ‡

売上原価 ‡ 売上原価 ‡

営業利益 ‡ 営業利益 ‡

経常利益 ‡ 経常利益 ‡

表 2: 財務比率．ただし，「∗」は指定項目について各四半期の期首と期末の平均（すなわち期中平均）が用いられ
ることを示し，「∗∗」は指定項目について各四半期の期首から期末への増減量が用いられることを示す.

記号 財務比率 計算式
X0 総資本営業利益率 営業利益

総資本∗

X1 総資本経常利益率 (ROA) 経常利益
総資本∗

X2 売上高営業利益率 営業利益
売上

X3 売上高経常利益率 経常利益
売上

X4 総資本回転率 売上
総資本∗

X5 有形固定資産回転率 売上
(土地+その他有形固定資産)∗

X6 買掛金回転率 売上
支払手形+買掛金

X7 減価償却率 減価償却費
その他有形固定資産+有形固定資産+減価償却費

X8 労働装備率 (土地+その他有形固定資産)∗

従業員数

X9 キャッシュフロー率 経常利益+減価償却費
総資本∗

X10 設備投資率 建設仮勘定∗∗+その他有形固定資産∗∗+無形固定資産∗∗+減価償却費
総資本∗

X11 粗利率 売上−売上原価
売上

ズは対象業種の多変量時系列における空間的相関を抽
出することを目的とする．第 2フェーズは説明変数時
系列と既知の目的変数時系列における空間的相関を抽
出することを目的とする．第 3フェーズは時間的関連
性を抽出し，時間 1, · · · , T の多変量時系列が与えられ
たとき，時間 T + 1の目的変数を予測することを目的
とする．以下に各フェーズについて詳述する．

第 1フェーズ このフェーズでは，長さ Lの多変量時
系列における空間的相関を抽出する．多変量時系列デー
タから固定幅ウィンドウの部分時系列を切り出す前に，
その時系列データ全体に対してアテンションメカニズ
ムを適用することによって，多変量時系列間の空間的相
関をより適切に抽出する点に狙いがある．多変量時系
列が複数与えられた状況では，固定幅の部分時系列を
切り出した後にアテンションメカニズムを適用するな
らば，同一企業の複数の部分時系列と他企業の部分時
系列が同列に扱われて学習されるため，企業という単
位を考慮した空間的相関を抽出するのに適切でないと
考えられるためである．そこでまず企業を単位とした複

数の多変量時系列に対して空間的アテンション LSTM

を適用し，時系列間の空間的相関を抽出する．Jを企業
数，Lを学習データの時系列長，K を多変量時系列の
変量数とすると，多変量時系列Aは J ×L×Kのテン
ソル（以下，(J, L,K)と表記する）で表現できる．こ
れに空間的アテンション LSTMを適用する．これに対
して式 (1)，(2)，(3)と同様に空間的アテンション重み
による重みづけ（以下，Fspatial と表記）を適用する．

Á = Fspatial(A) (12)

その後，W を重み，bをバイアスとする線形変換によ
り (1, L,K)の Ãへと集約する．

Ã =WÁ+ b (13)

また，日経平均N は月次データを用いるとき時系列
長は 3Lであるが，アテンションメカニズムを適用する
とともに四半期次に集約する．このとき，(1, 3L, 1)の
N から (1, L, 1)の Ñ へと集約される．具体的には各四
半期 tに対して 1月めから 3月めまでを i ∈ {1, 2, 3}で
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図 4: 提案モデルの構造.

示すとき次式を用いる．

γit =
exp(N i

t )∑3
j=1 exp(N

j
t )

(14)

Ñt = (γ1tN
1
t , γ

2
tN

2
t , γ

3
tN

3
t )

T
(15)

以上のようにして全企業の財務時系列が集約された
Ãに対して，四半期次に集約された日経平均の時系列
Ñ，日本の GDPの時系列 G，および，対象業種にお
ける説明変数時系列 I（目的変数時系列を含まない）を
連接する．なお，Gは四半期次データであるため，そ
のサイズは (1, L, 1)である．

Z = [Ã; Ñ ;G; I] (16)

ここで，学習時のミニバッチ数を B とすると，I のサ
イズは (B,L,K − 1)である．したがって，連接後の Z

のサイズは (B,L, 2K + 1)となる．これに対して空間
的アテンション重みで重みづけることにより，時系列
間の空間的相関を抽出する．

Ẑ = Fspatial(Z) (17)

なお，式 (12)と (17)の Fspatialは互いに独立に，それ
ぞれ Aと Z から求める．
その後，長さLの時系列 Ẑの開始期から固定長 T の
部分時系列を切り出し，1期ずつずらして固定長 T の
部分時系列の切り出しを順次繰り返し，それらを次の
フェーズの入力とする．したがって，次のフェーズの
入力サンプル数は B × (L− T )となり，そのサイズは
(B(L− T ), T, 2K + 1)となる．

第 2フェーズ 第 2フェーズでは，まず，第 1フェー
ズで得た長さ T の Ẑ と目的変数時系列 YT を，各期

t ∈ {1, · · · , T} で対応づけて連接する．ここで，第 1

フェーズの最後に述べた Ẑを長さ T で分割する要領で，
YT も長さ T で分割した部分時系列を用いる．

Ż = [Ẑ;YT ] (18)

ここで，連接後の Żのサイズは (B(L−T ), T, 2K +2)

となる．これに対して空間的アテンション LSTMを適
用し，目的変数時系列と説明変数時系列の間の空間的
相関を抽出する．

ˆ̇Z = Fspatial(Ż) (19)

第 3フェーズ このフェーズでは，時間的アテンショ
ン LSTMを適用し，第 2フェーズで得た空間的相関の
時間的関連性を捉える．つまり，異なる時間の異なる
（部分）時系列の間の時空間関連性を抽出し，式 (10)と
同様に時間的アテンション LSTMに基づく予測器（以
下，Ftemporalと表記）で 1期先の目的変数を予測する．

ŷT+1 = Ftemporal(
ˆ̇Z, YT ) (20)

この ŷT+1 が最終的な予測結果である．ŷT+1 は予測
対象の企業数だけの長さを持つベクトルであり，時間
T+1での各企業に対する目的変数予測値を要素にとる．
提案モデルの学習には誤差逆伝播アルゴリズムを用
いる．学習過程で Adamオプティマイザ [7]によって，
予測ベクトル ŷT+1 と正解ベクトル yT+1 の間の平均
二乗誤差（MSE）を最小化する．

モデル構造 第 1フェーズにおいて，部分時系列の切り
出しを行う前に空間的相関を抽出し，企業を単位とし
た相関関係を捉えるようなモデル構造を設計した．そ
の上で，前述の第 1～第 3フェーズの機能を実現させ
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て，多変量説明変数による時系列が複数与えられた状
況での予測をより適切に行うことを狙いとした．それ
に対して，Liuら [10]の DSTPモデルの研究において
は，多変量説明変数による時系列が一つ与えられた状
況が想定されている．このDSTPモデルを本論文で想
定する多変量説明変数による時系列が複数与えられた
状況下で用いる場合，同一企業の複数の部分時系列と
他企業の部分時系列が同列に扱われて学習されること
になる．提案モデルは，企業を単位とした時系列によっ
て学習される点が特徴的であると言える．

5 実験

5.1 実験設定

第 4章で述べた提案モデルの有効性を評価するため，
従来のDSTPモデル [10]および単純なLSTMモデルと
比較する．本実験では対象業種として「卸売業」（Whole

sale and trade）を仮定する．また，予測対象の目的変
数を総資本経常利益率（ROA）すなわち Y = X1とし，
説明変数を X = {X0, X2, X3, · · · , X11}とする．本実
験は検証実験とテスト実験からなる．いずれの場合も，
実験に用いるデータセットの時系列において開始期か
ら固定幅ウィンドウの部分時系列を抽出し，次に 1期
先にスライドさせて同じく固定幅ウィンドウの部分時
系列を抽出することを順次繰り返すことにより，合計
15の部分時系列を作成する．

検証実験 40期からなる部分時系列セット (L = 40)

によりモデルを学習し，それぞれの 1期先を予測する
際の誤差に基づいて，モデルのハイパーパラメータを
最適化する．このとき，ハイパーパラメータとして特
に重要な中間ユニット数（隠れ状態数）U に着目する．
その探索範囲は U ∈ {16, 32, 64, 128}とする．

テスト実験 検証実験で選択したハイパーパラメータ
を用いて，41期からなる部分時系列セット（L = 41）
によりモデルを学習し，それぞれの 1期先を予測する
際の誤差の平均に基づいて予測性能を評価する．

その他の実験設定と評価指標 中間ユニット数 U 以外
のハイパーパラメータについては，時間ウィンドウの長
さを T = 12，エポック数を 500，学習率を 0.001，バッ
チサイズを 64とした．また，単純な LSTMモデルに
おいて中間層の数は 2とした．これらは検証実験の過
程で経験的に選択した．
従来のDSTPモデルと単純な LSTMモデルでは，す

べての入力時系列が四半期次である必要があるため，マ
クロ経済時系列として用いる日経平均の月次データに
ついて 3ヶ月分の平均をとることで四半期次とした．

本実験における評価指標には平均二乗誤差（mean

squared error: MSE）を用いた．

5.2 結果と考察

表 3に，各種設定で提案モデル，DSTPモデル，およ
び単純な LSTMモデルを用いた平均二乗誤差（MSE）
および標本標準偏差（SD）による評価結果を示す．表
中の「Data used」には各モデルに用いた説明変数時系
列の種類を示す．なお，これらに加えてすべてのモデ
ルに（既知の）目的変数時系列を用いている．全業種
の財務時系列 Aと対象業種の財務時系列 I は，I ⊂ A

の関係にあることに注意する．また，「# of units」には
検証実験を経て選択された各モデルの中間ユニット数
を示す．以下では，表 3の実験結果に基づいて 3つの
観点から考察と貢献を述べる．なお，比較評価の際は
データ量に関して公平を期している．評価の結果，以
下に示す比較のすべてにおいて，ウィルコクソンの符
号付き順位検定による統計的な有意差がみられた（有
意水準 0.05）．

マクロ経済時系列を反映したモデル構造による効果 マ
クロ経済時系列として日経平均（N）と日本の GDP

（G）を反映したModel 1はそうでないModel 3を上
回っている. これは提案モデルが適切にマクロ経済時
系列を活用できていることを示唆する．

業種に特化した構造による効果 まず初めに，単純LSTM

モデルにおいて，対象業種の財務時系列を用いたModel 9

の予測性能が，全業種の財務時系列を用いたModel 8

のそれを上回った．これは LSTMにおいて業種の動向
に着目することが有効であるという仮説の妥当性を示
唆する．一方，DSTPモデルにおいては，対象業種の
財務時系列を用いたModel 5は全業種の財務時系列を
用いたModel 4を下回った．これは対象業種の財務時
系列に限定した場合に学習のためのデータ量が十分で
なくなり，そのことが単純 LSTMよりも複雑な構造を
そなえたDSTPモデルにおいて顕在化したであろうこ
とが理由として考えられる．また，全業種の財務時系
列 Aを含めたすべての時系列データを用いた提案モデ
ルのModel 1は，AによらないModel 2を上回った．
これは提案モデルにおいて式 (12)および (13)による
全業種の集約が，すべての時系列データの特徴をモデ
ルに組み込む上で有効であることを示唆する．

多変量説明変数による時系列が複数与えられた状況を
考慮してモデル化することの効果 最後に，すべての
時系列データを用いた提案モデルのModel 1はDSTP

モデルのModel 4および単純 LSTMモデルのModel 7
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表 3: 種々の条件下での提案モデルと比較対象モデルによる平均二乗誤差（MSE）と標本標準偏差（SD）．
Model IDs Models Data used # of units MSE SD
Model 1 Proposed model (I), A, N, G 16 2.08× 10−4 8.48× 10−5

Model 2 Proposed model (w/o ‘A’) I, N, G 32 2.11× 10−4 7.43× 10−5

Model 3 Proposed model (w/o ‘N’ and ‘G’) (I), A 128 2.28× 10−4 7.64× 10−5

Model 4 DSTP-based model A, N, G 16 2.12× 10−4 6.47× 10−5

Model 5 DSTP-based model I, N, G 16 2.26× 10−4 9.40× 10−5

Model 6 DSTP-based model A 16 2.11× 10−4 7.43× 10−5

Model 7 Simple LSTM model A, N, G 16 3.86× 10−4 6.07× 10−4

Model 8 Simple LSTM model A 16 3.10× 10−4 3.72× 10−4

Model 9 Simple LSTM model I 16 2.95× 10−4 3.43× 10−4

を上回った．その一方で，マクロ経済時系列を用いな
い状況下では，提案モデルであるModel 3がDSTPモ
デルであるModel 6の性能を下回る結果となった．多
変量説明変数からなる時系列が複数与えられる状況す
なわち企業ごとに複数の財務比率で表現された時系列
が企業数だけ与えられる状況において，適切なモデル
構造についてさらなる検討の余地がある．

6 むすび

企業財務時系列を包括的に分析・予測するための有
用な手段を確立するため，本論文では多変量説明変数
で表現された時系列が複数与えられた状況を仮定した
モデルを設計し，目的変数の 1期先の予測を行う問題
を想定した検討を行った．この目的の下で，マクロ経
済時系列を適切に組み込んだ LSTMに基づく新たなモ
デルを提案した．また，対象業種に固有の動向を反映
しつつ，全業種の企業に関する財務時系列の特徴を組
みこむことができるモデル構造を設計した．提案モデ
ルの有効性に関して，次に示す 3つの貢献が得られた．
一つ目に，提案モデルは GDPなどのマクロ経済時系
列を組み込みつつ対象業種の動向を反映した場合にお
いて，従来のDSTPモデルおよび LSTMモデルよりも
多変量説明変数からなる複数時系列から目的変数時系
列の 1期先を適切に予測できることを実験的に示した．
しかしながら，財務時系列のみを用いて予測を行った
場合においては，DSTPモデルの方がより適切に予測
できたことから，モデル構造にさらなる改善の余地が
あると言える．二つ目に，提案モデルにおいてはマク
ロ経済時系列を適切に反映して予測に活用することが
できた．三つ目に，提案モデルでは，対象業種に固有
の動向を反映しつつ，全業種の企業財務時系列の特徴
を組みこむことができた．なお，本論文の実験では対
象業種として卸売業を取りあげ，目的変数時系列とし
て ROAに着目したが，他の業種や他の目的変数につ
いての検討は今後の課題である．
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経済金融時系列における歪みの検出 
Detection of distortion in economic and financial time series 

土屋 太助 1   

Taisuke Tsuchiya1 

 
 

 
Abstract: The market is greatly disrupted by economic news and online media information such as twitter, 
causing distortions in the economic and financial time series of commodity futures markets. In this research, 
we applied the anomaly detection method by using of Dense Auto Encoder to economic and financial time 
series data to detect distortion of economic and financial time series such as commodity futures market. 

 

1.はじめに 

近年、金融データへの AI の応用が注目されてお

り、経済金融時系列を Recurrent Neural Network（RNN）

の入力として経済金融時系列の期先予測を行うとい

った研究[1]が行われているが、経済ニュースや

twitter といったオンラインメディアの情報により、

市場は大きく混乱し、各国の経済政策や地政学上の

問題によってはこれまでの価格決定ロジックの常識

が覆ることがある。また、オンラインメディアの情

報を入力として自然言語処理により経済金融時系列

の期先予測を行う研究[2]も行われているが、オンラ

インメディアの情報のすべてが常にターゲットの時

系列に直接的に影響を与えるわけではなく、例えば、

「NY ダウが暴落し金が高騰」といった、金融時系列

からも得られる重複した二次情報も含まれている。

金融時系列とオンラインメディアから抽出したスパ

ースな特徴量を単純に結合しても、期先予測の精度

向上は容易ではない．その時々の相場感、経済環境、

ニュースを鑑みて、専門家が特徴量を都度変更し、

モデルを改修して運用することも可能だが、メンテ

ナンス性、汎用性の観点から実用的ではない。加え

て、今現在予測精度が高くても、そのモデルがいつ

まで、どういう状態であれば使い続けても問題ない

のか、どういう状態になったら使用を停止すべきか

の判断も難しい。データからこうした状況変化のシ

グナルを検出できれば、（部分的にでも）期先予測モ

デルの運用開始を意思決定することができるのでは

ないかと考えた． 
本研究は、経済金融時系列から目的変数毎のレジ

ームの転換点を検出し、レジーム毎に最適なモデル

（モデルの使用停止を含む）を選択することを最終

目的としている．今回はその中で、異常検出手法を

用いた経済金融時系列の歪みの検出を行った． 
具体的には、センサデータの異常検知等[3]で用い

られる自己符号化器（Auto Encoder）を用いて経済金

融時系列の歪み（異常）を検出する．自己符号化器

により次元圧縮し、入力と出力の差分である再構築

誤差を金融時系列の歪みと定義し解析した． 
次に、歪み情報を予測モデルの入力データと結合

することで、予測精度改善効果が得られるか否かを

検証した． 

2.自己符号化器による異常検知 

オートエンコーダはニューラルネットワークの一種

で、情報量を小さくした特徴表現を獲得する．オー

トエンコーダによる異常検知の仕組みは、エンコー

ダで入力(x)を、入力(x)より低次元な潜在変数(z)に 
次元圧縮し、デコーダで元の入力を復元する．学習

は教師なし学習で、入力と出力の誤差が小さくなる

ように学習を行う．異常検知はこの入力と出力の誤

差（再構築誤差）を用いる．(図 1)

図 1：自己符号化器による異常検知の仕組み 
 

圧縮された
特徴表現!

encoder decoder

⼊⼒(#) 出⼒(#%)
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推論時、学習データに含まれない未知のデータ入

力に対して再構築誤差が大きいときに異常として検

出する仕組みである．センサデータや画像データの

異常検知に用いられる手法だが、画像系の異常検知

においては全結合層ではなく、畳み込み層

（Convolution層）を、Deep なネットワーク構造と

ともに用いることが一般的である．Resnet や skip-
connect を追加した U-net など復元能力の高いネッ

トワーク構造は、未知のデータに対しても再構築能

力が高いため、再構築残差が出にくく、結果として

異常を検出できない。データおよび異常の特性を踏

まえ、適度な復元力のネットワーク構造、ハイパー

パラメータを選ぶ必要がある． 
 

3.モデルへの入力特徴量 

ニューヨーク商品取引所（NYMEX）の原油先物価

格をターゲットとし、金、プラチナ、パラジウムな

どの先物価格に加えて日本、米国、中国、欧州の為

替、米国、中国の主要な株価指数の計 38種の日次デ

ータを特徴量として使用した． 
 

4.ML アーキテクチャと具体的な実装 

アーキテクチャ全体はデータ取得、前処理、予測

の 3 つプロセスで構成しており、Dense Auto  

Encoder による次元圧縮および再構築残差の算出し、

オートエンコーダのニューラルネットワークの構造

は入力層、隠れ層 1層、出力層という深層ではない

ネットワーク構造を用いた．歪みの検出という目的

を鑑みて、適度な残差が発生するよう、全結合の隠

れ層 1層のシンプルなネットワーク構造を選択する． 
 

 
図 2：ML アーキテクチャ概要 

 
具体的なモデルとして下記を用いる． 
 
1. Dense Auto Encoder: TensorFlow を用いて実装を

行った．隠れ層 1 層の全結合型の構造で、活性

化関数はTanh関数を用いた．epoch数は200epoch
とし、最 適化アルゴリズムに Adam を用い、loss
関数は MSE を用いた． 

2. Random Feature Elimination(RFE): scikit-learn の
sklearn.feature_selection を用いて実装を行った． 

3. Random Forest (RF):パッケージ scikit-learn のク

ラス Random Forest Classifier を用いて実装を行

った． 
 

5.結果と考察 

まず、ターゲットである原油先物価格のテスト期間

における再構築誤差の推移を図 3 にて示す． 

 
 
 図 3：テスト期間における再構築誤差の推移 
Autoencoder の入力 38 次元に対して、8 次元まで次

元圧縮しているため、テスト期間の時間が進むにつ

れて再構築誤差が発散する可能性もあると予想して

いたが、予想に反してテスト期間のターゲット先物

価格の再構築誤差は一定以下に抑えられており、次

元圧縮、特徴抽出は成功していると言える． 
また、2019 年 5月下旬から再構築誤差が 1ヶ月程度

大きくなっているが、これらの時期に、トランプ大

統領による原油の増産圧力をかける発言がでており、

実際に入力データに含まれていない米国在庫統計の

情報を確認したところ供給量増（価格下落要因）が

確認できた。 
次に、入力に在庫統計情報を加え、1日先のターゲ

ット価格の価格上昇、下落を Random Forest Classifier 
により 2 クラス分類問題として予測した．入力デー

タに Dense Auto Encoder の次元圧縮後特徴量、再構

築誤差を結合させ Random Forest Classifier モデルに

入力した。評価結果(30 回評価の平均値)を図 4 に示

す．入力＋再構築誤差（ターゲットの誤差のみ）を

入力としたモデルがベースモデルよりもわずかに精

度が高いという結果が出た．一方で全特徴量分の再

構築誤差を入力に加えた場合、精度は向上しなかっ

た． 
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図 4：DAE 特徴量を加えた際の F値変化 

 
 

6.まとめと今後の課題 

本研究では、経済金融時系列データから歪みを検

出し、レジーム毎にモデルを構築し、最適なモデル

を自動選択することを最終目的として、今回はその

中で、自己符号化器を用いた経済金融時系列からタ

ーゲット変数毎の歪みを抽出できることを確認した．

今後の課題を下記に列挙する． 
 
・自己符号化器を用いた Out of Distribution の検出 
・再構築誤差を用いた解釈可能性の高いレジーム分

解手法の構築 
・レジーム毎の動的特徴選択とモデル構築 
 
また、今回は、少ない入力（特徴次元数）で実験し

たが、Autoencoder による次元圧縮の効果を最大化す

るためには精度向上に寄与する意味のある特徴量の

追加が必要である． 
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Abstract: In stock investment and asset management, numerical information has been mainly

used for fundamentals analysis and technical analysis, but recently text information such as news

released in real time can be also used by development of natural language processing techniques.

Although machine learning is mainly used for investment decisions, because text information is

composed of a large number of words, its bag-of-words tend to be a sparse and high-dimensional

vector. Therefore, the curse of dimensionality causes a negative effect on the learning performance

of machine learning. For this reason, we only focus on news headlines to restrict the number of

keywords as text information. In addition, we extracted important keywords that increase the

volatility of stock prices right after the news appears, and applied machine learning techniques to

learn the relationship between the combination of important keywords included in a news headline

and tomorrow’s active return of the company most related to the news. Through some statistical

tests, we could confirm the validity of focusing on the stock volatility to extract important keywords

and their combination is useful for active investment management with machine learning approach.

1 はじめに

近年ではAIによる自然言語処理技術が発展し，イベ
ント的に発生するニュースなどのテキスト情報もアル
ゴリズムに組み込んだ投資判断が活発になりつつある
[1, 2, 3]．投資判断には主に機械学習を用いるが，テキ
スト情報は多数のワードで構成されているためBag-of-

wordsの局所表現によりベクトル化すると高次元でス
パースになりやすい．その結果，次元の呪いにより機
械学習の学習性能に悪影響を及ぼす．
そこで本研究では，キーワードの種類を抑制するた
め，テキスト情報の中から将来の株価変動 (ボラティリ
ティ)に大きく影響する重要キーワードを抽出する．そ
の後，抽出した重要キーワードを用いて，各ニュース
ヘッドラインに含まれる重要キーワードの組み合わせ
と翌日のアクティブリターンを機械学習し，アクティ
ブ運用による投資シミュレーションを行う．なおアク
ティブ運用とは，ベンチマーク (本研究では TOPIX)

∗連絡先：茨城大学理工学科機械システム工学専攻
　　　　　　〒 316-8511 茨城県日立市中成沢町 4-12-1
　　　　　　 E-mail: 18nm500x@vc.ibaraki.ac.jp

を上回る運用パフォーマンスを目指す運用手法である．

2 ニューステキストの前処理

本研究では使用するテキスト情報として，QUICK

ニュース解析サービス [4] から配信されるニュースヘッ
ドラインを用いる．形態素解析ツールであるMeCab[5]

を用いてニュースヘッドラインを形態素に分割し，重
要キーワードの候補を得る．ヘッドラインはニュース
本文と比べテキスト量が少ないが，重要な情報および
キーワードが凝縮されている．さらにテキスト情報を
ヘッドラインに限定することで，登場するキーワード
を抑制する．
ヘッドライン中には●や★などの装飾記号や数字が
混在し，ワード数の増加を招くと考えられる．そのた
め，予めこれらのワードを削除する．また本研究では，
個別銘柄に対してアクティブ運用を行うため，ニュー
スの配信元が「TECH」「QEC」「日銀」「財務省」であ
るヘッドラインや，銘柄コードに「日銀」「JPX」「日
証金」を含むヘッドラインは対象外とする．
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ヘッドライン中には共起関係の高いキーワード (共
起ワード) が存在する．共起関係とは，ある単語があ
る文章中に出現した際に，その文章中に特定の単語が
頻出することを指す．例えばエアリズムなど，特定の
銘柄 c (この場合はユニクロ) のみに対応するキーワー
ドは，株価変動との関係を汎用的に評価できない．そ
こで，式 (1)を満たすキーワード k を共起ワードとみ
なし，予めこれらも削除する．

P (c|k) = N(c|k)
N(k)

≥ 0.5 (1)

ここでN(k)はキーワード kを含むニュース数，N(c|k)
はキーワード kを含むニュースが銘柄 cと最も関連し
た回数である．つまり式 (1)は，キーワード k を含む
ニュースの半分以上が銘柄 cのものであることを意味
する．なお，銘柄コードが付与されていないニュース
は cが不明なので対象外とする．

3 重要キーワードの抽出

3.1 ボラティリティ変化率

本研究では，株価ボラティリティに注目し，重要キー
ワードを抽出する．金融市場に大きな影響を与えるニ
ュースが出現すると，そのニュースに関連する株価は
大きく変動することが予想される．そこで本研究では，
ニュース出現前後の株価ボラティリティの変化を計算
し，ニュースヘッドラインを構成するキーワードの重
要性を評価する．このボラティリティ変化が高いほど，
重要なキーワードとみなす．
まず，出現したニュースと関連がある企業の株価を

x(d)とする．本研究では日次終値を用い，dは日付を
意味する．株価の収益率 r(d)は

r(d) =
x(d)− x(d− 1)

x(d− 1)
(2)

であり，直近D日間の標準偏差を計算することで，ボ
ラティリティv(d)を得る．

v(d) =

√√√√ 1

D

D−1∑
i=0

{r(d− i)−m(d)}2 (3)

ここで m(d) は直近 D 日間の収益率の平均値である．
なお本研究では，1カ月の営業日としてD = 20と設定
した．
ニュース発生前後のボラティリティ変化を評価する
際に，他媒体で既にニュースが報道された可能性を考慮
するため，時間を遡るパラメータ bを導入する．ニュー

ス発生前のボラティリティを v(d−b)とすると，ニュー
ス発生前後のボラティリティ変化 V (d)は，

V (d) =
v(d)

v(d− b)
(4)

として評価される．発生したニュースを構成する全キー
ワードに対して，この変化率 V (d)を紐づける．
実際のニュースヘッドラインはリアルタイムに配信
されるが，ニュースが配信されるたびに投資判断およ
び売買注文を自動化するには，高額な設備投資が必要
である．そこで本研究では試作的な運用として，毎日
12時に直近 24時間分のニュースデータを一括で取得
し，得られたニュースに基づいて当日終値付近で売買
を執行する．したがって，当日 d日で得られるニュー
スには，前日 d − 1日のニュースの一部が含まれてい
る．よって，式 (4)に示すボラティリティ変化率 V (d)

の計算において b ≥ 2にする必要がある．他媒体での
先行発表も考慮すると bを延長する必要があるが，本
研究では最も基礎的な設定として b = 2とする．

3.2 重要キーワードの検定

時間経過とともに様々ニュースが発生するため，各
キーワード k (k = 1, 2, · · · ,K) において変化率 V に関
する集合Gk を得る．この真の母集団は未知であるが，
母平均を µk，母分散を σ2

k と書く．
まず，集合Gkの平均値 V̄kは母平均に関する不偏推
定量となるため，V̄k をキーワード kにおけるボラティ
リティ変化率と考えることができる．しかし各キーワー
ドにおいて出現回数 nk は異なり，nk が小さいほど推
定値の信頼性は低下する．つまり V̄kの大小を単純に比
較することで，重要キーワードを選出できるとは言い
難い．
そこで，母平均の検定を利用する．中心極限定理よ

り，平均値 V̄k はN

(
µk,
√

σ2
k

nk

)
に従う．キーワードと

して重要性が無く，ボラティリティ変化が無い (µk = 1)

ことを帰無仮説H0とすると，帰無仮説H0と集合Gk

のマハラノビス距離によって，検定統計量である t値
を得る．

tk =
µk − 1√

σ2
k

nk

(5)

ただし µkと σ2
kは未知であるため，それぞれ平均値 V̄k

および不偏分散 s2k = 1
nk−1

∑nk

j=1(Vk,j− V̄k)2を用いる．
この tkに基づいて大小比較すれば，サンプルサイズ nk
の違いを考慮できる．本研究では有意水準 5% (片側検
定) を満たすキーワード kに厳選する．
ただし nk が少なすぎるキーワードについては，先
に除去しておくことが賢明である．そこで本研究では，
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10日間に 1回以上出現することを採用の目安とした．
例えば，4年間のニュースを解析対象にする場合，約
1000営業日において出現回数が 100回以下のキーワー
ドは採用しない．1年間のニュースを解析対象にする
場合は，約 300営業日において出現回数が 30回以下の
キーワードは採用しない．

3.3 実験

本研究では 2011年から 2016年に QUICKニュース
解析サービスから配信されたニュースヘッドラインを
テキスト情報として使用した．キーワードの重要性は，
流行や経済状況によって時間変化すると考えられるた
め，重要キーワードを抽出するニュースの参照期間を
変えながら，株価に対するボラティリティを高めるキー
ワードを抽出し，キーワードリストを作成する．本研
究で用いるニュースの参照期間として，過去 4年間ま
たは 1年間のように変更し，抽出される重要キーワー
ドの違いを調査する．
表 1は過去 4年間及び過去 1年間のニュースを参照

した場合における重要キーワード上位 10ワードを示す．
結果として，参照期間 4年間においては「円」や「東
証」，「続伸」など金融市場特有のキーワードが多く見
られる．一方，参照期間 1年間においても金融市場特
有のキーワードが多く見られるが，「マザーズ」や「東
北」などの固有名詞やイベントワードが重要視される
傾向にある．つまりニュース参照期間を長期にするこ
とで，金融市場特有の一般的なキーワードが，短期に
するとトレンドワードが抽出されやすい．今回は過去
4年間と過去 1年間のニュースヘッドラインを参照し
たが，より期間を短期に (3カ月や 1カ月)することで，
より顕著にトレンドワードを抽出できると考えられる．
また表 1および表 2において，「続伸」や「減」のよう
に客観的にもボラティリティに影響すると考えられる
キーワードが自動抽出されている．

4 アクティブリターンの機械学習

4.1 学習方法

前章で作成したキーワードリストや，新規にリアル
タイムに得られるニュースヘッドラインや株式価格情
報を用いて，f 日後のアクティブリターン (銘柄 cと
TOPIXとの差) を予測する．現在を dとすると，f 日
後のアクティブリターンは次式となる．

r∗c (d+ f) =
xc(d+ f)− xc(d)

xc(d)
− xt(d+ f)− xt(d)

xt(d)
(6)

ここで，xc は銘柄 cの株価，xt は TOPIXとする．

表 1: 株価ボラティリティに影響を与える上位 10ワー
ド．参照期間 4年間 (左列)，参照期間 1年間 (右列)

2011∼2014年 (選出数 459) 2014年 (選出数 282)

キーワード k tk キーワード k tk

中国 63.74 東証 50.96

続伸 60.95 輸出 49.73

反発 55.79 値がさ株 47.02

純 55.78 マザーズ 41.51

輸出 55.48 派遣 39.23

減 54.66 円 39.24

大証 54.59 先行 36.70

安心 52.35 格上げ 36.54

円 50.70 米 35.49

超 49.66 社長 34.92

2012∼2015年 (選出数 500) 2015年 (選出数 268)

キーワード k tk キーワード k tk

円 96.29 東証 52.13

米 71.40 原油 46.74

中国 69.81 三菱 46.28

減 61.01 脱 43.80

大幅 59.82 発売 42.96

大証 59.33 中国 38.58

売る 58.78 純 37.44

原油 56.77 新潟 37.35

純 56.73 インフラ 37.34

反発 55.82 軟調 36.03

2013∼2016年 (選出数 500) 2016年 (選出数 306)

キーワード k tk キーワード k tk

東証 112.99 東証 70.83

円 101.71 円 55.67

純 64.11 合併 53.41

減 62.42 純 52.46

米 61.78 公表 50.21

原油 61.38 買い戻す 48.30

安 59.27 海運 45.23

中国 57.73 一段 44.61

大幅 56.05 響く 42.05

反発 54.95 安 40.42

図 1に各期間の役割を示す．緑色は 3章にて抽出し
たキーワードリストを作成する期間であり，水色はフォ
ワードテストを行うシミュレーション期間である．黒
い太枠はキーワードリストを 1年ごとに更新し，同期
間のシミュレーションを行う．本研究では 1⃝～ 4⃝の 4

パターンの期間においてシミュレーションを行う．
機械学習の手順は次の通りである．まず，ニュース
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図 1: 各期間の役割 (全 4パターン)

出現直後のアクティブリターン r∗c に応じて，各ニュー
スに教師ラベルを付与する．なお各ニュースに最も関
連する銘柄を cとする．

• if r∗c (d+ f) > 0, then ニュースの教師ラベル= 1

• if r∗c (d+f) < 0, thenニュースの教師ラベル= −1
• if r∗c (d+ f) = 0, then ニュースの教師ラベル= 0

なお r∗c (d+f) = 0のケースは極めて少ないため，r∗c (d+
f)に関する正・負の 2クラス判別問題とみなす．
次に，3章で抽出された重要キーワードを構成要素と
する Bag-of-wordsによって，ニュースヘッドラインを
ベクトル vc(d)として表現する．例えば，d日にて銘柄
cに関連するニュースヘッドラインが「新作」「株価格
付」「黒字」といった重要キーワードを含む時，これら
のキーワードに対応するベクトル要素を 1とし，他を 0

とする．このベクトル vc(d)と，将来の r∗c (d+ f)に基
づく教師ラベルとの関係性を Support Vector Machine

(SVM)[6]によって機械学習する．このように重要キー
ワードに限定することで，Bag-of-wordsの高次元化を
抑制している．
図 1のシミュレーション期間において，次のように
学習と予測を繰り返す．まず，過去 s日間 (d−f − s ∼
d− f) に配信されたニュースヘッドラインとその教師
ラベルを用いて SVMを学習する．次に，当日 dに配
信されたニュースヘッドラインを学習済み SVMに入
力することで，f 日後のアクティブリターンを予測す
る．日付 dを進めながら毎日予測を行うが，SVMの再
学習は s日毎とする．なお本研究では，s = 60および
f = 1とする．
シミュレーション期間における予測精度を表 2と表

3に示す．2クラス判別問題であるため 50%が正答率の
基準となるが，いずれの期間でも基準を超える正答率
を示している．しかし r∗c (d+ f) < 0と予測した場合の
再現率は高いものの，r∗c (d+ f) > 0と予測した場合の
再現率は非常に低い．おそらく相対的にネガティブに
作用するニュースが多いため，予測結果が負に偏った
と考えられる．しかし表 3のように，重要キーワード

表 2: 重要キーワードを 1つ以上含むニュースヘッドラ
インに限定した場合

r∗c (d+ f) > 0と予測 r∗c (d+ f) < 0と予測

期間 正答率 再現率 適合率 F値 再現率 適合率 F値

1⃝ 52.8% 1.0% 53.3% 2.0% 99.2% 52.8% 68.9%

2⃝ 52.7% 4.9% 48.9% 8.9% 95.4% 52.8% 68.0%

3⃝ 52.8% 1.8% 49.6% 3.5% 98.3% 52.9% 68.8%

4⃝ 52.6% 7.0% 48.9% 12.2% 93.4% 52.9% 67.5%

表 3: 重要キーワードを 3つ以上含むニュースヘッドラ
インに限定した場合

r∗c (d+ f) > 0と予測 r∗c (d+ f) < 0と予測

期間 正答率 再現率 適合率 F値 再現率 適合率 F値

1⃝ 53.1% 5.3% 49.5% 9.6% 95.3% 53.4% 68.4%

2⃝ 52.5% 13.4% 48.7% 21.1% 87.4% 53.1% 66.0%

3⃝ 52.9% 5.5% 48.4% 9.9% 94.8% 53.2% 68.2%

4⃝ 52.5% 14.1% 49.6% 22.0% 87.3% 53.3% 66.2%

数を増やすほど再現率の偏りは改善されている．つま
り SVMの学習において，重要キーワードの組み合わ
せによってニュース全体のボジネガを判断することが
重要であり，各キーワードには非線形的な関係がある
と言える．

5 重要キーワードの妥当性

前章の機械学習においてキーワードの組み合わせが
重要であるという知見を得たが，そもそもボラティリ
ティ変化に基づいて重要キーワードを選出する妥当性
は不明である．そこで 3章で抽出された重要キーワー
ドリストを「オリジナルリスト」とし，オリジナルリス
トに選抜されなかったキーワードをランダムに抽出す
ることで「ランダムリスト」を 100セット作成する．な
おランダムリストに含まれるキーワード数は全てオリ
ジナルリストと同数にする．次にオリジナルリストと
ランダムリストのそれぞれで Bag-of-wordsを構成し，
各シミュレーション期間において SVMの学習および
予測を行った．
それぞれの正答率を図 2～図 5に示す．なお，重要
キーワードを 3ワード以上含むニュースヘッドライン
に限定した場合である．いずれの期間においても，オ
リジナルリストによる正答率はランダムリストによる
正答率の中央値を超えており，重要キーワードの抽出
においてボラティリティ変化に着眼する妥当性を確認
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図 2: オリジナルリストによる正答率 (赤線) と ラン
ダムリストによる正答率の中央値 (青線) の比較．重要
キーワードを 3つ以上含むニュースヘッドラインに限
定した場合．ただし参照期間 1⃝の場合

図 3: 図 2と同様．ただし参照期間 2⃝の場合

できる．

6 アクティブ運用への活用

4章の機械学習において 50%以上の正答率でアクティ
ブリターン r∗c (d + f)を予測できる結果を得た．そこ
でアクティブ運用へ活用した場合，どの程度の収益を
得られるかシミュレーションを行う．運用方法として，
r∗c (d+ f) > 0と予測された銘柄 cを当日 dの終値でロ
ングし，d+ f 日の終値で手仕舞いする．r∗c (d+ f) < 0

と予測された場合は，銘柄 cを当日 dの終値でショー
トし，d+ f 日の終値で手仕舞いする．なお提案手法の
有用性を確認すべく，ランダムにロングまたはショー
トを行う「ランダム法」とパフォーマンスを比較する．
以下の指標により，運用パフォーマンスを指標する．

累和アクティブリターン GN

図 4: 図 2と同様．ただし参照期間 3⃝の場合

図 5: 図 2と同様．ただし参照期間 4⃝の場合

GN =

N∑
n=1

anr
∗
cn(d+ f)× 100 [%] (7)

ここで，nは重要キーワードを含むニュースヘッドライ
ンのインデックス番号であり，cnはこのニュースに最も
関連する銘柄を表す．運用行動として，r∗cn(d+ f) > 0

と予測した場合は an = 1 (ロング)とし，r∗cn(d+f) < 0

と予測した場合は an = −1 (ショート) とする．なお，
ニュース nに基づいて獲得したアクティブリターンを

Gn = anr
∗
cn(d+ f) (8)

と書く．

平均アクティブリターン Ḡ

Ḡ =
1

N

N∑
n=1

Gn =
GN

N
[%] (9)

勝率W

W =
|{n|Gn > 0}|

N
× 100 [%] (10)
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全運用回数N に対して，プラス収益を得た運用回数の
割合を示す．

インフォメーションレシオ IR

IR =
Ḡ

σG
(11)

ここで σG は Gn の標準偏差である．つまり，σG =√
1
N

∑N
n=1(Gn − Ḡ)2である．この IRが高いほど，リ

スクに対するリターンが大きい．

プロフィットファクター PF

PF =

∑
{Gn|Gn > 0}∑
{Gn|Gn < 0}

(12)

プラス収益の総和とマイナス収益の総和の比率であり，
PF > 1であれば効率的な投資運用であるといえる．

ペイオフレシオ PR

PR =
⟨{Gn|Gn > 0}⟩
⟨{Gn|Gn < 0}⟩

(13)

プラス収益の平均値とマイナス収益の平均値の比率で
あり，PR > 1であれば 1取引あたりの利益が損失より
も大きいことを示す．
運用パフォーマンスを表 4と表 5に示す．本研究で
はニュースヘッドラインに関係する全銘柄を運用対象
とするため運用回数が多い．そのため累和アクティブ
リターン GN は大きいものの，1運用あたりの平均ア
クティブリターン Ḡは小さい．また前述と同様に，3

つ以上の重要キーワードを含むニュースヘッドライン
に限定した方が勝率W が高く，IR や PF などの指標
からも運用の効率性が向上していることを確認できる．
図 6～図 9に，累和アクティブリターン GN の推移
を示す．なお重要キーワードを 3つ以上含むヘッドラ
インを対象にした場合である．ランダムにロングまた
はショートを行う「ランダム法」に比べ，提案手法 (運
用コストC = 0%) の優位性を確認できる．したがって
本提案手法による運用判断は妥当であると言える．ま
た，表 5において勝率W は 53%程度にも関わらず，運
用回数が多いため順調にアクティブリターンを積み上
げている様子を確認できる．しかし運用回数が多いほ
ど，運用コストも大きくなる．そこで，式 (7)に運用
コスト C を差し引くことで GN を計算する．

GN =
N∑

n=1

[
anr

∗
cn(d+ f)− C

]
× 100 [%] (14)

結果として，運用コストが C < 0.10% (10bp未満) で
あれば超過収益を維持できる可能性がある．

表 4: アクティブ運用において，重要キーワードを 1つ
以上含むヘッドラインに限定した場合

期間 GN Ḡ W IR PF PR

1⃝ 2836% 0.036% 52.79% 0.013 1.047 0.94

2⃝ 2701% 0.037% 52.64% 0.013 1.049 0.94

3⃝ 3024% 0.043% 52.81% 0.015 1.056 0.94

4⃝ 2180% 0.035% 52.58% 0.012 1.045 0.94

表 5: 表 4と同様．ただし重要キーワードを 3つ以上
含むヘッドラインに限定した場合

期間 GN Ḡ W IR PF PR

1⃝ 1988% 0.094% 53.16% 0.030 1.113 0.98

2⃝ 1491% 0.068% 52.50% 0.023 1.085 0.98

3⃝ 1921% 0.104% 52.96% 0.036 1.133 1.01

4⃝ 1550% 0.089% 52.79% 0.029 1.108 0.99

図 6: 参照期間 1⃝における累和アクティブリターンの
推移．ただし重要キーワードを，3つ以上含むニュース
ヘッドラインを対象とした場合

図 7: 図 6と同様．ただし参照期間 2⃝の結果．縦線は
キーワードリストの更新タイミング
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図 8: 図 6と同様．ただし参照期間 3⃝

図 9: 図 6と同様．ただし参照期間 4⃝の結果．縦線は
キーワードリストの更新タイミング

7 まとめ

本研究ではニュースヘッドラインを解析対象とし，株
価のボラティリティを高めるサプライズワードを抽出
し，それらの組み合わせと翌日のアクティブリターン
の関係を機械学習した．統計的な比較実験を通じてボ
ラティリティーに着眼する妥当性を確認し，アクティ
ブ運用においても 10bp未満の運用コストならば超過
収益を獲得できる可能性を得た．
本研究の一部は，文科省科研費基盤研究 (C) (No.

16K00320) の助成により行われました．
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経済因果チェーン検索システムの構築と応用 
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Abstract: In this research, we introduce a system for searching causal relationships of events related to 
economics and finance in a chain-like manner from a database extracted from economic text data. This 
system also introduces stock price analysis using this economic causal-chain search. 

 

はじめに 

経済ニュース記事を読んでいると，株価の動きや

商品の売り上げ，雇用や貿易など様々な経済事象に

関する原因と結果の関係の記述がよく出てくる．例

えば「将来の少子高齢化が○○を引き起こし，それ

に関連した○○に関する需要が増えることが予想さ

れる」とか「現在の株価下落は○○による市場参加

者のリスク警戒心理の高まりを反映している」など，

ある事象の経済的な波及効果やその事象の原因につ

いて述べている． 
しかし経済現象のように人間の行動が関係する事

象の因果関係を，数値データだけから統計的に解析

することは難しい．なぜなら，人間が原因事象をど

のように認識して，それに対してどのような行動を

取るのかという行動ルールが因果関係の鍵となって

いるからである．時と場合によって因果関係が変化

する．自然科学的現象のように数値データの統計分

析で，客観的かつ普遍的な因果系列を取り出すこと

はほぼ不可能である． 
そこで，本研究では人間が認識した因果関係が含

まれていると思われる経済テキストデータを解析し，

経済分野に関わる因果関係のデータベースを構築す

る．さらに，特定の事象を表すフレーズから派生す

る因果系列を検索する手法を開発する．本手法を用

いて，ユーザが入力した語句に対して因果系列を表

示し，ユーザが適切な系列に選択したり適切でない

系列を削除したりできるシステムを実装した．本シ

ステムで作成された因果チェーン，経済的な波及効

果と要因列挙が可能となる． 
本稿では，因果チェーン検索システムと，本シス

テムやアルゴリズムを用いた応用例を紹介する． 

 

経済的因果関係の抽出とデータベー

ス構築 
人間が認知した因果関係について記述されたテキ

ストデータを解析し，そこから因果関係を抽出する

技術が必要となる．本システムでは，決算短信とい

う上場企業が業績や財務状況を開示するために定期

的に発行しているテキストから，手がかり表現を用

いた手法[1]により因果関係を抽出した． 
 使用したテキストデータ：2012 年 10 月から

2018 年 5 月に約 2,300 社が発行した約 2 万個の

決算短信テキスト 
 抽出した因果関係：1,078,542 個 
抽出された因果関係は，決算短信の発行された日付，

決算短信を発行した銘柄などと一緒にデータベース

に保存される． 
 

因果チェーンの構築アルゴリズム 
上述の経済因果データベースから，特定の語句か

ら関連する因果系列を構築する手法には，[2, 3]を基

に改良した手法を用いた．具体的には以下の 4 ステ

ップからなる(図 1). 
1. ユーザがフレーズを入力する．最初は終端ノー

ドを入力テキストとする． 
2. 終端ノードの表現と一定の類似性がある因果

関係を経済因果データベースから選択し，ネッ

トワーク追加候補とする． 
3. Step 2 で抽出したネットワーク追加候補と終端

ノードの組み合わせについて因果関係ノード

人工知能学会研究会資料 
SIG-FIN-024

167



間の類似度を計算する.因果関係ノード間の類

似度が閾値α以上あるときにノードをネット

ワークに追加してネットワークを拡張する. 
4. Step 3 でネットワークに追加したノードを終端

ノードとして Step 2, Step 3 を繰り返す.  
 

因果チェーン検索には 2 種類の方向があり，前向き

の場合は入力テキストを最初の原因表現として，原

因-結果の順で波及効果を検索する(図 1a)．後ろ向き

の因果チェーン検索の場合は，入力テキストを最終

の結果表現として，結果-原因の順で潜在的な遠因を

検索する(図 1b)． 

図 1. 前向きと後ろ向きの因果チェーン検索 
 

経済因果チェーン検索システム 
上述の因果チェーン構築アルゴリズムを基に，ユ

ーザが提示された因果関係を編集できる機能を加え

た経済因果チェーン検索システムを実装した 1[4]．
以下に本システムの動作する様子を説明する． 
最初に開始テキストをユーザが入力する(図 2)．そ

の際に，原因から結果への波及効果の検索か結果か

ら原因への要因検索かを指定する．さらに，因果チ

ェーンを構築する対象となる因果関係が発行された

期間を限定することも可能である． 
 

 

 

 

 

 
図 2. 開始テキストを入力するテキストボックス 
 
テキストボックスの右にある検索ボタンをクリッ

クすると，開始テキストに連鎖する因果関係を表示

1 本システムは 2019 年 3 月より東京大学 和泉研究室のサイト

(http://socsim.t.u-tokyo.ac.jp)にて公開予定である． 

する(図 3)．デフォルトでは関連性の高い順に 3 個の

因果関係を表示する．より多くの因果関係を見たけ

れば，「もっと見る」ボタンをクリックし因果関係ノ

ードの表示を増やすことが出来る．因果関係の各ノ

ードに対して，ユーザが適切な因果でないと判断し

た場合は，各ノードの右上にある削除ボタンを押し

て，ノードを削除できる． 
 
 
 
 
 
 
 
 
 
 

図 3. 連鎖する因果関係の表示 
 
各ノードからさらに因果チェーンを伸ばしたい場

合は，各ノードの右側にある「>」ボタンをクリック

すると，クリックされたノードを終端ノードとして

関連する因果関係が追加される(図 4)． 
 
 
 
 
 
 
 
 
 
 
 

図 4. 因果チェーンの追加 
 
上記の因果チェーンの構築作業を繰り返し，ユーザ

が必要とする因果チェーンを構築できたら，構築し

た因果チェーンをファイルに保存することが出来る． 
 

経済因果チェーンを用いた株価分析 
経済因果チェーンの検索結果を用いて株価動向分

析を行った研究事例を 2 つ紹介する． 

因果関係を用いた銘柄間関連性指標 
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[6]は，本稿の経済因果チェーンの検索結果を持ち

いて企業間の関連性の指標を計算した．ある企業 X
の決算短信に出現した因果情報に後ろ向きの因果チ

ェーン検索を行い，X の原因表現に類似する結果表

現を有する因果情報を他の企業 Yの決算短信に出現

する回数を X と Y の結びつきの強さとした．ある時

点で企業 Y の株価に大きな変動があった場合に，市

場参加者はその変動要因を類推し，変動要因に関連

する企業 X の株式が売買されると仮定した．また Y
から X への株価変動の伝播には，要因分析にかかる

タイムラグが存在するとした．上記の仮定に基づき，

TOPIX500 の構成銘柄に対して，先月の月次リター

ン(株価変動)が上位 20％の上昇した銘柄と因果関係

で関連する銘柄を買った．逆に，先月に下位 20％の

下落した銘柄に関連する銘柄を売るという売買を毎

月行った．2012 年 12 月から 2019 年 1 月のデータで

検証した結果，年率で 6.92%の正の利得が得られた． 

因果関係を用いたニュースイベント分析 

[7]は，特定のフレーズと関連する企業のリストを，

因果チェーンの検索結果を用いて作成した．「小麦 
価格」という入力テキストに対して前向き因果チェ

ーン検索の結果，図 Aのような因果チェーンを得た．

各層の因果情報を含む決算短信を発行した企業を調

べて，各層で初めて出現した企業のリストを作成し

た．その結果，先ほどの「小麦 価格」から構築した

因果チェーンでは，前向き方向と後ろ向き方向のど

ちらの検索結果でも，第 1 層では製粉会社や製パン

業者など小麦価格に直接関連する企業が出現した．

第 2 層、第 3 層には，小麦価格と間接的な関連を持

つ企業が出現するようになった．例えば，前向き方

向の検索の場合は，化学製品・調味料・食品製造機

械メーカーなどが第 2 層と第 3 層で初出となった．

後ろ向き方向の場合は，より広範な要因に関連する

商社が出現した．このリストに含まれる企業に関し

て，2018 年 6 月以降で見出しに「小麦 価格」を含

む大きなニュース記事が発行された時点の前後 20
営業日の価格変化を調べた．その結果，ニュース発

行前に比べ発行後の価格変動が増大していた．さら

に，より深い階層で出現した銘柄の株価の方がより

大きな変動が長く持続した．  
 

まとめ 
本研究では，経済・金融に関わる事象の因果関係

を，経済テキストデータから抽出したデータベース

から連鎖的に検索するシステムの紹介をした．本シ

ステムにより，ユーザが入力したイベントからの経

済的な波及効果を推論したり，ニュース記事からの

因果チェーンをたどった関連銘柄を提示したりする

などのサービス応用のアイデアを紹介した． 
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図 A 「小麦 価格」からの前向き因果チェーンの結果の一部 
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経済因果チェーンを用いたリードラグ効果の実証分析
Empirical Study on Lead-Lag Effect with Economic Casual Chain
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Abstract: A lead-lag effect in stock markets describes the situation where one (leading) stock

return is cross-correlated with another (lagging) stock return at later times. There are various

methods for stock return forecasting based on such a lead-lag effect. One of the most representa-

tive methods is based on the supply chain network. In this research, we propose a stock return

forecasting method with an economic causal chain. The economic causal chain refers to a cause

and effect network structure constructed by extracting a description indicating a causal relation-

ship from the texts of Japanese financial statement summaries. We examine the following lead-lag

effect. (1) whether lead-lag effect spreads to the ’effect’ stock group when there is a large stock

fluctuation in the ’cause’ stock group in the causal chain. (2) whether lead-lag effect spreads to

the ’cause’ stock group when there is a large stock fluctuation in the ’effect’ stock group in the

causal chain. We confirm the existence of the both side of lead-lag effect and the evidence of stock

return predictability across causally linked firms in the Japanese stock market.

1 はじめに

株価の予測可能性は、学術的にも実務的にも重要な
研究テーマであり、伝統的なファイナンスの観点の他、
様々な分野からの知見も取り入れられ、これまでに株
価を予測するために様々な方法が提案されてきた。伝
統的なファイナンスにおいては、株式や債券などの金
融市場において、資産価格は情報を瞬時に織り込み、超
過リターン (投資家が取るリスクに見合うリターンを超
すリターン)を得ることはできず、資産価格の予測は不
可能とする効率的市場仮説が [10]によって提唱された。
ここでは、織り込まれる情報の程度によって、市場の
効率性をウィーク型、セミストロング型、ストロング型
の 3種類に分類される。しかし、効率的市場仮説に基
づく市場は、現実の市場とは異なる姿であり、これま
で効率的市場仮説の下では説明のできないアノマリー
が多数観察されている。このようなアノマリーのうち、
クロスセクション分析によって明らかになった株価を
説明力する属性ないし特徴量を「ファクター」と呼ぶ。
ファイナンス分野の長年の実証研究により、ある断面で
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どのようなファクターを持つ銘柄群が相対的に株価が
上昇し、どの銘柄群が下落するかが明らかにされてき
た。その代表的なモデルとして、Famaと French[2, 3]

による 3ファクターモデルがある。彼らは株価リター
ンのクロスセクションの構造は、Beta(市場ポートフォ
リオに対する感応度)、SMB(時価総額)、HML(PBRの
逆数)の 3つのファクターによって説明できると主張し
た。Fama-Frenchの 3ファクターモデルは、それ以前
の代表的なモデルであった CAPM[15, 8, 12])に比べ、
モデルの説明力が高いことが、米国を含む様々な株式
市場において実証 [4] されており、学術と実務の両方
でスタンダードな資産価格モデルの一つとして認識さ
れている。これ以降、Fama-Frenchの 3ファクターモ
デル以外のファクターが次々と発見された。その結果、
Harveyら [5]によると、対象を一流学術誌および高い
評価を得ているワーキングペーパーに絞っても、2012

年までに累計 300を超える数多くのファクターが発見
された。
このようなクロスセクション分析に基づくファクター
以外にも、複数の資産間で観察されるアノマリーの一
つにリードラグ効果がある。
リードラグ効果とは、市場に情報が発信された際、あ
る資産価格に他の資産価格が遅れて反応する現象であ
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図 1: The illustration of the lead-lag effect with an

economic causal chain. In the case of the large fluc-

tuation is propagated to forward.

り、個々の資産によって価格に情報が織り込まれる速
度が異なることに起因する現象である。リードラグ効
果の代表的な実証分析例として、サプライチェーンを
用いてリードラグ効果を計測した、[1]の研究がある。
本研究では、サプライチェーンではなく、因果チェー
ンに基づいたリードラグ効果の計測手法の提案と実証
分析を行う。
因果チェーンとは決算短信の文章中から因果関係を
示す記述を抽出して作成した因果のネットワーク構造
をいう。つまり決算短信から、人間が認知するであろう
因果関係を抽出したネットワークである。もし投資家
が因果チェーンを適切に認識しており、因果チェーンに
基づく情報伝播が即座に反映されるならば、リードラ
グ効果は存在しないはずである。図 1は因果チェーンの
ネットワーク構造を示している。ここで、図中の点線内
は各企業の決算短信の文章において、業績にかかわる
原因と結果を表す文を表す。Company B と Company

C に着目すると、企業Bの結果を表す箇所と企業Cの
原因を表す箇所とが紐付くことで因果関係が構築され
ることがわかる。(以降、文中では Company B に該当
するものを結果側、Company C に該当するものを原
因側と表記する。) 我々は、因果チェーンを用いたリー
ドラグ効果の検証を、(1)因果関係を持つ結果側の銘柄
群に株価のショックがあったとき、原因側の企業群にそ
の影響が順伝播するかどうか (図 1)、(2)因果関係を持
つ原因側の銘柄群に株価のショックがあったとき、結果
側の企業群にその影響が逆伝播するかどうか (図 2) を
日本の株式市場を対象に検証する。

2 先行研究

リードラグ効果を検証した研究は多くあるが代表的
なものとしてサプライチェーンを用いたリードラグ効
果を計測した、[1]の研究がある。米国企業のサプライ
チェーンから、サプライヤー企業とカスタマー企業の
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図 2: The illustration of the lead-lag effect with an

economic causal chain. In the case of the large fluc-

tuation is propagated to backward.

関係性を使った株価予測可能性を調査し、1980 年から
2004 年の検証期間で以下の検証を行った。カスタマー
企業にファンダメンタルズや株価の変化が生じたとき
に、市場が効率的であればその情報は瞬時にサプライ
ヤー企業へ伝播するはずである。カスタマー企業の株
価変化が相対的に高かったサプライヤー企業群を買い、
カスタマー企業の株価変化が相対的に低かったサプラ
イヤー銘柄群を空売りするカスタマーモメンタム戦略
によるポートフォリオを構築した。このロングショー
トポートフォリオのリスク調整後リターンが有意に正
であると報告している。[1]が個別企業のカスタマーサ
プライヤー情報を財務諸表から収集し、カスタマーモ
メンタムの計測するのに対し、[11, 14]は業種ベースで
サプライヤーカスタマー関係を定義し、カスタマーモ
メンタムを計測している。同様に、磯貝ら [16]は日本
株式市場においてもカスタマーモメンタムは観測され
ることを報告している。サプライチェーンを前提とし
ない、リードラグ効果を用いた株価予測可能性の研究
は米国市場では、 [9]の研究以降多く議論されており、
[6]では米株式市場を対象に、同業種内と他業種間での
リードラグ効果を検証した。米株式市場ではリードラ
グ効果は他業種間においては明確に確認できず、同業
種内で強く存在すると方向した。これとは対照的に、他
業種間におけるリードラグ効果が [13]によって報告さ
れている。
本研究では、サプライチェーンや市場データではな
く、テキスト情報のみから構築された因果チェーンを
用いたリードラグ効果の検証を行う (表 1)。

3 因果チェーンの構築

ここでは本研究でリードラグ効果の検証に使用する
因果チェーンの構築手法を [7] に基づき概観する。因
果チェーンは、因果関係について記述されたテキスト
データを解析し，そこから人間が認知するであろう因
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表 1: The methods and data sources in lead lag measurement
Author Method DataSource
Cohen[1] 企業間サプライチェーン サプライチェーン (Compustatより取得)
磯貝ら [16] 企業間サプライチェーン サプライチェーン (有価証券報告書より取得)

Menzly, Shahrur [11, 14] 業種間サプライチェーン サプライチェーン (CRSPより取得)
Rapach[13] LASSO回帰 株価リターン
本研究 因果チェーン テキストデータ (決算短信より取得)

Input: A list of cause–effect expressions CI

CIi = (Cause Expression ci, Effect Expression ei,

Company cpi, Date di)

Output: A list of causal chain LCC

1: LCC ← ∅
2: for each (ci, ei, cpi, di) ∈ CI do

3: for each (cj , ej , cpj , dj) ∈ CI do

4: similarity ← getSimilarity(ei, cj)

5: if similarity ≥ threshold then

6: LCC ← LCC+(ci, ei, cpi, di, cj , ej , cpj , dj)

7: end if

8: end for

9: end for

10: return LCC

図 3: Construction of a causal chain

果関係を抽出する。具体的には以下の 3 ステップによ
り構築される。

Step 1 SVMを使用して日本の決算短信の要約から因
果関係の表現を含む文を抽出する。

Step 2 原因と結果を示す構文パターンを定義し、そ
こに Step 1で抽出した文における因果関係を抽
出する。

Step 3 抽出された因果関係について、その終端ノード
(結果側)の表現と一定の類似性がある他の決算短
信の起点ノード (原因側)とを連結し因果チェー
ンを構築する。(図 3)

また、本研究では因果関係にあるそれぞれの決算短
信の発行日と企業名をキーとして、因果の出現数を集
計する。集計された数値は因果の強さと解釈すること
ができ、本研究ではその数値変化によるリードラグ効
果についても測定を行う。

4 実証分析

4.1 データセットと分析手法

前節の因果チェーンを用いて、リードラグ効果の計
測を行う。検証期間は 2012年 12月から 2019年 1月ま

でである。データセットはTOPIX500構成銘柄群であ
り、これは流動性の観点から日本の機関投資家の株式
ロングショート戦略のユニバースとして利用されるこ
とが多い。
はじめに、(1)因果関係を持つ結果側の銘柄群に株価
のショックがあったとき、原因側の企業群にその影響が
順伝播するかどうかを次の手順を毎月末繰り返し検証
を行う。

Step 1 因果チェーンの結果側の銘柄群を先月から当
月のリターンの大小で 5分位に分ける。

Step 2 各分位の結果側の銘柄群と紐づく、ある閾値
(threshold)以上の総チェーン数の原因側の銘柄
群を特定する。

Step 3 原因側の銘柄群を等ウェイトで保有しパフォー
マンスを計測する。ただし、因果チェーンは、投
資家が認識できることを保証するため、原因側の
決算短信の発行日付はリバランス月から直近 1年
分に該当するもので作成。

次に、(2) 因果関係を持つ原因側の銘柄群に株価の
ショックがあったとき、結果側の企業群にその影響が逆
伝播するかどうかの検証を行う。

Step 1 因果チェーンの原因側の銘柄群を先月から当
月のリターンの大小で 5分位に分ける。

Step 2 各分位の原因側の銘柄群と紐づく、ある閾値
(threshold)以上の総チェーン数の結果側の銘柄
群を特定する。

Step 3 結果側の銘柄群を等ウェイトで保有しパフォー
マンスを計測する。ただし、因果チェーンは、投
資家が認識できることを保証するため、結果側の
決算短信の発行日付はリバランス月から直近 1年
分に該当するもので作成。

比較のために、因果チェーンを利用せず単純なリター
ンの 5分位ポートフォリオのパフォーマンスも合わせ
て確認する。
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表 2: Annualized return, Risk, and Risk/Return for

Quantile portfolios which exploit lead-lag (lead side is

effect company) effect using Economic Causal Chains

(Threshold value from 1 to 10). The test period is

from December 2012 to January 2019. In the column

labeled Return and row labeled 5-1(Quantile), signifi-

cant out-performance of one of the two portfolios over

the other (in terms of the return) is denoted by aster-

isks: ∗ denotes significance at the 0.1 level.

Threshold Quantile Return[%] Risk[%] R/R

1 5-1 0.25 1.14 0.22

2 5-1 0.39 1.06 0.37

3 5-1 -0.19 2.49 -0.07

4 5-1 1.26 4.20 0.30

5 5-1 4.00∗ 4.46 0.90

6 5-1 2.51∗ 4.21 0.60

7 5-1 5.09∗ 8.25 0.62

8 5-1 4.44∗ 8.24 0.54

9 5-1 3.65 8.48 0.43

10 5-1 3.33 10.68 0.31

表 3: Annualized return, Risk, and Risk/Return for

Quantile portfolios which exploit lead-lag (lead side is

cause company) effect using Economic Causal Chains

(Threshold value from 1 to 10). The test period is

from December 2012 to January 2019. In the column

labeled Return and row labeled 5-1(Quantile), signifi-

cant out-performance of one of the two portfolios over

the other (in terms of the return) is denoted by aster-

isks: ∗ denotes significance at the 0.1 level.

Threshold Quantile Return[%] Risk[%] R/R

1 5-1 0.47∗ 0.87 0.54

2 5-1 0.13 1.67 0.08

3 5-1 0.13 2.12 0.06

4 5-1 0.33 3.05 0.11

5 5-1 1.57 4.05 0.39

6 5-1 2.46 5.15 0.48

7 5-1 5.64∗ 9.92 0.57

8 5-1 5.50∗ 9.74 0.56

9 5-1 5.08∗ 12.30 0.41

10 5-1 6.92∗ 13.03 0.53

表 4: Annualized return, Risk, and Risk/Return for

Quintile portfolios without using Economic Causal

Chains.
Quantile Return[%] Risk[%] R/R

1 19.52 18.57 1.05

2 19.46 16.6 1.17

3 18.09 15.58 1.16

4 16.75 15.37 1.09

5 14.99 15.63 0.96

5-1 -4.53 11.52 -0.39

4.2 分析結果と考察

はじめに、(1)順伝播のリードラグ効果 (結果側から
原因側への伝播)の結果は、表 2の通り。5-1分位のポー
トフォリオ (5分位に含まれる銘柄を等ウェイトで買い、
1分位の銘柄を等ウェイトで売り)のリターンは概ねプ
ラスの傾向となっており、結果側の銘柄のリターンが
低調だとその影響が原因側の銘柄群に伝播しているこ
とが確認できる。閾値が小さい場合に 5-1分位のリター
ンが低い背景としては、原因-結果の紐づけがされる銘
柄群が多く、各分位の原因側の銘柄群が重複している
ことに起因している。閾値 8以上でリターンが低下し
ている背景としては、原因-結果群の紐付けが数多く存
在している銘柄については、その因果関係を認識して
いる投資家も多く存在し、結果側の株価ショック発生
時に原因側へ織り込まれる速度が早いことが起因して、
検証条件である１ヶ月のリバランスではリードラグと
しての超過リターンが少なくなったものと考えられる。
次に、(2) 逆伝播のリードラグの結果 (原因側から
結果側への伝播)は表 3 の通り。逆伝播の場合、閾値
(Threshold)によらずポートフォリオのリターンはプラ
スになっている。また閾値 (Threshold)が高くになる
につれて、その傾向は顕著になる。この結果は順伝播
(表 2)の場合と比較すると、逆伝播の場合、株価ショッ
クにおけるラグ側への価格織り込み速度が順伝播より
も遅く、結果的に閾値が高いケースで良好な結果を得
られたと考えられる。
また、因果チェーンを使用しない結果は table4 の通
りである。この場合、分位が低いとリターンが高く分位
が高いとリターンが低くなる、いわゆる短期のリバー
サル効果が観測された。チェーン無しでの投資対象と
なる原因側のユニバースが結果側のユニバースと同等
であることを考慮すると、因果チェーンを利用するこ
とでリバーサル効果が軽減されているとみることがで
きる。
決算短信は一般に公開されている情報であり、もし
も投資家が因果チェーンを適切に認識しており、情報伝
播が即座に反映されるならば、リードラグ効果は存在
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しないはずである。しかし分析の結果、構築されたポー
トフォリオにて良好な結果が出たことから因果チェーン
を用いたリードラグ効果は存在することが確認できた。
つまり、投資家は決算短信から構築された因果チェー
ンを認識しており、その因果を効率的市場仮説が示唆
するように即時に反映せずに、サプライチェーンと同
様に時間差をもって反映すること (リードラグ効果)が
確認できた。これはモメンタム効果と同様に投資家の
過少反応に起因すると考えられる。これは、投資家は
ニュース等を即座に価格に反映させるのではなく、時間
をかけて徐々に織り込んでいくという現象である。情
報に対して過少反応するため、理論価格からの乖離が
生じて、その乖離が修正される過程で分析結果のよう
なリードラグ効果が計測されたと考えられる。
なぜ、このような過少反応が存在するかという背景
についてはより詳細な検証が必要であるが、次のよう
な投資家の注意力、判断能力の限界に基づく仮説が背
後にあると考える。サプライチェーンを用いた先行研
究 [1, 16]では、カスタマーモメンタムは観測されるも
のの、サプライヤーからカスタマー方向への順方向へ
のモメンタム (サプライヤーモメンタム)は観測されて
いない。これは、投資家にとって、サプライヤーからカ
スタマーへの順方向の波及効果を認知する方が、カス
タマーからサプライヤーへの逆方向の波及効果を認知
するよりも容易であるという背景がある。一方で、本
研究では、投資家にとって有価証券報告書等に直接的
に記載されるサプライチェーンよりも、推論が必要で
認知が困難であると考えられる因果関係に基づく因果
チェーンを用いた。そのため、ある企業の株価の変動
要因が、当該企業と因果関係にある企業に伝播あるい
は逆伝播するという認知が遅れ、順方向、逆方向とも
にリードラグ効果が存在したと考えられる。

5 まとめ

本研究では、因果チェーンによって構築されたネット
ワーク構造を利用したリードラグ効果の計測手法の提
案と実証分析を行った。因果チェーンとは決算短信の文
章中から因果関係を示す記述を抽出して作成したネッ
トワーク構造をいう。決算短信は一般に公開されてい
る情報であり、もし投資家が因果チェーンを適切に認
識おり、情報伝播が即座に反映されるならば、リード
ラグ効果は存在しないはずである。日本株式市場を対
象に、我々は因果チェーンを用いて、(1)因果関係を持
つ結果側の銘柄群に株価のショックがあったとき、原因
側の企業群にその影響が順伝播するかどうか、(2)因果
関係を持つ原因側の銘柄群に株価のショックがあったと
き、結果側の企業群にその影響が逆伝播するかどうか
を検証した。その結果、因果チェーンを用いたリード

ラグ効果は両方向において存在することが確認できた。
これはモメンタム効果と同様に投資家の過少反応や
注意力の限界に起因すると考えられる。今回の分析は
ユニバースをTOPIX500に限定し、さらに因果チェー
ンも限定したが、より広範なユニバースや因果チェー
ンでの分析が今後の課題である。また、投資家の注意
力の限界という観点から、単純な原因と結果の 1次の
繋がりではなく、より高次の因果関係の伝播をより詳
細にみていく必要もある。
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トピック埋め込み回帰モデルを用いた株価予測
Predicting Stock Prices using Topic Embedding Regression Model
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Abstract: In this paper, we aim to predict stock prices by analyzing text data in financial

articles. TopicVec is a topic embedding model that represents latent topics in a word embedding

space. Here, word embedding maps words into a low-dimensional continuous embedding space by

exploiting the local word collocation patterns in a small context window. On the other hand, topic

modeling maps documents onto a low-dimensional topic space. Using the topic embedding model,

topics underlying each document can be mapped into the word embedding space by combining

word embedding and topic modeling.

The topic embedding model has not been used to address regression problem and also has not

been used to predict stock prices by analyzing financial articles, to our knowledge. In this paper,

by extending the topic embedding model to regression, we propose a topic embedding regression

model called TopicVec-Reg to jointly model each document and a continuous label associated with

the document. Our method takes financial articles as documents, each of which is associated with

a stock price return as a continuous label，so that we can predict stock price returns for new

unlabeled financial articles.

We evaluate the effectiveness of TopicVec-Reg through experiments in the task of stock return

prediction using news articles provided by Thomson Reuters and stock prices by the Tokyo Stock

Exchange. The result of closed test shows that our method brought meaningful improvement on

prediction performance.

1 はじめに

金融市場で，人々が経済指標や企業に関するニュー
スや世の中の出来事などを考慮したうえで投資先を決
定するのが一般的である．しかし，これらの情報は常
に更新されていて，人の手ですべての情報を把握する
ことは不可能であると考えられる．そこで，人々の負
担軽減と意思決定を補佐するため，情報科学の手法で
これらの情報から株価などの金融指標を予測する研究
が行われている．本稿では，金融記事のテキストデー
タを分析し，株価を予測する課題に取り組む．
テキストデータを分析するために，トピックモデル

∗連絡先： 神戸大学 大学院 システム情報学研究科
　　　　　　 〒 657-8501 兵庫県神戸市灘区六甲台町 1-1
　　　　　　 E-mail: weland@cs25.scitec.kobe-u.ac.jp

†連絡先： 広島大学 情報科学部
　　　　　　 〒 739-8527 東広島市鏡山 1-4-1
　　　　　　 E-mail: eguchi@acm.org

を使うのが一般的である．トピックモデルは文書コレ
クションに隠れた意味的な構造を発見する統計ツール
であり，マーケティング，社会学，政治科学などの分野
で応用されている．そのうち多くのトピックモデルは
LDA(Latent Dirichlet Allocation) [1]という階層的な
確率的モデルをベースとして拡張されてきた．LDAは，
文書全体にわたる単語の共起パターンに従って，単語
をトピックにグループ化する．コーパスが十分に大き
い場合，共起パターンは単語間の意味的関連性をは反
映するため，一貫性のあるトピックを発見できる．単
語の出現確率はその背後にあると仮定されている潜在
トピックによって決まる．そこで，単語は「one hot」
（1つの次元のみ 1で他は 0であるような語彙数次元ベ
クトル）で表現される．しかし，この単純な表現は高
次元かつ非常にスパースであるため，与えられたコレ
クションが巨大な語彙量を持つと，LDAの性能が落ち
てしまう [2]．
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単語の「one hot」表現を避けるために，単語埋め込
み（word embedding）が提案された [3]．単語埋め込
みは，単語の局所的な共起パターンを利用することに
より，意味的又は構文的な関連性を符号化された単語
の分散表現を学習できる．そのような分散表現を持つ
単語のうち，似たような意味を持っていれば，埋め込
み空間上で近い場所に位置する．
単語の集合である文書に着目し，各単語の埋め込み
が与えられたとすると，文書を「bag-of-vectors」と見
なすことができる．関連性のある単語は似た方向に向
き，意味的なクラスタができてその重心を意味的重心
と見なせる．特定のドメインの文書集合において，い
くつかの意味的なクラスタが多くの文書の中に現れる
場合があるため，それらを LDAのトピックと見なす
ことができる．ただし，意味的クラスタの重心は埋め
込み空間に存在する．この考え方に基づいて，生成的
単語埋め込みモデルPSDVec [7]にトピックを加えるこ
とで，トピック埋め込みモデル TopicVec [6]が提案さ
れた．TopicVecでは，各単語の生成確率は局所的な文
脈と大域的なトピックに影響され，トピック埋め込み
ベクトルは意味的重心として単語埋め込みと同じ埋め
込み空間上に存在する．LDAと同様に Dirichlet事前
分布を用いてトピック分布を正規化する．単語の生成
においては LDAで使われるカテゴリカル分布の代わ
りに，PSDVecでのリンク関数にトピックを加えたも
のを使うと仮定する．これによって，単語間の意味的
関連性は埋め込み空間内に余弦類似度として符号化さ
れる．TopicVecは多クラステキスト分類タスクにおい
て，LDAより優れた性能をもたらすことが報告されて
いる [6]．
TopicVecのようなトピック埋め込みモデルを回帰問

題に用いた研究や，それにより金融記事記事のテキス
トデータから株価を予測する研究は我々の知る限り未
だ行われていない．そこで，本稿は，テキストデータ
とそれに対応する連続値ラベルとの関係をモデル化す
る回帰機能を付与したトピック埋め込みモデルとして
TopicVec-Regを提案する．TopicVec-Regでの回帰機
能は，Supervised Latent Dirichlet Allocation（sLDA）
[4]に倣い，1文書に対応する連続値ラベルをガウス分
布に従うと仮定する．さらに，ある企業に関する金融
記事をテキストデータ，その企業に対応する株価リター
ン率を連続値ラベルと見なすことで，金融記事から株
価リターン率を予測する．学習過程は変分推論により，
回帰係数と潜在トピックを同時に学習する．
本稿の提案手法 TopicVec-Regの予測性能を評価す
るために，回帰係数を考慮しないTopicVecを比較対象
として，各記事が発信された前後の株価リターン率を
予測するクローズドテストを行う．

2 関連研究

Dasら [5]は LDAを単語埋め込みを利用するように
拡張し，GaussianLDAを提案した．この手法は，離散
的なテキストを連続的な埋め込みの観測に変換し，LDA
を実数値データを生成するように適合させる．トピッ
ク内の単語はトピック埋め込みを期待値パラメータと
する多変量ガウス分布からランダムにサンプリングさ
れると仮定される．しかし，埋め込み間の意味的関連
性を測るにはユークリッド距離が最適な選択肢とは限
らないことから，これはやや強い仮定であると考えら
れる．
Diengら [2]は LDAと単語埋め込みを結合した生成
的モデル ETMを提案した．単語はカテゴリカル分布
から生成されると仮定される．そのカテゴリカル分布
のパラメータは単語埋め込みと与えられたトピック埋
め込みの内積である．ETMは巨大な文書コーパスにお
いても解釈可能性のあるトピックを学習できる．さら
に，文書データのストップワードを除外しなくても，良
いトピック品質を保つことができる．前述の TopicVec

は ETMと同じ発想を持っているが，単語はリンク関
数によって生成されると仮定される．
Liら [7]はTopicVecの前身である生成的単語埋め込
み方法 PSDVecを提案した．PSDVecは，注目単語と
近くにある文脈単語との共起パターンを用いて注目単
語を低次元連続的埋め込み空間に写像する．文脈が与
えられた単語の条件付き分布は，独立した対数双線形
項に因子分解できると仮定される．単語埋め込みと回
帰残差をガウス事前分布を仮定して正規化することに
よって過適合を防ぐ．TopicVecが PSDVecと異なる点
は，TopicVecでの単語の条件付き分布は，文脈単語だ
けではなく，トピック埋め込みによる影響も受けるこ
とにある．
Bleiら [4]はラベル付けの文書を対象とする教師あ

りトピックモデル sLDAを提案した．sLDAを LDAに
各文書に紐づける応答変数を付け加えたものであると
考えられる．応答変数は一般化線形モデルで生成され
ると仮定され，文書に割り当てられたトピックの期待
値をその線形回帰の説明変数とする．文書と応答変数
を同時にモデル化することで，新たに与えられた文書
の応答変数を良く予測できる潜在トピックを推定でき
ると期待される．この考え方に従い，本稿はトピック
埋め込みモデルTopicVecに線形回帰モデルを付与する
ことで，トピック埋め込み回帰モデル TopicVec-regを
提案する．
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3 トピック埋め込み回帰モデル

本稿において，語彙サイズが V であるD文書のコー
パスを考える．文書diの j番目の単語をwij ∈ {1, · · · , V }
で表す．

3.1 TopicVec

本節では文献 [6]に示されたTopicVecの概要を示す．
まず，前提となる単語埋め込みモデル PSDVec [7]のリ
ンク関数は着目する単語の埋め込み vwc

と文脈単語の
埋め込み vwl

を接続する：

P (wc|w0 : wc−1)

≈P (wc) exp

{
v⊤
wc

c−1∑
l=0

vwl
+

c−1∑
l=0

awlwc

}
. (1)

ここで，awlwc
はバイグラム残差（バイアス）と呼ば

れ，v⊤
wc

vwl
が捕らえられない非線形部分を示す．

本稿の提案手法のベースであるTopicVecの単語の条
件付き分布は，PSDVecに基づいて，トピックを文脈
単語と見なす：

P (wc|w0 : wc−1, zc, di)

≈P (wc) exp

{
v⊤
wc

(
c−1∑
l=0

vwl
+ tzc

)

+
c−1∑
l=0

awlwc
+ rzc

}
. (2)

ここで，tzc は注目単語に割り当てられたトピックの
埋め込みであり，rzc はトピックに関する残差である．
TopicVecの生成過程において，単語埋め込み vsi と
残差 asisj はそれぞれガウス分布から抽出されると仮
定される．簡単のために，それらの生成過程を省略し，
トピック埋め込みの生成過程は次のようである：

1. トピック k について，半径 γ の超球から一様に
トピック埋め込みを抽出する．すなわち tk ∼
Unif(Bγ)；

2. 各文書 di について: 　　　

(a) ディリクレ事前確率Dir(α)から混合比率ϕi

を抽出する；

(b) j 番目の単語について:

i. カテゴリカル分布 Cat(ϕi) からトピッ
ク割り当て zij を抽出する．

ii. P (wij |wi,j−c : wi,j−1, zij , di)に従って
単語 wij を語彙集合 S から抽出する．

文書データD，単語埋め込みV，バイグラム残差A，
トピック埋め込み T，トピック割り当て Z，トピック
分布 ϕに関する対数尤度は以下のようになる：

log p(D,A,V ,Z,T ,ϕ|α, γ,µ)

=C0 − logZ(H,µ)− ∥A∥2f(H) −
W∑
i=1

µi ∥vsi∥
2

+
M∑
i=1

{
K∑

k=1

log ϕik (mik + αk − 1)

+

Li∑
j=1

(
ri,zij + v⊤

wij

 j−1∑
l=j−c

vwil
+ tzij


+

j−1∑
l=j−c

awilwij

)}
． (3)

対数尤度を最大化するために，ハイパーパラメータ
α, γ,µが与えられたとし，最適なV ,T , p(Z,ϕ|D,A,V ,T )

を推定する：

step1 PSDVecで V ∗,A∗ を最適化する

step2 V ∗,A∗を対数尤度関数に代入し，T ∗, p(Z,ϕ|D,A,V ,T )

を最適化する

step2で事後分布を解析的に計算するのは不可能である
ため，変分分布 q(Z,ϕ;π,θ) = q(ϕ;θ)q(Z;π)で近似
する．ここで，KLダイバージェンスを導入し，推定タ
スクを変分下限 L(q,T )の最大化に置き換える：

KL(q∥p)
= log p(D|T )− (Eq[log p(D,Z,ϕ|T )] +H(q))
= log p(D|T )− L(q,T ) (4)

ここで p = p(Z,ϕ|D,T )，H(q)は qのエントロピー
である．変分下限 L(q,T )は

L(q,T )

=
M∑
i=1


K∑

k=1

 K∑
j=1

πk
ij + αk − 1

 (ψ (θik)− ψ (θi0))

+ Tr

T⊤
i

Li∑
j=1

vwijπ
⊤
ij

+ r⊤i

Li∑
j=1

πij

}
+H(q) + C1 (5)
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であり，L(q,T )を最大化する最適な qとT を見つけ
るため，GEM（Generalized Expectation-Maximization）
アルゴリズムを用いる：

E-Step：

πk
ij ∝ exp

{
ψ (θik) + v⊤

wij
tik + rik

}
， (6)

θik =

Li∑
j=1

πk
ij + αk． (7)

M-Step：

T
(l)
i = T (l−1) + λ (l, Li)

∂L
(
q(l),T

)
∂T i

． (8)

推定過程のより詳細については文献 [6]に参照されたい．

3.2 TopicVec-Reg

本節では，前節で述べたTopicVecに回帰機能を加え
た提案モデルTopicVec-Regについて述べる．TocpicVec-
Regでは，各文書に連続値ラベルが紐づけられ，その
ラベルはガウス分布に従ってサンプリングされると仮
定する．
TopicVecにおける文書 di の生成過程に，以下のよ
うな連続値ラベル（応答変数）の生成過程を加える：

3. 連続値ラベル y|zi1:iN ,η, δ2 ∼ N(η⊤z̄, δ2).

ここで用いられるガウス分布の平均は回帰係数 ηと説
明変数であるその文書のトピックの期待値 z̄ の内積で
ある.

文書における各単語にトピックが与えられたとき，y
の対数尤度の期待値は以下のようになる：

E
[
log p

(
y|Z1:Li

, η, δ2
)]

= −1

2
log
(
2πδ2

)
− 1

2δ2

(
y2 − 2yη⊤E[Z̄] + η⊤E

[
Z̄Z̄

⊤
]
η
)

(9)

ここで，

E[Z̄] = π̄i :=
1

Li

Li∑
j=1

πij , (10)

E
[
Z̄Z̄

⊤
]

=
1

Li
2

 Li∑
j=1

∑
m̸=j

πijπ
⊤
im +

Li∑
j=1

diag {πj}

 (11)

である．
TopicVecをベースにしているため，TopicVec-Regの
推定過程において，目的関数 L(q,T )は (9)式を (5)式
に加えることで得られる：

L(q,T )

=
M∑
i=1


K∑

k=1

 Li∑
j=1

πk
ij + αk − 1

 (ψ (θik)− ψ (θi0))

+

(
−1

2
log(2πδ2)− y2i

2δ2

)

+Tr

T⊤
i

Li∑
j=1

vwij
π⊤

ij

+

(
r⊤i +

yiη
⊤

Liδ2

) Li∑
j=1

πij

+

−η⊤ 1

2Li
2δ2

 Li∑
j=1

Li∑
m̸=j

πijπ
⊤
im +

Li∑
j=1

diag{πij}

η

}
+H(q) + C1 (12)

πk
ij の更新式を求めるには，L(q,T )から j 番目の単

語がトピック k に割り当てられる確率 πk
ij を含む項を

抽出し，πk
ij に関する偏微分を解く．更新式は以下のよ

うになる：

πk
ij ∝ exp

{
ψ(θik) + v⊤

wij
tik + rik +

yiη
k

Liδ2

−
η⊤Π

(k)
i,−jη + (ηk)2

2Li
2δ2

}
． (13)

ここで，Π
(k)
i,−j は

∑Li

j=1

∑Li

m̸=j πijπ
⊤
imを πk

ij に関し
て偏微分したものであり，

Π
(k)
i,−j :=

Li∑
m̸=j

Πim diag{0(1), · · · , 1(k), · · · , 0(K)}

+diag{0(1), · · · , 1(k), · · · , 0(K)}
Li∑

m̸=j

Πim

と定義する．Πim は K × K の行列であり，各行は
(π1

im, π
2
im, · · · , πK

im)である．
θik は（7）式の通りに更新する．
L(q,T (l−1))のそれぞれ ηと δ2に関する偏微分を解
くと，sLDA [4]と同じくηと δ2の更新式を導出できる：

η̂new ←
(
E
[
A⊤A

])−1
E [A]

⊤
y (14)

δ̂2new ←
1

D

{
y⊤y − y⊤E[A]

(
E
[
A⊤A

])−1
E[A]⊤y

}
(15)
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ここで，

E [A] =
1

Li

Li∑
j=1

πij

E
[
A⊤A

]
=

D∑
i=1

 1

Li
2

 Li∑
j=1

Li∑
m̸=j

πijπ
⊤
im +

Li∑
j=1

diag{πij}


である．Aは各行が Z̄

⊤
d であるD× (K + 1)の行列で

ある．K +1列目は回帰係数のバイアス項に対応する．
T は（8）式の通りに勾配降下法で更新する．

4 評価実験

TopicVec-Reg の予測性能を評価するために，Top-

icVecを比較対象として，実験を行った．

4.1 データセット

一定とされる単語埋め込み V ∗ と単語埋め込み残差
A∗ は日本語版Wikipediaを用いた PSDVecで学習済
みのものにする．入力されるテキストデータとして，ト
ムソン・ロイター社が 2013年から 2017年に発信した
日本語金融記事を用いる．各記事に紐づけられた連続
値ラベルは株価リターン率を，

記事が出た翌日の終値−記事が出た前日の終値
記事が出た前日の終値

と設定する．株価は東京証券取引所の歩み値データを
利用する．
2ヶ月分の記事を学習用データとする．このような
データを 3セットを用意し，それぞれ独立で実験を行っ
た．データセットの概要を表 1に示す．

表 1: データセット

data

set1
Nov. 2016∼Dec. 2016

# of documents: 931

set2
Jan. 2017∼Feb. 2017
# of documents: 912

set3
Mar. 2017∼Apr. 2017
# of documents: 845

データに対して前処理を行った．テキストデータに
対して，記事の中にある扱いにくい表や必要のない表
現の除去した後，MeCabと新語や固有表現を取り揃え
た辞書mecab-ipadic-NEologd [8] [9] [10]を用いて形態

素解析を行い，助詞や接続詞などのストップワードを
「＊」に置き換えた．記事の中に複数の企業が言及され
た場合，記事を複製してリターン率の大きい企業に残
した．最後に，5文書未満しか出現しない低頻度語と
50単語未満の文書を除去した．

4.2 実験設定

モデル 　

TopicVec-Reg: 回帰パラメータの学習をトピッ
ク推定と同時に行う

TopicVec+LR: TopicVecでトピック推定した
後に線形回帰を行う

TopicVec+LRを比較対象としてTopicVec-Regの評
価実験を行った．TopicVec+LRでは，トピック推定を
TopicVecで行った後，ライブラリ scikit-learnの線形
回帰モデル Linear Regressionで回帰係数を推定する．
まず学習用データでトピック数がK = {5, 10, 15, 20, 25}
の 5通りのモデル構築を行い，トピック埋め込み T と
回帰係数 ηを得る．
学習開始時の T の初期値はガウス分布に従う乱数で
与え，変分パラメータ πに対しては一様分布に従う乱
数を与えた．ハイパーパラメータα = (0.1, · · · , 0.1)と
する．
テストを行うときに以下の式に従い連続値ラベルを
予測する：

π′
ij = (πij , 1)

ŷi = η⊤
0:K−1Eq[Z̄i] + ηK = η⊤

0:K

1

Li

Li∑
j=1

π′
ij (16)

モデル予測性能の評価指標をラベルの真値と予測値
との間の平均二乗誤差 (Mean Squared Error：MSE)を
用いる：

MSE =
1

D

D∑
i=1

(yi − ŷi)2．

すべての実験はMSEの変化率が 0.1%以下になるとき
に収束と判断され終了する．

4.3 実験結果

本実験では，学習データを学習するときに，5回おきに
得られたπとηを用いてMSEを計算した．各条件にお
けるTopicVec-Regの性能を同じ条件のTopicVec+LR

と比較した．
3つのデータセットにおけるTopicVec-RegとTopic-

LRを用いたそれぞれ 15通りの実験に対してMSEを算
出し，さらに同じ条件における両手法の予測値に対して
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Wilcoxon符号付き順位検定を行った．実験結果として
得られたMSEと p値を表 2に示す．太字でTopicVec-

Regが TopicVec+LRより良い予測精度を示す．太字
の p値が 5%を下回っており有意な差を示す．

表 2: 実験結果
K set1 set2 set3

TopicVec-Reg 0.016637 0.017398 0.016179

5 TopicVec+LR 0.016867 0.017730 0.016107

p-value 0 0 0

TopicVec-Reg 0.016343 0.015873 0.015685

10 TopicVec+LR 0.016220 0.016879 0.015839

p-value 0.870397 0.000693 0.086139

TopicVec-Reg 0.015873 0.015297 0.014299

15 TopicVec+LR 0.016273 0.016803 0.015616

p-value 0.020224 0.038315 0.1617699

TopicVec-Reg 0.013736 0.015790 0.013564

20 TopicVec+LR 0.016453 0.016785 0.014910

p-value 0.000565 0.486916 0.016891

TopicVec-Reg 0.013447 0.014533 0.012280

25 TopicVec+LR 0.015963 0.016797 0.014726

p-value 0.044846 0.492524 0.001298

5 むすび

本稿では，金融記事から企業の株価上昇率を予測す
る課題に取り組み，トピック埋め込みモデル TopicVec

に回帰機能を付与することで，トピック埋め込み回帰
モデル TopicVec-Regを提案した．
TopicVec-Regでは潜在トピックと回帰パラメータを
同時に学習することができ，実験により潜在トピック
を推定した後に回帰パラメータを推定するモデルより
有意な改善を得た．
本稿ではクローズドテストにより評価を行ったが，
オープンテストは今後の課題である．また，潜在トピッ
クだけではなく，単語埋め込みを活用できるように説明
変数を増やして回帰性能のさらなる改善を目指したい．
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ニューステキストを用いたESGファクター運用
ESG factor investing using news text data

秋山祥伍 1∗ 江口潤一 2 鈴木智也 1,2

Shogo Akiyama1 Junichi Eguchi2 Tomoya Suzuki1,2

1 茨城大学大学院理工学研究科
1 Graduate School of Ibaraki University

2 大和証券資信託委託株式会社
2 Daiwa Asset Management Co.Ltd.

Abstract: ESG investment is getting popular as an investing method that evaluates environ-

mental, social and governance (ESG) efforts of each company. However, although the disclosure of

information on ESG is already common, it is difficult to objectively evaluate ESG efforts of com-

panies due to the ambiguity in the definition of ESG words: environment, society, and governance.

For this reason, we applied Word2Vec to extract similar words to each ESG word, and evaluated

ESG efforts of companies from the viewpoint of these extracted words. As a result, we confirmed

that the companies with higher ESG score can make a more profitable portfolio than those with

lower ESG score, and this ESG score can be useful for factor investing.

1 はじめに

ESG投資は企業の環境（Environment），社会（So-

cial），ガバナンス（Governance）への取り組みを評価
した投資である．近年，企業の社会的責任（CSR）が
重要視され，特に ESGは重要なキーワードである．
企業の ESG文書開示数により ESGへの積極性を評
価した研究 [1]がある一方で，ESGというキーワード
の曖昧さにより，各企業の開示文書の内容から ESGへ
の取り組みを評価することは難しい．文書を各トピッ
クに割り当てる手法としてトピックモデルがある．ト
ピックモデルの応用例としてWord2Vec[2]などの単語
の分散表現を用いたトピックモデルの構築 [3]や，ファ
ンドの割り当てへの応用 [4]などがある．
そこで本研究では，ニューステキストの ESGトピッ
クワードに着目した企業の ESGスコアの構築を行う．
ESG のトピックワードの抽出には Word2Vec を使用
し，抽出した単語を用いてニューステキストの評価に
使用する．また，その結果から ESGファクターを構成
し，これが既存の代表的なファクターに対して補完的
に機能するかを検討する．

∗連絡先：茨城大学理工学科機械システム工学専攻
　　　　　　〒 316-8511 茨城県日立市中成沢町 4-12-1
　　　　　　 E-mail: 19nm401h@vc.ibaraki.ac.jp

2 ESG単語の抽出

2.1 単語の分散表現

単語の記号から類似度や関連性を計算するためには
任意のベクトルで表現する必要があり，これを分散表
現という．特に単語の分散表現を獲得する代表的な手
法にWord2Vec[2]がある．Word2Vecはニューラル言
語モデルであり，CBOWモデルと Skip-gramモデル
の 2つのモデルが提案されている．ネットワーク構造
は EncoderとDecoderから構成され，Encoderは単語
の記号から分散表現への変換，Decoderは分散表現か
ら記号への変換を行う．Word2Vecから得られた単語
の分散表現では，図 1のように似た単語同士は近いベ
クトルに表され，それらは一種のトピックの役割を果
たす．したがって，本研究ではその特性を利用して分
散表現から「環境」，「社会」，「ガバナンス」の周辺単
語を取り出すことで，ESGスコアの評価に使用する．
Word2Vecの問題として類義語だけでなく対義語も
近いベクトルに変換されてしまう（例：好き・嫌い，高
い・安い）．これは，ESGにネガティブなニュースに
対しても高く評価しかねない．この問題を解決するた
めにWord2Vecの学習においてはマーケットに対して
ポジティブなニュースのみを使用することでネガティ
ブ単語を除去する．ポジティブなニュースを抽出する
方法としてQUICKニュース解析サービス [5]が提供し
ているニューススコアを利用する．

人工知能学会研究会資料 
SIG-FIN-024

183



図 1: Word2Vecの概要

2.2 結果

Word2Vecの学習には 2011年 1月 1日 ∼2012年 12

月 31日のQUCIKニュース解析サービスから配信され
たニュースデータを使用する．Word2Vecによる「環
境」，「社会」，「ガバナンス」と cos類似度が大きい上
位 10単語を表 1に示す．
「環境」との cos類似度が最も高い単語が「加速度」
となった理由は，「加速度的増加」などのニュース特有
の言い回しがあるためである．また，「社会」との cos

類似度が最も高い単語が「炭素」となった理由は，「低
炭素社会」という単語がテキスト中に含まれるためで
ある．

表 1: 各 ESGに類似する上位 10単語

環境 社会 ガバナンス
加速度 炭素 委譲
永続 我が国 実効
リユース CSR 総力
クラウドコンピューティング 事業 統制
保全 計算 戦略
親和 資本 選抜
国連 当期 疎通
低減 利益 法務
テレワーク 証券 一元化
カーボンフットプリント 評価 分業

3 ESG評価

3.1 ESGスコア

Word2Vecを用いて「環境」，「社会」，「ガバナンス」に
類似する上位 100単語を取り出し，各企業の ESGスコ
アを計算する．例として「環境」スコアの計算方法を示
す．ニュース iに含まれるWord2Vecから抽出した「環
境」類似単語数をWi，「環境」単語のベクトルをwE，
類似単語のベクトルをwj，類似単語を含むニュース数
をN とすると，あるニュースの「環境」スコア ScoreE
を式 (1)のように定義する．

ScoreE =
1

N

N∑
i=1

Wi∑
j=1

cos(wE ,wj) (1)

ここで cos(va,vb) は単語 a と b のベクトル va,vb の
cos類似度を表す．

cos(va,vb) =
va · vb

|va||vb|
(2)

なお，「社会」，「ガバナンス」も同様に計算する．
ESGは企業の長期的取り組みであることから，企業

の ESGスコアは 2011年 1月 1日から投資する月まで
の式 (1)の合計で計算し，スコアは月末に更新する．

3.2 ESGポートフォリオ

上記で計算した企業のESGスコアを上位30%（High），
中位 40%（Medium），下位 30%（Low）に分け，それぞ
れのパフォーマンスを計測する．なお，企業のニュー
ス配信数によるサイズ効果をなくすため，ニュースが
月に一度も配信されない銘柄はあらかじめ除去した．
期間は 2013年 1月 1日 ∼2018年 12月 31日までの

月足データを使用し，上記の ESGポートフォリオにつ
いて累積収益率M1(t)を計算する．

M1(t) = M1(1) +M1(1)
t∏

τ=1

{1 + r(τ)} (3)

r(t) =
P (t)− P (t− 1)

P (t− 1)
(4)

ここで，P (t)は時刻 tにおける株価, r(t)は収益率であ
り，初期資産はM1(1) = 1とする．
得られた結果を図 2に示す．ESGスコアが高いHigh

が低い Lowよりも高い収益率を得ており，Word2Vec

で得られた ESG単語が十分に機能してと示唆される．
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図 2: ESGポートフォリオの累積収益率M1(t)

次に，Highから Lowのリターンを引くことにより，
ESGファクターとして累積収益率M2(t)を計測した．

M2(t) = M2(1) +M2(1)
t∏

τ=1

{1 + s(τ)} (5)

s(t) =
1

NH

∑
i∈High

ri(t)−
1

NL

∑
j∈Low

rj(t) (6)

ri(t)は時刻 tにおけるポートフォリオ iの収益率，NH

は上位ポートフォリオの銘柄数，NLは下位ポートフォ
リオの銘柄数，s(t)は各 ESGファクターのリターンで
ある．初期資産はM2(1) = 1とする，
ここで，得られた s(t)の平均，標準偏差，平均/標準
偏差を表 3に，累積収益率M2(t)を図 3に示す．これ

図 3: ESGファクターの累積収益率M2(t)

らの結果から，ESGの各ファクターにおいて正の収益
を期待でき，特に「環境」と「ガバナンス」に関して
安定的なリターンを確認できる．

3.3 マルチファクターモデル

前章で得られた各企業の ESG スコアの有効性を 3

ファクターモデル [6]により検証する．3ファクターモ
デルは次式の通りである．

rit − rft = βi + βM
i (rMt − rft) + βSMB

i SMBt

+βHML
i HMLt + ϵit (7)
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表 2: ファクターの相関係数

マーケット サイズ バリュー 環境 社会 ガバナンス
マーケット 1.00 -0.01 -0.14 -0.18 -0.38 -0.15

サイズ -0.01 1.00 -0.46 -0.05 -0.14 -0.31

バリュー -0.14 -0.46 1.00 -0.23 0.21 0.36

環境 -0.18 -0.05 -0.23 1.00 0.29 0.37

社会 -0.38 -0.14 0.22 0.29 1.00 0.32

ガバナンス -0.15 -0.31 0.36 0.37 0.32 1.00

表 3: ESGファクターのリターン

平均 (%) 標準偏差 (%) 平均/標準偏差
環境 0.31 0.98 0.32

社会 0.09 0.67 0.13

ガバナンス 0.18 0.92 0.20

表 4: ESGファクターの 3ファクターモデルによる
偏回帰係数

環境 社会 ガバナンス
係数 t値 係数 t値 係数 t値

βi 0.36 3.16∗∗∗ 0.15 1.91 0.24 2.32∗

βM
i -0.06 -1.99∗ -0.07 -3.24∗∗∗ -0.03 -1.01

βSMB
i -0.10 -1.75 -0.03 -0.73 -0.08 -1.54

βHML
i -0.14 -2.81∗∗∗ 0.03 0.96 0.09 2.03∗

*p < 0.05, ***p < 0.001

ここで，rMt− ritはマーケットファクター，SMBtは
サイズファクター，HMLtはバリューファクターであ
り，βM

i , βSMB
i , βHML

i はそれぞれの偏回帰係数を表す．
ESGファクターの有効性を検証するために，式 (7)

の rit を ESG ファクターのリターン s(t) として重回
帰分析を行う．この分析結果を表 4に示す．「環境」と
「ガバナンス」に関しては，切片が有意に正となり，3

ファクターでは説明できないリターンが存在すること
が示唆される．また，3ファクターと s(t)との相関係
数を表 2に示す．この結果として，作成した ESGファ
クターは他のファクターとの相関が小さいため，独自
のファクターとして機能していることが分かる．

4 まとめ

本研究ではWord2Vecによりニューステキストから
抽出した ESGトピックワードを用いて各企業の ESG

スコアを評価し，その評価に基づいて構成した ESG

ファクターを分析した．その結果，「環境」および「ガ

バナンス」ファクターが既存の代表的なファクターで
は説明できないリターンを有することが確認できた．
今後の課題として，「社会」ファクターのパフォーマ
ンスの向上や単語だけでなく文書構造を考慮した ESG

スコアの評価などが挙げられる．
なお本研究の一部は，文化省科研費基礎研究 (C)

(No.16K00320)の助成により行われました．
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Abstract: Analysis of transaction data between corporations has strong future growth potential in finance 

since financial institutions have the large amount of the data. However, since it is difficult for each 

institution to get such data except the main customers’ one, the data is partial and the application would be 

also limited. We set a similar environment artificially from the only observed data by removing some 

observed transaction links, and evaluate if we could predict the removed links. We show that graph 

embedding could lead to a solution of this problem. 

 

１．はじめに 

金融機関の主要な業務として顧客である企業の与

信がある．この与信業務は，各企業の財務情報に基

づいてしばしば行われるが，企業ごとのそれぞれの

情報だけでなく，その企業がどのような企業と取引

があるか，さらにその取引先企業はどのような企業

と取引があるかといった取引関係データを活用する

ことにより，従来の与信業務を高度化が出来る可能

性がある．例えば，現状の与信判断における精度向

上，システムによる自動化，また与信判断材料が不

足している企業群に対する与信業務の適用拡大とい

ったことなどが考えられる．取引関係と企業成長に

関しても研究が行われており[1]，取引関係データの

活用は大きく期待される． 

しかし，取引関係データを活用する際の大きな課

題として，全ての企業間の取引関係を把握すること

が出来ないことが挙げられる．例えば，1 つの金融機

関では，その機関をメインバンクとしない企業の主

要な取引関係を把握することは出来ないため，得ら

れている取引関係のデータ量は多い一方で，多くの

取引関係が未観測で欠損した状態になっている．そ

のため，取引関係データの活用範囲は限定的なもの

になってしまう． 

上記のような課題に対して，観測出来ていないが

実際には存在している取引関係（以下、潜在取引関

係と記す）を予測することが出来れば，取引関係デ

ータの活用の幅を大きく広げることが可能となる．

そこで本研究では，潜在取引関係を擬似的に設定す

ることにより，その潜在関係を予測する問題を考え

る．そして，そのような予測問題に対して，グラフ

エンベディング[2]と呼ばれる関係性データ（グラフ

データ）から特徴を抽出する手法が有効であること

を示す． 

２．課題に対するアプローチ方法 

問題設定 

ここでのタスクは，潜在取引関係の予測を行うこと

であるが，潜在取引関係に当たるデータは入手が困

難なため，実際にそのような関係を予測して評価を

行うことは出来ない．そこで，次のように擬似的に

潜在取引関係を設定することで，その関係を予測す

る問題に置き換える：  

- ある企業に着目し，その企業が持つ取引関係

をある割合（マスク率）でマスクする 

- マスクされた取引関係を，潜在取引関係と見

なし，それらの予測問題とする 

これにより，未観測の取引関係を予測する問題を，

現状保有するデータにおけるマスクされた取引関係

を予測する問題と見なして考える．実際の課題と照

らし合わせた場合，他の金融機関をメインバンクと

するような企業ならば，マスク率が高い場合に相当

すると考えられる． 
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グラフ分析としてのタスク 

今回扱う取引関係データは，いわゆるグラフデータ

と呼ばれるデータ形式に対応する．グラフデータと

は，ノードの集合  𝑉 と，リンクの集合  𝐸 の組

 (𝑉, 𝐸) からなる．各企業がノード，企業間取引がリ

ンクに対応するグラフと見なすことが出来る．特に，

今回の取引関係の予測は，グラフ分析におけるリン

ク予測の問題に対応する． 

３．グラフ分析手法 

３−１．リンク予測における指標 

 リンク予測とは，あるグラフデータが与えられた

時に，それを手がかりにして，まだ知られていない

リンクが存在するどうかを予測する問題である[3]．

ノード 𝑢 の隣接ノード集合を Γ(𝑢)，隣接ノード数

を |Γ(𝑢)| とする．ノードペア (𝑢, 𝑣) に対して，リ

ンクが存在するかどうかを表す指標として，下記の

ようなものが提案されている： 

 共通隣接ノード指標[4] 

|Γ(𝑢) ∩ Γ(𝑣)| 

2 つのノードの間における共通の隣接ノード数を

表したものである．つまり，共通の隣接ノードが

多いノード同士はつながる可能性が高いことを

表す． 

 Jaccard係数[5,6] 

|Γ(u) ∩ Γ(𝑣)|

|Γ(u) ∪ Γ(𝑣)|
 

共通隣接ノード指標を，ノード 𝑢 とノード 𝑣 の

隣接ノード全体で正規化したものである．つまり，

2 つのノードの隣接ノードの全体の内，大半が重

なるなら，つながる可能性が高いことを表す． 

 Adamic/Adar 指標[7] 

∑
1

log |Γ(w)|
𝑤∈ Γ(u)∩Γ(𝑣)

 

共通隣接ノードの各ノードごとに異なる重みを

設定し，足し合わせた指標である．例えば，どの

ノードともつながるようなノードとの共通リン

クは，めったにリンクを持たないノードのリンク

に比べて情報は多くないと考えられる．この指標

は，そのような重みを考慮して設計された指標と

なっている． 

 優先的選択指標[8] 

|Γ(u)| ∙ |Γ(𝑣)| 

この指標は，共通しているかどうかは関係なく，

そもそも隣接ノード数が多ければ，リンクが存在

しやすいとする指標である．例えば，どのノード

ともつながりやすいノードとは，そもそもつなが

る可能性が高いことを表す． 

３−２．グラフエンベディング 

 上記で挙げたリンク予測の指標は，基本的に各ノ

ードの隣接ノードの情報しか用いていない．一方で，

今回の課題においては，隣接ノードの多くがマスク

されて見えていないような状況であるため,このよ

うな指標は有効ではないように考えられる.そのた

め，隣接ノードの情報だけでなく，さらにそれより

先の隣接関係性まで考慮することが必要である．そ

こで，そのような高次の隣接関係性まで考慮できる

グラフエンベディングと呼ばれる手法をここでは考

える. 

 

 
図 1：グラフエンベディングのイメージ 

 

グラフエンベディングとは，グラフ上の性質を反

映させるように，ノードごとに数値ベクトルを割り

当てるものである．保ちたい性質に依存して，様々

な手法が存在する．代表的な例としては，隣接ノー

ドの関係性を保つために，以下のような最適化問題

を解くことで，𝑑 次元のエンベディング 𝑓 ∶  𝑉 →

ℝ𝑑を求める Laplacian Eigenmaps[9]がある： 

min
𝑓

∑ |𝑓(𝑢) − 𝑓(𝑣)|2

(𝑢,𝑣)∈𝐸

. 

 近年，隣接ノード関係だけでなく，より高次の隣

接関係性を保つようなグラフエンベディングの手法

が複数提案されている[2,10-16]．ここでは特に，計

算コストが少なく，柔軟にグラフの関係性を捉える

ことが可能な node2vec[2]と呼ばれるグラフエンベ

ディング手法を用いる.node2vec は,ランダムウォ

ークによるグラフ上の探索と，その探索された範囲

における（広い意味での）隣接関係を保つようなエ

ンベディングの学習からなる： 
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I. ランダムウォークによるグラフ上の探索 

グラフ上での性質を捉えるために，グラフ上でラ

ンダムウォークを行い，グラフデータをノードの系

列データの集合に変換する．これにより，グラフ上

での隣接関係性は，系列データにおける隣接関係性

として置き換えられる． 

 この系列データにおける隣接関係性は，ランダム

ウォークに大きく依存する．node2vecでは，ノード

位置 𝑢𝑡−1 から 𝑢𝑡  に移動した時，元の位置 𝑢𝑡−1 

からの距離に基づいて，次に移動可能なノード 𝑥 に

対して，次のようなバイアスを設定する： 

𝛼𝑝𝑞(𝑡, 𝑥) =

{
 
 

 
 
1

𝑝
 (𝑖𝑓 𝑑(𝑢𝑡−1, 𝑥) = 0)

1 (𝑖𝑓 𝑑(𝑢𝑡−1, 𝑥) = 1)

1

𝑞
 (𝑖𝑓 𝑑(𝑢𝑡−1, 𝑥) = 2)

 

ここで，𝑑(𝑢, 𝑣) はノード u と 𝑣 の距離を表す．パ

ラメータ (𝑝, 𝑞) がバイアスパラメータであり，例え

ば，𝑝 が q (かつ1)に比べて小さい場合，元いた位

置に戻りやすくなる．逆に，大きい場合は，遠方に

行きやすくなる． 

このような探索により，単純な隣接ノードの関係

性でなく，より広い意味でのグラフ上での隣接関係

性を捉えられると期待できる．今回は，近傍，遠方

に特に偏りがないように探索したいため，𝑝 = 𝑞 =

1 に設定する． 

 

図 2：バイアスランダムウォーク 

 

II. 探索範囲におけるエンベディングの学習 

系列データからエンベディングを学習する手法と

して word2vec[17]を用いる．word2vecでは，似たよ

うな文脈で出現する単語の表現は似ているとする分

布仮説に基づき，単語列の前後で現れる単語を予測

するモデル（Skip-gramモデル）を学習することで，

エンベディングを得る1．この時の前後のコンテキス

1 word2vec は，Skip-gram と Continuous Bag of Words

（CBOW）の 2 つの定式化があるが，node2vec では前者

トはウィンドウサイズを設定することにより柔軟に

設定が可能である． 

今回の場合は，ランダムウォークで得られた隣接

関係性に基づいて，似たような関係性を持つノード

が似たような表現になるようにグラフエンベディン

グが学習されることになる．これにより，3-1に記載

した隣接ノード関係だけを考慮した指標では捉えら

れないようなノード間の関係性が捉えられると期待

できる． 

４．実験 

４−１．実験設定 

 ここでは，ある金融機関の 1年間の企業間取引関

係データを用いる．年間で送金、もしくは着金があ

る一定金額以上ある場合に、2 つの企業間に取引が

あるとして重みなし無向リンクを引く．このように

して作成した企業間取引関係グラフを今回の実験対

象とする.企業数約 100万社，約 1,000 万取引関係を

含むグラフとなっている． 

学習データ 

企業を 1 社ランダムに選択し，その企業が持つ取引

関係をあるマスク率でマスクする．ここでマスクさ

れた取引関係が，正解となるテストデータに対応す

る．それに加えて，教師あり機械学習用の訓練デー

タとして，ランダムに 10,000 個の取引関係を選択

し，それらもマスクする.このようにして，マスクさ

れたグラフデータが学習データに対応する． 

評価データ 

評価方法としては，上述でランダムに選ばれた 1 社

に対して，正例（リンクが存在するノードペア）と

負例（リンクが存在しないノードペア）の集合を与

えた場合に，正例をいかに多く当てることが出来る

かどうかの 2値分類問題として評価を行う．正例は，

上述のマスクした取引関係である．負例は，取引関

係を持たない企業からランダムにサンプリングした

ものに加えて，取引関係を持たない取引社数が多い

企業からサンプリングしたものを同じ割合で用意し

て，それらを負例とする． 

今回の対象企業は，図 3 のように取引社数が多い

企業が指数関数的に減少するような分布となってい

る．そのため，ランダムにサンプリングすると，取

引社数が少ない企業が多く抽出される．一方で，取

引社数が多い企業とはリンクがつながりやすい傾向

を用いたモデルが採用されている． 
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があるため，正例の多くは取引社数が多い企業とな

りやすい． 

 

 
図 3：取引社数ごとの頻度分布（次数分布） 

 

つまり，ランダムサンプリングを行うと，取引社数

の大小によって，正例と負例が分かれる傾向となっ

てしまう2．今回は，そのような傾向の違いを捉えら

れるかどうかを検証したいわけでないため，取引社

数が多い企業から抽出した負例を加えたものを評価

データとする． 

評価方法 

上述した評価は，1つの企業に対する評価であり，サ

ンプリングされた企業によって結果は大きく依存す

る．そのため，上述の評価をランダムにサンプリン

グした 20社に対して独立に行い，その平均 ROC-AUC

スコアで評価を行う． 

具体的な評価としては，取引社数ごとに，100-300

社，300-600 社，600-1000 社の 3 つのカテゴリに分

けて，それぞれで実施する．そして，それぞれの評

価において，取引関係のマスク率を，20%，50%，80%

とそれぞれ変えて評価を行う． 

グラフエンベディング（node2vec）の学習 

実装は，Stanford Network Analysis Project（SNAP）

による C++実装を用いる3．上述したように，重みな

し無向グラフとし，ランダムウォークのバイアスパ

ラメータは，𝑝 = 𝑞 = 1．探索は，各ノードを始点と

した 80 長さのウォークを 10 セット実施．エンベデ

ィングのベクトル次元は 128，系列データの隣接ウ

ィンドウサイズは 10として学習を実施した． 

４−２．比較手法 

 グラフエンベディング手法 node2vec を用いた場

合と，3-1 に記載した 4 つの指標（以下，ベースラ

イン指標と記す）との比較を行う．node2vecに関し

ては，2 つのノードから得られるそれぞれのエンベ

ディングベクトル 𝑓(𝑢), 𝑓(𝑣) から，cos 類似度， 

𝑓(𝑢) ∙ 𝑓(𝑣)

|𝑓(𝑢)| |𝑓(𝑣)|
 

を算出することで指標として用いる． 

 また，教師あり機械学習の評価として， 

- ベースライン指標を特徴量としたモデル 

- ノードペアそれぞれの node2vecで得られるエ

ンベディングの要素積を取り，各次元をそれ

ぞれ特徴としたモデル4 

の 2 つを評価する．教師あり機械学習モデルとして

は，勾配ブースティングモデルを使用する．学習用

の正例データは，4-1 の学習データ作成の際に除去

した 10,000 取引関係，負例データは，取引関係がな

い企業ペアからランダムにサンプリングした

10,000取引関係を用いる． 

４−３．実験結果と考察 

表 1 に実験結果を記載した．ベースライン指標に

比べて，高い精度で予測出来ていることが分かる5．

特筆すべきは，マスク率を上げた場合の，精度の減

少度合いである．ベースライン指標では，およそ

0.05程度減少している一方で，グラフエンベディン

グを用いた場合，その半分程度である．これは，保

有している取引データが部分的なものである場合で

も，グラフエンベディングを用いることで取引関係

を予測出来ることを示唆している6． 

ベースライン指標は，隣接ノードの関係性しか見

ていないため，マスク率が高くなるに従って，その

予測精度は急激に減少してしまっていると考えられ

る．一方で，グラフエンベディング（node2vec）は，

マスク率が高い状況でも，その先の隣接関係性まで

捉えていると考えられるため，減少度合いが少なく，

有効に機能すると考えられる．

 

2 この場合，リンク数が多いほど高い確率とする優先的

選択指標が最も有効となる． 
3 https://github.com/snap-

stanford/snap/tree/master/examples/node2vec 
4 node2vec を用いたリンク予測の特徴量としては，要素

積を取る以外の方法もあるが，[2]におけるリンク予測の

実験で要素積による特徴が最も精度が高い結果であった

ことから，今回は要素積を選択する． 
5 優先的選択指標に関しては，相手先の企業の取引数に

しか依存しないため，マスク率よる影響はほとんど受け

ない結果となる． 
6 今回の結果は，ランダムに選択された 20社の平均精度

である．1つ 1つの結果で見た場合，ベースライン指標

の方が高いケースもいくつか存在する． 
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取引社

数範囲 

マスク

率 

教師なし学習 教師あり学習 

ベースライン指標 
グラフエン

ベディング 

cos類似度 

ベース 

ライン指標 

グラフエン

ベディング 

共通隣接 

ノード 

指標 

Jaccard

係数 

Adamic/ 

Adar 

指標 

優先的 

選択 

指標 

100-300

社 

20% 0.662 0.679 0.671 0.565 0.796 0.684 0.843 

50% 0.657 0.663 0.665 0.563 0.794 0.666 0.844 

80% 0.613 0.601 0.620 0.565 0.773 0.617 0.815 

300-600

社 

20% 0.657 0.695 0.673 0.523 0.782 0.690 0.838 

50% 0.639 0.673 0.651 0.526 0.770 0.656 0.824 

80% 0.606 0.622 0.614 0.525 0.760 0.594 0.816 

600-

1000社 

20% 0.644 0.671 0.652 0.518 0.765 0.679 0.802 

50% 0.635 0.670 0.642 0.514 0.750 0.655 0.798 

80% 0.588 0.616 0.592 0.512 0.742 0.577 0.783 

表 1：実験結果（20社の平均 ROC-AUCスコア） 

 

残された課題 

今回の評価方法は，着目した企業に対して，取引

関係をあるマスク率でマスクするというような特定

の状況を考えたが，現実的には，ある金融機関をメ

インバンクとしない企業は複数存在するため，マス

クの取り方をより複雑にした設定における評価が必

要になると考えられる．また，リンク予測の性質上，

取引社数が少なすぎると，うまく機能しない．また，

多すぎる場合も問題が困難になると考えられるため，

適用可能範囲を明確にすることも求められる． 

 また，今回は企業ごとのつながりの情報しか使っ

ていないが，企業が持つ属性情報も活用することで，

より高度な予測につなげられると考えられる．例え

ば，今回の分析では，口座を持たない企業，つまり

グラフ内にノードが存在していないものは自動的に

対象外とするが，属性情報用いることで企業間の類

似度の算出が可能となり，全く関係性を持たないよ

うな企業に対してもアプローチが可能となるといっ

た方向性も期待出来る． 

５．結論 

本研究では，取引関係データが部分的にしか得ら

れないという課題に対して，観測出来ていないが実

際には存在する取引関係（潜在取引関係）を保有し

ている取引関係データだけから疑似的に設定するこ

とにより，それらを予測する問題として定式化し，

その問題に対し，グラフエンベディングと呼ばれる

手法が有効であることを示した．これにより，現状

保有しているデータ量だけでは見えない部分の補完

が可能となることから，取引関係データの活用の幅

を大きく広げることが出来ると考えられる． 
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日本株式市場におけるdaytimeとovernight returnの間の
VC相関解析

Volatility Constrained correlation on Japanese stock market

落合　友四郎 1∗ ホセ・ナチェル 2 †
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1 大妻女子大学社会情報学部
1 Faculty of Social Information Studies, Otsuma Women’s University
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Abstract: Although econophysics techniques have been widely applied to investigate stock mar-

kets, the analysis of non-trading or night periods has received less attention. Here, we investigate

the correlation between overnight and daytime return (correlation ND) and the correlation between

daytime return and following overnight return (correlation DF). A standard correlation analysis

reveals a weak negative correlation between overnight and daytime return (correlation ND) in

Japanese Stocks Market. To enhance this signal, we use the Volatility Constrained correlation

(VC correlation) method, which led to a significant amplification of this observed tendency. This

result has strong implications for increasing predictability of day time return compared to standard

correlation. Moreover, the amplified tendency observed for each stock revealed a linear scale re-

lationship between the standard correlation and VC correlation. Taking together, the application

of VC methodology to financial trading data overnight enhances the observed correlations which

may lead to improve market predictions.

1 はじめに

株式市場や為替市場の価格変動等の分布や相関など
に対しては統計的な性質が様々な方面から調べられて
る [1-7]。
株式市場には市場が開いている時間（trading period)

と市場が閉じている時間（Non-trading period）がある。
日本市場が閉まっている時間帯においても、ヨーロッパ
市場や米国市場など海外市場は取引をしており、海外の
ニュースなどが翌日の日本市場に影響を与える。Wang

et al[8]は、米国株式市場（New York Stock Exchange

(NYSE) stocks）の 1988 年から 2007 年までの 20 年
間に対して、の daily return (close-to-close), overnight

return (close-to-open) , daytime return (open-to-close)

の３種類の収益率（return）のそれぞれの組み合わせ
についての相関などを調べた。この研究により、米国
株式市場において overnight return（夜間収益率）と
daytime return（日中収益率）の間には弱い負の相関
があることが示された。また、Tsai et al.[9]は台湾株

∗連絡先：E-mail: ochiai@otsuma.ac.jp 　　　　　　
†連絡先：E-mail: nacher@is.sci.toho-u.ac.jp

式市場（Taiwan Stock Exchange (TWSE)）における
daytime returnと overnight returnの関係を調べた。こ
の研究により、overnight returnの振幅が大きい場合、
overnight returnと次の日の daytime returnの正負の
符合が逆符合になる確率が高くなることが示された。
我々は、以前の研究 [10]において、金融市場におい

て相関のみならずその影響の方向性まで推定すること
のできる Volatility Constrained correlation (VC cor-

relation)という方法を導入した。米国市場が日本市場
に与える影響が、その逆の方向よりも大きいことがこ
の方法で定量的に示された。またこの方法は、生物・医
学分野の遺伝子データにも応用されている [11]。

2 データ

今回用いたデータは日経 225インデックスに採用さ
れている 225社の日足時系列データである。このデー
タには 2000年から 2015年までの日足の初値と終値が
含まれる。株式分割があった場合は修正された初値と
終値を用いる。
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3 提案方法

日経２２５インデックスの採用銘柄にたいして、day-

time returnと overnight returnの間の相関について調
べた。daytime returnと overnight returnの間には２
種類の相関を考えることができる。一つは (Correlation

ND (Night to Day)) で、 overnight return と翌日の
daytime returnの間の相関である。もう一つのタイプ
は (Correlation DF (Day to Following night)で、day-

time returnとその後の overnight returnの間の相関で
ある（図１参照）。

3.1 相関係数

各銘柄 iに対して overnightと daytimeの returnの間
の通常の相関係数をCi[N,D]とし、daytimeと follow-

ing nightの returnの間の通常の相関係数を Ci[D,F ]

とする。

3.2 VC相関

次にVC相関 (Volatility Constrained correlation (VC

correlation))を定義する。(詳しい数学的定義は論文 [10]

を参照。) 時系列ペアにたいして VC相関を計算する
時、そのうちの 1つの時系列の標準偏差に着目する。そ
の注目した時系列の returnとその平均の差の絶対値が
標準偏差よりも大きい時のみの時系列ペアを取り出し
て相関係数を計算したものがVC相関である。銘柄ペア
には 2つの時系列があるので、着目することのできる標
準偏差は 2通りある。それゆえ、例えば overnight(N)

と daytime(D)の returnの２つの時系列の間で、２種
類の VC相関係数 F i[N,D]と F i[D,N ]を計算するこ
とができる。ここで、F i[N,D]では overnight return

の標準偏差を用いており、F i[D,F ]では逆に daytime

returnの標準偏差を用いる。
ここで、この２種類の VC 相関の値を比べること

により影響の方向性を推定することができる。例えば
F i[N,D]が F i[D,N ]より大きければ overnight return

から daytime returnの方向に影響を与えていることが
わかる。

3.3 平均相関係数と平均VC相関

次に各銘柄 iに対するこれらの相関係数 Ci[N,D]や
VC相関F i[N,D]とF i[D,N ]をすべての銘柄に対して
平均を取ったものが平均相関係数 C[N,D]や平均 VC

相関 F [N,D]と F [D,N ]である。

3.4 相関の相関

また、ある年 yの相関係数Ci[N,D](y)と次の年 (y+

1)の相関係数Ci[N,D](y)の間の相関係数をTC[N,D](y)

とする。ある年 y の VC相関係数 F i[N,D](y)と次の
年 (y+1)のVC相関係数 F i[N,D](y)の間の相関係数
を TF [N,D](y)とする。

4 結果

まず、通常の相関係数であるCi[N,D]とCi[D,F ]を
調べた。相関係数Ci[N,D]を計算すると、日本株式市
場でほとんどのすべての年において、overnight return

と翌日の daytime returnが負の弱い相関をしているこ
とが観測された（図２参照）。これは、海外（米国、台
湾）株式市場の結果と整合している [8, 9]。これに対し
て、相関係数 Ci[D,F ]を計算すると、daytime return

と翌日の overnight returnの間には明らかな相関は認
められないことが分かった。
次に通常の相関係数の代わりに、VC相関をND(Night

to Day)と DF(Day to Following night)に適用した。
NDと DFの両方で VC相関の絶対値は通常の相関係
数より大きくなることが観測された。さらに VC相関
の非対称性より影響の方向性も推定することができる
ことをさきほど説明したが、NDについて VC相関か
ら決まる方向性は、期待通りに夜間セッションから翌
日の日中セッションの方向であり、時間の因果律の方
向性と一致することが示された（図２（ｂ）参照）。
次に平均的性質ではなくそれぞれの銘柄について通

常の相関係数とVC相関をND とDFに対して調べた。
ND と DFの両方に対して、それぞれの銘柄の VC相
関係数が通常の相関係数の 2倍ほど増幅されているこ
とがわかった (図４参照)。
また、ある年の NDと DFに対する相関係数は、次

の年の相関係数と正の相関をすることがわかった（図
５参照）。(つまり相関係数の相関が正であるとという
こと。また、VC相関についても同様の結果になる。)

これは各銘柄に対して、ある年の相関の傾向が次の年
の相関の傾向に影響与えていることを示している。例
えば、ある年のある銘柄の相関 NDが正ならば次の年
の相関 NDも正である可能性が高い、

5 終わりに

今回、日経２２５採用銘柄に対して overnightと day-

time return (ND)、 daytime returnと following over

night return (DF)の間の相関について、通常の相関係
数とVC相関を用いて調べた。まず第一に、overnight

と daytime return (correlation ND)の間に弱い負の相
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関が観測された。第２に VC相関を用いると、この弱
い負の相関が増幅されて観測された。これは、VC相
関を用いることにより翌日の daytime returnの予測可
能性を高める重要な結果である。また、VC相関から
決まる影響の方向性は時間の因果律と整合性があるこ
とが確認された。第３にそれぞれの銘柄について VC

相関と通常の相関係数をプロットしてみると傾きが２
程度の線形の関係があることが分かった。（言い換える
と VC相関で、通常の相関係数が２倍に増幅される。）
これらの結果から、VC相関を用いることにより、通
常の相関係数よりも予測可能性を改良できることが分
かった。
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図 1: N(overnight), D(daytime), F(following

overnight)のイラスト.
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図 2: (a) overnight（N）と翌日の daytime（D）の間
の平均相関 C[N,D]と平均 VC相関 F [N,D]の推移。
　 (b) overnightと（N）翌日の daytime（D）の間の
VC平均相関F [N,D]と平均VC相関F [D,N ]の推移。
両方の図とも error barは s.e.mである。
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図 3: (a) daytime（D）と following overnight（F）の
間の平均相関C[D,F ]と平均VC相関 F [D,F ]の推移。
　 (b) daytime（D）と following overnight（F）の間
の VC平均相関 F [D,F ] と平均 VC相関 F [F,D]の推
移。両方の図とも error barは s.e.mである。

(a)

(b)

図 4: (a) overnight（N）と翌日の daytime（D）の間
のそれぞれの日経２２５採用銘柄 iに対する相関係数
Ci[N,D]とVC相関係数F i[N,D]の散布図。 (b) day-

time（D）と following overnight（F）の間のそれぞれ
の日経２２５採用銘柄 iに対する相関係数 Ci[N,D]と
VC相関係数 F i[N,D]の散布図。両方の図とも相関と
VC相関は２０００年から２０１５年のすべての期間に
わたって計算されている。赤点線は regression lineで
ある。
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図 5: (a) ある年と次の年の間の相関係数の相関係数
TC[N,D]と VC相関係数の相関係数 TF [N,D]。 (b)

同様に TC[D,F ] と TF [D,F ]。
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Abstract:

The importance and necessity of investment in intangible asset value of companies, including ESG

investment, has been increasing in recent years. Corporate brands are an important element of

intangible assets. However, especially in B2B companies, there are many unclear points regard-

ing the relationship between corporate brand value and business performance. In this study, we

quantitatively evaluated the relationship between B2B corporate brands and performance using a

new large-scale corporate brand survey index created from a business card exchange network. We

examined the relationship between the corporate brand index and ROE for B2B companies. As

a result, we found that companies with a high corporate brand index had a significantly higher

profit margin, a significantly lower turnover rate and no significant association with financial lever-

age. These results show that even in B2B companies, companies with high corporate brands have

implemented a differentiation strategy that allows a high margin range, while companies with low

brands have adopted cost leadership strategies with high turnover rate.

1 はじめに

1.1 無形資産投資と企業ブランド

企業価値は企業の有形資産の価値と無形資産の価値
の和によって決定される. 無形資産は知的財産, 商標,

技術や知識の集積, 人的資源, 組織風土, 企業や商品に
関する風評など, 財務指標には表れにくい, 企業の有す
る無形の資源である [9]. 企業価値を創出する資産の面
からみると, 20世紀は土地, 建物, 工場, 機械などの物
理的な資産や現金や有価証券などの金融資産といった
有形資産の時代であった. しかし, 21世紀は, 目に見え
ないような無形資産が企業価値の創出の主な構成要素
になってきていると言われている [25]. 近年では, 経済
産業省の「持続的成長に向けた長期投資 (ESG・無形
資産投資) 研究会」のレポート ”伊藤レポート 2.0”が,

英国と米国においてこのような無形資産への投資総額
が有形資産への投資額を上回っていること, また, 国連

∗連絡先： Sansan 株式会社
107-0061 東京都港区北青山 3 - 5 - 29 One 表参道 6F
E-mail: tom.manabe@gmail.com

による「責任投資原則」を契機とし, 長期投資に ESG

(環境、社会、ガバナンス) 等の「非財務情報」を重視
する動きが拡大していることを指摘している [24].

ブランドはこのような無形資産の要素である [11, 24].

ブランドの価値は, D. Aaker によれば, ”商品やサービ
スを通して消費者や企業へ提供される価値に付加され
る (または差し引かれる), ブランド, その名称やシンボ
ルに結びついた一連の資産 (または負債)” として定義
されている [1]. 企業ブランドは, 組織全体に対する想
起から形成され, そこには, 企業の資産や能力, 人材, 価
値感や使命, 行動基準, 社会参画, 業績などが含有され
ている [2]. 強い企業ブランドは商品や企業の競争優位
を創出し, 高い利益率, 新製品への拡張, 顧客ロイヤリ
ティの向上, 従業員満足度の向上, 差別化の継続的実現
など, 種々の利益を企業にもたらすとされている [6]. さ
らに, 資産として定量化されたブランド価値は, 株式市
場における評価, 例えば時価総額 [5]や, 株価のリター
ン [16]とも関連していることが明らかにされており,投
資判断においても重要なファクターとされる.
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1.2 B2B 企業ブランド

企業ブランドは歴史的に, 主として商品に上乗せされ
る付加価値として位置付けられてきた. その一方で, 購
買意思決定プロセスが合理的であるとされる B2B ビ
ジネスにおいては, 感情的判断と結びつくようなブラン
ディング戦略は, それほど重要な要因ではないと考えら
れてきた [14]. しかし, B2B企業ブランドが, 購買意思
決定へ影響するとともに, ステークホルダーとの間の感
情的な結びつきや信頼の醸成という点で重要であるこ
とが,研究によって明らかにされつつあり [10, 18], B2B

企業ブランディングに関する実証的研究の数は年々増
加傾向にある [20]. 一方で, B2B 企業ブランドの定量
化や, 利益への影響について, まだ明らかにされていな
い点も多く残されている [14].

B2B と B2C ではブランドの構成要素が異なるとさ
れる. Kellerが提唱した CBBEピラミッド [12]をB2B

の文脈で捉え直し, 再構成したモデルが Kuhnらによっ
て提案された [13]. Kuhn らによれば, B2B 企業にお
いては個々の製品よりも, 企業全体のブランドがより
重要となる. また, イメージの次元は B2B ブランドで
は除外され, 企業に対する風評 (reputation)が, ブラン
ド構成要素として導入されている. さらに, セールス
パーソンやサービス担当者などとの関係性の次元も重
要なファクターとして, ブランド形成の上位に導入され
ている [13, 14]. このような, 企業全体への認知や風評
が B2B ブランドで重要視される背景として, 次のよう
な購買プロセス上の特徴が指摘されている. すなわち,

B2B の購買プロセスは一般に, 様々な立場の意思決定
者が複数人存在しているプロセスである. そのような
マルチ・ディシジョン・プロセスでは最大公約数的・リ
スク回避的な合意形成がなされやすく, 風評の良い企
業, 高い認知の企業は有利になる [23].

これらの知見は, 企業全体の風評や, セールスパーソ
ンやアフターセール担当者などについての風評が, 製品
やサービスのパフォーマンス・価格・納期などの合理
的な判断軸に加え, 購買決定要因となり得ること, とり
わけ, 購買リスク低減要因として機能することを示唆し
ている. ただし, その知見は一部の業界のインタビュー
や, B2B 企業の購買プロセスの特徴の考察に基づいて
得られたものであり, 大規模な定量調査によって一般的
に実証された結果ではない.

B2B企業に関するブランド印象や風評は, B2C企業
と比べて次のような理由から定量調査が困難である. あ
る B2B企業について, その業態やサービスに関して一
定以上の知識を有する者は実際に商取引のある人々ま
たは近しい業種の関係者に限定される. そのため B2B

企業ブランドと企業の業績に関する実証的研究は, これ
まで十分に行われて来なかった.

本稿では, この問題にアプローチするため, 名刺アプ

リ Eightのネットワークデータを応用した企業ブランド
印象調査指標である BBES (B2B Engagement Score,

Sansan 株式会社) [19]を用い, これを B2B 企業ブラン
ド指標として, 企業業績 (ROE)との関係を分析する.

BBES は, 調査対象企業の名刺を保有しているユー
ザーのみを調査母集団とし, 回答者の評点により算出
されたスコアである. 名刺を保有していることから, 企
業内部の人間とビジネス上の接点を有していることが
担保されており, したがってその調査対象集団による企
業ブランド評価指標は, ビジネスとの関連におけるブ
ランド印象を反映していると期待される. 本スコアは,

大規模な名刺交換ネットワークの活用により, 1600 社
余りの企業についての評価を, 規模・業種横断的に調査
しているという利点も有しており, このスコアを活用す
ることにより, 特定の企業や業種に偏らないマクロレベ
ルでの実証的分析が可能になると期待できる.

1.3 ブランドと企業業績

企業ブランド向上のために, どれだけ投資すべきか,

あるいはどのような戦略を取るべきかなどの意思決定
のために, ブランドと企業業績の関連性についての実証
的分析の知見が重要となる. ブランドと企業業績との
関係性の事例として, ブランド価値と ROA の関係に
ついての研究が報告されている.

例えば, 風評の良い企業は, 高い ROA をより長く持
続させることができることが示されている [18]. また,

ブランド価値が, 企業の将来の ROAに正の影響を及ぼ
すことも報告されている [7, 15]. さらに, ブランド価値
における企業の「社会的責任」が, ROA と正の関連性
をもつことが示されており, 企業の CSR 評価が ROA

と関連することも明らかにされている [22].

また, ブランド価値と利益率の間に関連があること
も報告されている. その報告によれば, アメリカの自動
車市場の調査において, ブランド価値要素の「差別化」
と「知識」が,マージンの割合と正の関連性を有してい
る [21].

上記の報告はいずれも, B2B 企業に限定した分析で
はない. B2B 市場におけるブランド価値と企業業績に
関しては, Homburg らの研究により, ブランド認知と
売上成長の間に正の関連性があることが明らかになっ
ているが, ただし, 企業の売上成長性はアンケートデー
タに基づいており, 実際の財務指標は用いられていない
など, 定性的な関連性の指摘に留まっている [10].

2
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2 本稿の位置付けとリサーチデザイ
ン

ブランドが企業業績に影響することは上記のような
研究で示されており, その機能は徐々に明らかにされて
きているが, B2B 企業に焦点を当てた研究は限定的で
ある. そこで本稿では, B2B 企業ブランドが有してい
る役割を,企業業績 (ROE)と関連付け, 以下の仮説に
基づいて検証する.

B2B 企業間取引では, 様々な立場の意思決定者が複
数人存在しているプロセスであるため取引に伴うリス
クが回避される傾向にあるとされる [23]. また, B2Bに
おいてブランドが高い企業は, 取引に関するリスクが小
さい企業であるという報告もある [4]. これらのことか
ら, ブランド価値が高い B2B 企業は, リスクを価格に
反映させる必要性が低く, 相対的に高価格での取引成立
を可能し, そのことにより高い利益率を実現させると
予想することができる. 一方, ブランド価値が低い企業
は, 取引リスクがもたらす低い利益率を補う形で, 回転
率を高めるコストリーダーシップ戦略を取っていると
予想される. また, ブランドが高い企業は, 負債調達が
より容易になり, 財務レバレッジが高いと予想される.

以上の予想より, 次の仮説を立てる (図 1).

H1 ブランド指標の高い B2B 企業は, 利益率が高い.

H2 ブランド指標の低い B2B 企業は, 回転率が高い.

H3 ブランド指標の高い B2B 企業は, 財務レバレッジ
が高い.

本研究は, 上記仮説を検証し, B2B 企業のブランド
が有している役割を企業業績と関連付けて明らかにす
ることを目的とする.

BBES
(名刺所有者によるB2B企業評価)

ブランド サービス ヒト

ROE

利益率 回転率 財務レバレッジ

H1
H2

H3

図 1: リサーチデザイン:BBESスコアは ROEを構成
する 3つの要因とどのような関係にあるのか

2.1 ROE分解

ROE の企業間での比較分析の代表的方法として, い
わゆるデュポン分解がファイナンスの実務においても
広く利用されている. ある企業のROE =利益/純資産
,財務レバレッジ =総資産/純資産, ROA =利益/総資
産, 利益率 =利益/売上, 回転率 =売上/総資産と定義
する. すると, ROE と各変数間の関係は次式のように
分解した形で記述される.

ROE =財務レバレッジ×ROA
=財務レバレッジ×利益率×回転率

デュポン分解を考える利点として, ROEが大きい (小
さい)要因が, 財務レバレッジ, 利益率, 回転率という
3つのどの項にあるのかを特定し, より深い考察が可能
になることが挙げられる.

財務レバレッジは資金調達を負債で行うか, 株主資本
で行うかのバランスを表している. ROEは分母が株主
資本であるため, 負債が多いと分母が小さくなるため,

ROEは上昇する. 一方で, 負債での調達を増やすと一
般に信用リスクが上昇し, デフォルト等の悪影響が生
じる.

利益率と回転率は調達した資金の運用による効率を
表す. 利益率は, 売上に占める利益の割合であり, 付加
価値の大きさを表し, 回転率は, 資産に対してどれだけ
の売上をあげたかという効率性を表す. 利益率と回転
率は一般にトレードオフの関係にあるとされる. Porter

によると高付加価値な差別化戦略をとると利益率は高
くなるが, 回転率は低くなる [17]. 一方で, 薄利多売と
いうコストリーダーシップ戦略を取ると回転率は高く
なるが, 利益率は低くなる. なお, 本研究では利益率と
して企業の本業の利益率を計測するという観点から, 売
上高営業利益率を用いる.

2.2 BBES (B2B Engagement Score)

B2B 企業ブランドの指標として分析に用いる BBES

の説明を行う. Sansan 社の BBES は, 半年に一回, 調
査対象企業の名刺を有する 名刺アプリ Eight の ユー
ザーにランダムに調査票をメール送付し, 任意のアン
ケート結果を回収することで作成される. 調査母集団
を名刺所有者に限定することにより, 日本の全労働人口
からのランダムサンプリングと比べ, その企業の人と
実際に面識があり関連度のより高い人たちを対象とし
た調査が実現できるという特徴がある. 一方で, 例えば
インターブランド社のようなブランド評価とは異なり,

アンケートによる評価は金額ベースのものではなく, 0

から 10までの離散的な評価である. これに関し, 鳥居
[27]によるとブランドを金額として評価したり, 財務諸
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表の枠内で検討したりする必要性は必ずしもない. ブ
ランドはイメージや抽象的なもので捉えても問題ない
が, 価値関連性を考える際にブランドを比較するため少
なくとも数値的なデータである必要はある.

調査はこれまで 2018 年の 5 月と 11 月に行われて
おり, 本稿では 11 月調査を分析に利用した. 対象企業
数と, そのうち主な業態が B2B 事業である企業数1, 調
査人数を表 1に記す.

表 1: BBES 2018 年 11 月調査企業数と回答者数

調査対象企業数 1,388

上場企業数 582

上場企業のうち B2B企業数 323

1 企業あたりの対象調査人数 1,500

平均有効回答者数 (最小値-最大値) 154 (87-218)

アンケートは「ブランド」, 「サービス」, 「ヒト」
の 3 項目に関する意識調査から成り, 回答者は,

• ブランド: x社のブランドイメージは魅力的だと
思いますか?

• サービス: x社の製品・サービスは自社/社会に
有用だと思いますか？

• ヒト: x社の人は好印象だと思いますか？

の 3 つの質問に対し, 0 - 10 の 11 段階の評点をつけ
る. 1 人の回答者が回答可能な企業数は, 最大 3 企業に
限定されている.

ある企業に対する回答者の得点平均値を, その企業の
BBES スコアとし, 以降の分析ではこの数値を用いる.

BBES スコアの平均値 (標準偏差)は表 2のようであっ
た. 参考として, B2B 企業に関して, スコアの高い企業
Top 10 を表 3に記す. なお, 以降の分析は, B2B と分
類される企業に限定して行なっている.

表 2: 2018年 11月調査BBESス
コアの分布

平均値 標準偏差
ブランド 6.49 0.75

サービス 6.56 0.67

ヒト 6.50 0.50

2.3 BBESと財務データ

2018 年の企業の各種財務指標およびファイナンス
データは野村総合研究所の分析データ・サービスによ

1企業の業態分類は Baseconncet株式会社の提供する情報に基づ
く

り取得した. BBES と財務指標間の相関係数表を表 4

に示す. BBES スコア の各項目間の相関は相互に正に
高い (p < 0.01) . 3 項目の中ではヒトスコアがやや,

他の 2 項目との関連が弱い. BBES スコア と企業の
売上高には有意な正の相関があり (p < 0.01), 規模の
大きい企業の方がスコアが高いことがわかる. ROA や
PBR と BBES の間には負の相関関係がみられ, 特に
ヒトスコアとの間に有意性がみられる (p < 0.01). た
だし, PBR と ROA は売上高との間にも負の相関関係
があるため (p < 0.05), 売上高が共変量として働いてい
るとも考えられる.

BBES スコアを対数変換した売上高と, 業種2で回帰
したモデルを式 1に記す.

BBESik = β1kln(Salesi) +
10∑
j=1

β2kjIji + εik (1)

relativeBBESik = εik (2)

ここで, BBESik は企業 iの項目 k (ブランド, サー
ビス, ヒト) のスコアを表す. Salesi は企業 i の売上
高, Iji は企業 i が業種 j に属しているかどうかのダ
ミー変数で, 属している場合は 1, そうでない場合は 0

をとる. BBESスコア k に対する回帰式 (1)の残差 εik
は, 売上高と業種から推定される BBES スコアの期待
値からの乖離を表している. この εik を, 規模・業種調
整済み BBES として, relative BBES と名付ける (式
2). relative BBES の Top 10 ランキングは表 5のよう
になる. 高順位が大企業で占められていた BBES (表
3)と比べ, relative BBES では規模の要素を排したブ
ランド力をもつ企業が抽出されているといえる. また,

relative BBES のブランド, サービス, ヒトスコア と
ROE, ROA, および PBR との相関は表 4のようにな
る. relative BBES スコア同士は BBES スコアと同様
に相互に相関があり, 規模や業種とは独立な要因間にお
いても, 互いに相関していることが分かる. ROE, ROA

との相関値については, 統計的有意を示す組み合わせは
なく,売上高を統制することにより,ヒトスコアと ROE

の負の相関値は 0 レベルを示している. relative BBES

のブランドと PBR の間には弱い正の相関が見られる
(p < 0.1). このことは, 株式市場における企業評価と
規模や業種の影響を除した周囲のブランド評価である
relative BBES の間に関連性があることを示す.

3 実証分析

ここでは, 仮説 H1, H2, H3 を検証するための実証分
析を行う. 2.3 節で示したように, BBES と売上高で示

2業種分類は, 証券コード協議会の定める業種分類のうち, 大分類
(10 分類) を用いた [26].
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表 3: B2B 企業の 2018 年 11 月調査 BBES ランキング

BBES

順位 ブランド サービス ヒト
1 株式会社デンソー 株式会社デンソー さくらインターネット株式会社
2 鹿島建設株式会社 日本製鉄株式会社 鹿島建設株式会社
3 三井物産株式会社 ＳＭＣ株式会社 株式会社大林組
4 株式会社小松製作所 株式会社クボタ ＡＧＣ株式会社
5 ＤＭＧ森精機株式会社 株式会社安川電機 株式会社豊田自動織機
6 株式会社大林組 株式会社村田製作所 川崎重工業株式会社
7 株式会社村田製作所 ＡＧＣ株式会社 株式会社クボタ
8 株式会社クボタ 住友化学株式会社 コニカミノルタ株式会社
9 清水建設株式会社 株式会社ゼンリン 理想科学工業株式会社
10 住友化学株式会社 東レ株式会社 戸田建設株式会社

表 4: BBES と売上高, ROE, ROA の相関係数

BBES

ブランド サービス ヒト 売上高 ROE ROA PBR

BBES

ブランド - - - - - - -

サービス 0.91∗∗∗ - - - - - -

ヒト 0.85∗∗∗ 0.84∗∗∗ - - - - -

売上高 0.48∗∗∗ 0.37∗∗∗ 0.34∗∗∗ - - - -

ROE 0.00 −0.05 −0.07 0.01 - - -

ROA −0.07 −0.09 −0.19∗∗∗ −0.11∗ 0.82∗∗∗ - -

PBR −0.11∗ −0.14∗∗ −0.22∗∗∗ −0.13∗∗ 0.33∗∗∗ 0.44∗∗∗ -

Note: ∗p<0.1; ∗∗p<0.05; ∗∗∗p<0.01

表 5: B2B 企業の 2018 年 11 月調査 relative BBES ランキング

relative BBES

順位 ブランド サービス ヒト
1 サイボウズ株式会社 株式会社ゼンリン さくらインターネット株式会社
2 さくらインターネット株式会社 アズワン株式会社 サイボウズ株式会社
3 トラスコ中山株式会社 サイボウズ株式会社 理想科学工業株式会社
4 アズワン株式会社 トラスコ中山株式会社 株式会社アマナ
5 三井物産株式会社 さくらインターネット株式会社 山九株式会社
6 株式会社ゼンリン 株式会社ミロク情報サービス アズワン株式会社
7 株式会社アマナ 因幡電機産業株式会社 株式会社船場
8 鹿島建設株式会社 日本工営株式会社 株式会社乃村工藝社
9 株式会社ラック 株式会社アマナ 株式会社たけびし
10 株式会社乃村工藝社 ＳＭＣ株式会社 鹿島建設株式会社

される企業規模には相関があり, 交絡要因として働く恐
れがある. このため, 売上高と業種に相関する成分を取
り除いた relative BBES と, ROE コンポーネントの間
の相関を調べる.

relative BBES と ROE コンポーネントの要約統計
量を表 7に記した. また, relative BBES と ROE コン
ポーネント間の相関係数および t 検定の結果を表 8に
示している.

利益率に対して, relative BBES ブランドとサービ
スは, 有意に正の相関係数値を示しており, これは仮説
H1 を支持する結果となっている. すなわち, ブランド
評価が高い B2B 企業はマージン率も高い傾向にある
と言うことができる. 一方で, 回転率に対しては, 統計
的有意に負の相関係数値を示しており, これは H2 を
支持する結果であることがわかる. すなわち, ブランド
やサービス評価の相対的に低いような B2B 企業では,

5
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表 6: relative BBES と売上高, ROE, ROA の相関係数

relative BBES

ブランド サービス ヒト ROE ROA PBR

relative BBES

ブランド - - - - - -

サービス 0.84∗∗∗ - - - - -

ヒト 0.70∗∗∗ 0.69∗∗∗ - - - -

ROE 0.09 0.04 −0.03 - - -

ROA 0.09 0.06 −0.09 0.78∗∗∗ - -

PBR 0.17∗ 0.13 0.02 0.33∗∗∗ 0.44∗∗∗ -

Note: ∗p<0.1; ∗∗p<0.05; ∗∗∗p<0.01

表 7: ROE コンポーネントと relative BBES の要約統計量

平均 標準偏差 中央値 最小値 最大値 歪度 尖度

利益率 0.08 0.07 0.06 −0.12 0.48 2.18 9.12

回転率 1.13 0.56 0.97 0.16 3.21 1.47 2.54

レバレッジ 2.29 0.96 1.98 1.05 7.30 1.56 3.57

relative BBES ブランド 0.00 0.47 0.00 −1.60 1.73 −0.01 0.55

relative BBES サービス 0.00 0.42 0.36 −1.38 1.47 −0.13 1.03

relative BBES ヒト −0.00 0.33 0.03 −0.90 1.43 −0.15 1.00

表 8: relative BBES と ROE コンポーネントの相関
係数

relative BBES 利益率 回転率 レバレッジ

ブランド 0.22∗∗∗ −0.19∗∗∗ −0.05
サービス 0.19∗∗∗ −0.19∗∗∗ −0.04
ヒト −0.03 −0.09 0.03

Note: ∗p<0.1; ∗∗p<0.05; ∗∗∗p<0.01, 企業数=272

コストリーダーシップ戦略が取られている傾向にある.

relative BBES 項目の内, ヒトについては, このような
有意な関係性が見られない. これは, 企業の社員に対す
る評判と, 企業の利益率や効率性との間に, 特に関連が
見られないことを示している.

レバレッジに対してはどの項目も有意な相関関係は
見られず, H3 を支持する結果は得られなかった.

4 考察

本研究は, ROEのデュポン分解から見られるB2B企
業のブランド戦略と, B2B 企業周囲からのブランド印
象の間に有意な関連があることを, 大規模調査データで
示したものである.

ブランド戦略とコストリーダーシップ戦略は戦略の

違いであり, 企業の将来の収益性に対し, どちらが有利
であるとは言えるものではないとされる [8]. したがっ
てこの分析からのみでは, 必ずしもブランドの向上が
企業のリターンに結び付くとは言えない. ただし, B2B

企業が, 利益率の向上を目指す場合, 「ブランド力」向
上の施策や投資, マネージメントの正当性を示唆する結
果であるといえる.

B2C においては, 製品のブランド価値と, 収益プレ
ミアムの関係が示されてきた [3]. 今回の結果は, 同様
な傾向が, 従来はブランディングがあまり寄与しない
と言われてきた B2B 企業においても見られることを
示したものである. ただし, それを可能にしているメカ
ニズムは, Kuhnら や Websterら の B2B ブランド形
成に関する考察を参照した場合, B2C とは異なってい
ると推察される [13, 23]. B2B においては, ブランドは
B2C と異なり消費者の感情的な結びつきやイメージ上
の親和性によってもたらされるものではなく, 複数の意
思決定の中で, 信頼感や低リスクと言った要因で形成さ
れる. したがって, B2B 企業のブランド印象が利益率
と関連する背景としては, 次のようなメカニズムの想定
がより妥当と思われる. すなわち, ブランドの印象評価
が高く, 風評の良い B2B 企業は, 取引に伴うリスクが
低下するため, 高いマージンが許容される.

本分析の限界として, 同時点の関連性の分析に止まっ
ており, 高いブランド印象が高い利益率を可能にしてい
るかどうかを分析的に示すためには, より詳細な時系列
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分析が必要になる. 今後調査データが蓄積されること
で, そのような分析も可能になると考えられる.

次の研究課題として, B2B 企業ブランドの決定要因
は何か, という問題がある. BBES には企業についての
フリーコメントも付与されているため, そのコメントを
分析することで, この問題にアプローチできると考えて
いる.

また, relative BBES と利益率・回転率の回帰におい
ては, その相関係数は有意であるが残差も大きい. これ
は, 周囲からのブランド評価は低いが利益率が高い企
業や, その逆の傾向の企業の存在を示しており, 利益率
をブランド要因とそれ以外の要因に区分できる可能性
があることを示唆している. 今後, この区分が, 将来の
利益率の変化や持続と関係があるかどうか, すなわち,

ブランドに支えられた利益率とそうではない利益率が,

それぞれ時間的にどのように変化していくのかを分析
したい. そのような分析を通し, B2B 企業ブランドと
企業の持続可能性の関係について, 今後明らかにして
いく.
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GCN による取引関係グラフからの企業の特徴量抽出 
Feature extraction of companies from business relationship graphs by GCN 
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Abstract: Financial institutions have a large amount of data on money transfer among companies. With 
these data, they can construct graphs that represent the business relationships of the companies. If they can 
predict a rating of a company's repayment capacity from the graphs, they can make more appropriate loan 
decisions and find new customers. In this study, we propose a method applying extended Graph 
Convolutional Networks to business relationship graphs representing the continuity of transactions to 
predict the ratings. As a result of applying this method to actual data, it was indicated that this method 
automatically extracted features necessary for the prediction of the rating. 

 

１．はじめに 

金融機関は企業に融資を行う際に，主にその企業

の財務諸表（貸借対照表・損益計算書等）を参考に

してその企業の返済能力を算定し，融資実行の判断

や融資額・利率等の決定を行う．しかし，中小企業

や新興国の企業においては正確で信頼性の高い財務

諸表を入手できない場合があり，結果的に適切な融

資判断が行えない場合がある．また，金融機関がま

だ融資したことがない企業の中から融資先として有

望な企業を絞り込むために返済能力が低い企業を除

外するには，事前に全ての企業の財務諸表が必要と

なるが，株式を公開していない企業の財務諸表は一

般的に入手困難であり，従って返済能力が低い企業

を除外することも困難である． 
一方で，金融機関は企業の預金口座を保有してい

るため，企業間で取引がなされた際に発生する送金

の情報（以下，この情報を「送金明細」と呼ぶ）を

保有している．この送金明細から企業の返済能力を

予測することができれば，金融機関が融資判断を行

う際に企業から入手した財務諸表の信頼性を判定す

ることが可能となる．また，金融機関が融資先とし

て有望な企業を検索することも可能となる． 
これまでデフォルト（債務不履行）の予測に関し

ては[１]や[２]をはじめ，多くの先行研究がなされて

きたが，それらの先行研究はいずれも財務諸表を元

にして作成した財務指標を説明変数としてデフォル

トを予測するものである．本研究は財務諸表を使用

しない点がこれらの先行研究と異なる． 
また，財務諸表を使用しない先行研究として，[３]

や[４]では入出金明細を元に数千の特徴量を設計・

加工し，勾配ブースティング決定木等の機械学習モ

デルを用いてデフォルトの予測を行う手法が提案さ

れている．本研究はこのような多くの特徴量を設計・

加工する必要がない点が先行研究と異なる． 
本研究では財務諸表や入出金明細の代わりに送金

明細を使用する．送金明細は企業の取引関係を表し

ており，ここから企業をノード，企業間の取引関係

をエッジとしたグラフを構築することが可能となる．

近年，深層学習をグラフに応用した Graph 
Convolutional Network，及び，その派生手法が様々な

グラフ分析タスクにおいて高い成績を収めている．

（[５]，[６]，[７]）本研究ではこのGraph Convolutional 
Network を適用し，財務諸表に頼ることなく，企業の

取引関係を表すグラフから自動的に特徴量を抽出し，

企業の格付を予測する手法を提案する． 
 

２．使用データと提案手法 

２．１．使用データ 
本研究で使用するデータは特定の一金融機関が保

有する送金明細データと企業の格付データである． 
送金明細データは振込・振替等の為替情報を元に
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作成された企業間の送金情報データである．送金明

細データは送金企業・受取企業・日付・金額の４つ

の情報が含まれる．企業が同じ金融機関に複数の預

金口座を持っている場合や，他行にも預金口座を持

っている場合には，企業名等の情報を元に同一企業

として名寄せを行う．他行の預金口座間で行われた

送金情報は送金明細データに含まれない．本研究で

は金額が 10万円以上の送金明細のみを使用する． 
企業の格付データは企業の返済能力を表す順序尺

度を持ったカテゴリー変数である．格付データは各

企業の決算期に作成された財務諸表等の情報を元に

金融機関によって設定される．各企業の格付データ

は少なくとも 1年に一度の頻度で見直されるが，債

務不履行等特定のイベントがあった場合は随時見直

される．格付が設定された企業は送金明細データに

含まれる企業のごく一部である． 
本研究では 3年間の送金明細データを元に，その

１年後に設定されていた格付が特定カテゴリー以下

となっている返済能力が低い企業を予測する．なお，

今回使用したデータにおいて，格付が特定カテゴリ

ー以下の企業の割合は，訓練データは約 19%，テス

トデータは約 17%であった． 
表１は本研究で使用した訓練データとテストデー

タの期間を示している． 
 

表１：訓練データ・テストデータの期間 
 送金明細 格付 

訓練データ 2013 年 4 月～
2016年 3月 

2017 年 3 月時
点の格付 

テストデータ 2014 年 4 月～
2017年 3月 

2018 年 3 月時
点の格付 

 

２．２．取引関係グラフ 
次に，送金明細データから取引関係グラフを作成

する手順を説明する． 
まず送金明細データを半期ごとに送金企業・受取

企業を単位にして集計する．例えば，2013年度上期
に A 企業から B 企業に 100万円が送金された，とい

った形で送金明細を集計する． 
この半期ごとに集計されたデータを元に，格付の

予測を行う企業（以下，「予測対象企業」と呼ぶ）ご

とに，以下に示す手順で，販売先企業や仕入先企業

（以下，両者をあわせて「取引先企業」と呼ぶ）と

の取引関係を示す有向グラフを構築する． 
まず予測対象企業の３年間における各半期を示す

６つのノードを作成する．次に，予測対象企業の内

部取引を示すノードと取引先企業を示すノードを作

成する．内部取引と取引先企業のノードは半期ごと

に分割せず，３年間で共通の１つのノードとする．

そして，予測対象企業の各半期に内部取引や取引先

企業と取引が行われていた場合は，送金企業・受取

企業間に双方向のエッジを結ぶ．送金方向のエッジ

を payment エッジ，逆方向のエッジを delivery エッ
ジと呼ぶ．これらのエッジとは別に各ノードにはセ

ルフループエッジを追加する． 
ノード特徴量にはノードの種類（予測対象企業の

各年度半期，及び，内部取引，取引先）を示す８次

元のワンホットベクトル𝒉"
($) ∈ ℝ(	(𝑖 = 1,⋯ ,𝑁)を

設定する．ここで	𝑁は取引関係グラフのノード数を

示す． 
payment と delivery のエッジ特徴量 𝑝",1 ∈ ℝ, 𝑑",1 ∈

ℝ	(𝑖 = 1,⋯ ,𝑁, 𝑗 = 1,⋯ ,𝑁)には常用対数をとって 5
を引いた送金額を設定する．セルフループエッジに

はエッジ特徴量を設定しない． 
このようにして作成した取引関係グラフの例が図

１である．この例にあるように，予測対象企業と継

続した取引がある取引先は複数のエッジを持つのに

対し，継続した取引が行われていない取引先はエッ

ジが少なくなる． 
 

図１：取引関係グラフの例 

 
 

２．３．提案手法 

取引関係グラフを入力として格付を予測するモデ

ルを 4層のニューラルネットワークで構築する． 
まず 1層目は Relational-GCN（[６]）を参考にして

凡例 

予測対象企業 内部取引 取引先企業 

paymentエッジ deliveryエッジ 
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下記に示す計算を行う． Relational-GCN との違いは

正規化定数の代わりにエッジ特徴量を利用する点で

ある．これによって，半期ごと・取引先ごとの送金

額合計や受取額合計といった特徴量が内部的に生成

される． 

𝒉"
(4) = 𝜎6 7 𝑊9

($)𝑝1,"𝒉1
($)

1∈𝒫(;)

+ 7 𝑊=
($)𝑑>,"𝒉>

($)

>∈𝒟(;)

+𝑊@($)𝒉"
($)A 

ここで𝒫(")は i 番目のノードに向かって結ばれた

paymentエッジの始点ノード集合であり，𝒟(")は i番

目のノードに向かって結ばれた delivery エッジの始

点ノード集合である．𝑊9
($),𝑊=

($),𝑊@($)は行数が隠れ

層の次元数で列数が入力層の次元数（つまり，8）の

重みパラメータ行列である．𝜎は活性化関数であり，

今回は ReLU 関数を用いた． 
次に 2層目は Graph Attention Network（[７]）を参

考にして，下記に示す計算を行う．Graph Attention 
Network との違いはセルフループエッジとそれ以外

のエッジで異なる重みパラメータを使用する点であ

る．これによって，１層目で生成されたノードごと

の特徴量を２層目に引き継ぎつつ，周辺ノードの特

徴量を集約することが可能となる． 
𝒛" = 𝑊(4)𝒉"

(4) 
𝒔" = 𝑊@(4)𝒉"

(4) 

𝑒",1 = 𝐿𝑒𝑎𝑘𝑦𝑅𝑒𝐿𝑈 K𝒂(4)
M(𝒛"||𝒛1)O 

𝑓" = 𝐿𝑒𝑎𝑘𝑦𝑅𝑒𝐿𝑈 K𝒃(4)
M𝒔"O 

𝛼",1 =
exp	(𝑒",1)

∑ exp	(𝑒",>)>∈𝒫(;) + ∑ exp	(𝑒",W)W∈𝒟(;) + exp(𝑓")
 

𝛽" =
exp(𝑓")

∑ exp	(𝑒",>)>∈𝒫(;) + ∑ exp	(𝑒",W)W∈𝒟(;) + exp(𝑓")
 

𝒉"
(Y) = 𝜎 6 7 𝛼",1𝒛1

1∈𝒫(;)

+ 7 𝛼",>𝒛>
>∈𝒟(;)

+ 𝛽"𝒔"A 

ここで𝑊(4),𝑊@(4)は行数・列数が隠れ層の次元数と

なっている重みパラメータ行列である．𝒂(4)は隠れ

層の次元数の２倍，𝒃(4)は隠れ層の次元数を持った

重みパラメータベクトルである．||はベクトルの連

結を示す記号である．この層ではエッジ特徴量

𝑝",1, 𝑑",1を用いない． 
3 層目は取引関係グラフの予測対象企業各半期の

ノード特徴量，内部取引のノード特徴量，取引先の

ノード特徴量の平均値，最大値を連結したベクトル

を入力とした全結合層とする． 

𝒉(Y) = (𝒉4
(Y)||𝒉Y

(Y)||𝒉Z
(Y)||𝒉[

(Y)||𝒉\
(Y)||𝒉]

(Y)||𝒉^
(Y) 

||mean
"∈𝒩c

𝒉"
(Y) ||max

"∈𝒩c
𝒉"

(Y)) 

𝒉(Z) = σe𝑊(Y)𝒉(Y) + 𝒃(Y)f 

ここで𝒉4
(Y)から𝒉]

(Y)は予測対象企業各半期のノ

ード特徴量である．𝒉^
(Y)は内部取引ノード特徴量で

ある．𝒩9は取引先ノード集合である．𝑊(Y)は行数が

隠れ層の次元数の９倍で列数が隠れ層の次元数とな

っている重みパラメータ行列である．𝒃(Y)は隠れ層

の次元数を持ったバイアスパラメータベクトルであ

る． 
4 層目は予測対象企業の格付が特定のカテゴリー

以下である確率を出力する全結合層とする． 

ℎ([) = sigmoid K𝒘(Z)M𝒉(Z) + 𝑏(Z)O 

ここで𝒘(Z)は隠れ層の次元数を持った重みパラメ

ータベクトルである．𝑏(Z)はバイアスパラメータで

ある． 
プログラムの実装においては PyTorch（[８]）と

Deep Graph Library（[９]）を用いた．各隠れ層の次元

数を 16 とし，損失関数にクロスエントロピー誤差関

数を用いて確率的勾配降下法にて各重みパラメー

タ・バイアスパラメータの最適化を行った．この際，

学習率は 0.001，オプティマイザーは Adam，バッチ

サイズは 100，エポック数は 20 とした．  
実装したソースコードは下記 URL で公開してい

る． 
https://github.com/marisakamozz/feature_extraction_fro
m_bizgraph 

 

２．４．比較手法 
提案手法との比較を行うため，勾配ブースティン

グ決定木で同様の予測モデルを作成した． 
勾配ブースティング決定木では取引関係グラフを

そのまま入力データとして使用できないため，取引

関係グラフを元に集計特徴量とグラフ構造特徴量を

作成し，入力データとした． 
取引関係グラフの集計特徴量は，半期ごと・予測

対象企業ごと・送金または受取ごとに取引先企業の

件数，合計金額，最小金額，最大金額，平均金額，
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中央金額，金額の分散，金額の標準偏差を求め，特

徴量とした．また，送金合計金額と受取合計金額の

差額を追加の特徴量とした． 
また，取引関係グラフのグラフ構造特徴量として，

グラフ全体のノード数・エッジ数，及び，次数１か

ら次数６までのそれぞれのノード数を特徴量とした．

ここで次数の少ないノードの数は継続した取引が行

われていない取引先企業数を，次数の多いノードの

数は継続して取引が行われている取引先企業数を意

図した特徴量である． 
勾配ブースティング決定木の実装には LightGBM

（[１０]）を用いた．訓練データを学習データと評価

データに８対２で分割した上で，学習データの５分

割交差検証と Optuna（[１１]）で最適なハイパーパ

ラメータを決定した． 
 

３．テスト結果と考察 

３．１．テスト結果 

表２は提案手法と比較手法を使ったテストデータ

に対する予測結果の AUC スコアと AR 値を示して

いる． 
 

表２：提案手法・比較手法のスコア 
 提案手法 

（GCN） 
比較手法 

（LightGBM） 
AUC 0.794 0.776 
AR値 0.588 0.552 
 

３．２．テスト結果の考察  

提案手法の AUC スコアは比較手法に比べて高い

値となった．これは取引関係グラフのグラフ構造に

格付を判別するにあたって有益な情報が内包されて

いる事，そして，Graph Convolutional Network がその

グラフ構造からうまく特徴量を抽出できていること

を示唆している． 
また，比較手法に対して提案手法が優れている点

として，比較手法においては取引関係グラフに内包

されている特徴量をデータサイエンティストが手作

業で設計・加工しなければならないのに対し，提案

手法ではニューラルネットワークが格付の判別に有

益な特徴量を自動的に抽出可能である事があげられ

る． 
 

３．３．規模に対する精度・再現率の考察 

表３・表４は取引関係グラフのノード数・エッジ

数に対する提案手法の精度と再現率を示している．

取引関係グラフにおけるノード数・エッジ数は取引

先企業の数や取引件数を表しているため，ここから

企業の規模を推し量ることが可能である． 
 
表３：ノード数に対する精度・再現率 
ノード数 特定カテゴ

リー以下の

割合 

精度 再現率 

~10 0.31 0.67 0.79 
~100 0.20 0.80 0.48 
~1000 0.07 0.93 0.07 
1001~ 0.01 0.99 0.00 
 
表４：エッジ数に対する精度・再現率 
エッジ数 特定カテゴ

リー以下の

割合 

精度 再現率 

~10 0.32 0.64 0.81 
~100 0.25 0.75 0.58 
~1000 0.11 0.89 0.17 
1001~ 0.03 0.97 0.01 
 
ノード数・エッジ数ともに 100 以下の企業につい

ては精度・再現率ともに高い値となっているが，ノ

ード数・エッジ数が増えるに従って精度は高くなる

ものの再現率は低くなっていく．これは大規模な企

業ほど特定カテゴリー以下の格付の企業が少ないた

め，モデルは大規模な企業を優良企業と予測しがち

になることが原因と考えられる．そのため，提案手

法は比較的規模の小さな企業に対して有効なモデル

であると言える． 
 

４．まとめ 

本研究では，金融機関が保有する送金明細データ

から取引関係グラフを構築し，Graph Convolutional 
Network を用いて企業の格付を予測する手法を提案

した．提案手法は財務諸表に頼らず企業の返済能力

を予測するための手法である． 
提案手法を実際のデータに適用した結果，取引関

係グラフには格付を予測するために必要な情報が内

包されており，Graph Convolutional Network によって

自動的にその情報を抽出できることが示唆された．

また，提案手法は比較的規模の小さな企業に対して

有効であることが示された． 
提案手法の課題としては，取引関係グラフは予測
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対象企業の直接の取引先に関する情報しか利用でき

ない点があげられる．取引先のさらにその先にある

取引先に関する情報も利用することで，サプライチ

ェーン全体の構造を取り込むことができれば，より

正確に格付を予測することが可能となる可能性があ

る． 
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Abstract: In this paper, we propose a method of retrieving expressions and constructing financial sentiment 
lexicons on stock, bond and exchange. Retrieved phrases are distinctive words in each financial market and 
extensions of these words. For example, the sentiment of the word "increase" in the financial sentiment 
lexicons cannot be determined by merely looking at the word itself. However, we can determine sentiment 
by considering the relation between preceding and subsequent words, such as “increased consumption” and 
“increase in costs”. In addition, it is necessary that the expression such as “cause inflation” determines 
appropriate sentiment on stock, bond and exchange. We acquire automatically these expressions, and we 
construct appropriate financial sentiment lexicons by stock, bond and exchange. 

 

１．はじめに 

投資家は様々なデータを踏まえて投資判断を行う

が，そのデータは膨大で多岐にわたるため，近年は

膨大な金融情報を分析して投資判断を支援する技術

が注目されている．その一例が「利上げ」のような

金融に関連する語を収録した金融極性辞書である． 
金融極性辞書について，これまでに株式に特化し

た「ネガティブ・ポジティブ」付与の研究が行われ

ている．しかし，その極性辞書を債券などの他の金

融市場に当てはめると極性が異なる場合が多い．こ

れは同じ言葉でも金融市場によって極性が異なる場

合があるためであり，例えば，「物価上昇」は株式市

場においてはポジティブと判断するが，債券市場に

おいてはネガティブと判断する必要がある．また，

既存の金融極性辞書には単語（あるいは複合語）が

収録されており，例えば，「増加」という語について，

一つの極性が付与されている．しかし，「消費が増加」

や「コストが増加」のように，語の前後関係まで広

く捉えてみると，必ずしもその語に付与されている

極性が正しいとは限らないことがわかる． 
そこで本研究では，金融テキストを用いて，株式・

債券・為替の金融市場ごとに表現にまで拡張した文

字列での金融極性辞書を自動構築するための手法を

提案する．本研究によって，辞書に収録するのに適

した表現を獲得し，それらに極性を付与することで，

各金融市場に特化した金融極性辞書の自動構築を実

現する． 
本研究では，金融極性辞書構築のためのデータと

して，日経 QUICK 月次調査と日本経済新聞の記事

を使用した．日経 QUICK 月次調査は，センチメント

などの定量的なデータが示されており，各金融市場

のテキストデータを有するため，市場ごとの分析が

可能である． 
これまでに金融極性辞書についての研究は行われ

ている[1][2][3][4]が，株式に特化した辞書が多く，辞

書に収録されているのは単語（あるいは複合語）単

位である．本研究では，株式・債券・為替の金融市
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場ごとに語の前後関係まで拡張した表現を自動的に

獲得する点が異なる．また，同一の表現でも金融市

場によっては極性が異なる場合が考えられる．その

ため，極性を付与するための基準となる情報を，例

えば既存研究[3][4]のように株価のような１つの指

標にすることはできず，各金融市場において適する

指標を基準として，各表現に対して極性付与を行う

必要がある． 
 

２．提案手法の概要 

 本研究では，日経 QUICK 月次調査と日本経済新

聞の記事を用いて，金融市場ごとに表現にまで拡張

した文字列での金融極性辞書の自動構築を行う手法

を提案する．金融極性辞書には各金融市場において

特徴的な語を表現にまで拡張した文字列を格納する．

提案手法の概要を以下と図１に示す． 

Step１: 日経 QUICK 月次調査と日本経済新聞の記

事を用いて，株式・債券・為替の金融市場ごとに

金融極性辞書に収録するのに適した語の候補（以

降，「金融市場特徴語候補」と定義）を抽出する． 

Step２: 酒井らの手法[5]を用いて獲得した手がかり

表現と抽出した金融市場特徴語候補をもとに，金

融市場ごとに特徴的な語を表現にまで拡張した

文字列（以降，「金融市場特徴表現」と定義）を獲

得する． 

Step３: 獲得した金融市場特徴表現に極性の付与を

行い，金融極性辞書を構築する． 
 

３．金融市場特徴語候補の抽出 

3.1 金融市場特徴語候補抽出の概要 

Step１: 日経 QUICK 月次調査に記載されている各

金融市場担当者からのコメント文（以降，「コメ

ント文」と定義）を抽出し，コメント文と日本経

済新聞記事をもとに Doc2vec のモデルを金融市

場ごとに生成する． 

Step２: 生成した Doc2vec のモデルを用いて，金融

市場ごとに類似した記事を日本経済新聞記事か

ら抽出し，金融市場ごとにコメント文と合わせた

文章データ（以降，「拡張文章データ」と定義）を

作成する． 

Step３: 酒井らの手法[5]を用いて，拡張文書データ

から金融市場ごとに共通頻出表現・手がかり表現

を獲得する． 

Step４: 拡張文書データをもとに，Word2vec のモデ

ルを金融市場ごとに生成する． 

Step５: 生成したWord2vecのモデルに獲得した共通

頻出表現・手がかり表現を入力し，モデルから出

力された語を金融市場特徴語候補として金融市

場ごとに抽出する． 

  
図１ 金融市場特徴語候補抽出の概要 

3.2 Doc2vec のモデル生成と類似記事抽出 
日経 QUICK 月次調査に記載のコメント文を金融

市場ごとに抽出する．しかし，抽出したデータが金

融市場特徴語を獲得するデータ量として不足してい

るため，それらのテキストデータをもとに Doc2vec
を用いて，日本経済新聞記事より金融市場ごとに類

似する記事を抽出する．各金融市場においてそれぞ

れ Doc2vec のモデルを生成し，日経 QUICK 月次調

査に記載のコメント文集合との類似度を求め，上位

50,000 記事を関連記事としてコメント文と合わせて

拡張文書データとする． 

3.3 共通頻出表現・手がかり表現獲得 
酒井らの手法[5]を用いて，金融市場特徴語候補を

抽出するための手がかりとなる表現を金融市場ごと

の拡張文書データからそれぞれ自動的に獲得する．

共通頻出表現・手がかり表現を獲得する手法につい

て以下に述べる．なお，具体的な獲得手法について

は，文献[5]を参照されたい． 

Step１: 少数の手がかり表現（今回は「が好調」「が

不振」を用いる）を人手で与え，それに係る節を

取得する． 

Step２: 取得した節の集合から，その中で共通して

頻繁に出現する表現（「売り上げ」など）を共通

頻出表現として抽出する． 

Step３: 共通頻出表現が係る節を取得し，その中か

ら新たな手がかり表現を抽出する． 
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Step４: 獲得した手がかり表現から，それに係る節

を取得する． 

Step５: Step２から Step４を新たな手がかり表現と

共通頻出表現が獲得されなくなる，もしくは，予

め定めた回数まで繰り返す． 

 獲得した共通頻出表現・手がかり表現は形態素解

析し，名詞と接頭詞，動詞の場合のみ結合した複合

語とする．各金融市場における共通頻出表現・手が

かり表現の例を以下に示す． 
 ・株式 
 
 
 
 
 
 ・債券 
 
 
 
 
 
 ・為替 
 
 
 
 

3.4 Word2vec のモデル生成と金融市場特徴

語候補抽出 
 拡張文書データから金融市場特徴語候補を自動で

取得するため，Word2vec を活用する． 
Word2vec は単語の分散表現（ベクトル）を得る手

法である．単語をベクトルで表現することで，単語

間のコサイン類似度を計算することができ，意味の

よく似た単語（類似度が高い単語）を抽出すること

ができる．Word2vec のモデル生成時の学習データ

（金融市場ごとの拡張文書データ）によって，同じ

入力語であっても出力される類似度が高い単語が異

なるため，金融市場における特徴的な語が出力され

ることを期待する． 
なお，学習データは形態素解析したのち，連続す

る品詞や接頭詞の場合は結合し，複合語として作成

した．金融市場ごとに先の学習データによって生成

したモデルを用いて，前節で獲得した共通頻出表現・

手がかり表現を入力とし，類似度が 0.5 以上の語を

金融市場特徴語候補として抽出する．各金融市場に

おける金融市場特徴語候補の例を以下に示す． 
 ・株式 
 
 
 
 
 
 ・債券 
 
 
 
 
 
 ・為替 
 
 
 
 

3.5 金融市場特徴語候補の抽出結果 
 本手法により獲得した共通頻出表現・手がかり表

現の数の詳細を表１に示す．また，抽出した各金融

市場における金融市場特徴語候補の数の詳細を表２

に示す．なお，「単独」はその金融市場にのみ存在す

る語の数を示しており，「総数」はその金融市場にお

いて得た語を合計した数を示している． 
 
表１ 各金融市場の共通頻出表現・手がかり表現獲得数 

金融市場 単独 総数 
株式 170 1,230 
債券 175 1,219 
為替 72 1,096 

 
表２ 各金融市場の金融市場特徴語候補の数 

金融市場 単独 総数 
株式 1,560 6,978 
債券 1,494 7,009 
為替 880 6,147 

 

４．金融市場特徴表現の獲得 

酒井らの手法[5]を用いて獲得した手がかり表現

と抽出した金融市場特徴語候補をもとに，金融市場

ごとに金融市場特徴表現を自動獲得する．表現獲得

の概要を以下に示す．図２は株式市場における金融

市場特徴表現の獲得の例を図示したものである． 

圧迫する，輸出関連株，下値不安，好調，収益率， 
不安材料，修正，経常赤字，落ち込む，維持する， 
一巡し，業績回復，押し下げ，借り入れ，弱まる 
 

引き上げる，消費増税，高齢者，財政悪化，売却， 
先行し，縮小する，インフレ，債務残高，新興国， 
先行き不透明感，急減し，招き，浮上する，税収 
 

後押しする，ユーロ高，期待感，政情不安，後退， 
投げ売り，再燃し，リスク回避姿勢，利上げ観測， 
中央銀行，増大する，下支えし，良好，財政支出 

原価低減，半導体需要，自社株買い，可処分所得， 
危機感，軽自動車，買い戻し，失速懸念，薄らぐ， 
アジア向け輸出，潜在成長率，停滞感，くすぶり 
 

ドル通貨オプション取引，銀行間市場，ベア，夢， 
中国経済，投資妙味，上向く，デフレ圧力，急伸， 
円高基調，低成長，買い進め，下げ止まる，顕著 

原油依存度，日中韓，代わる，需給懸念，鎮める， 
中国人民銀行，衰退，米輸出入物価指数，叫ばれ， 
柔軟姿勢，取り崩す，実効為替レート，手詰まり感 
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4.1 金融市場特徴表現の獲得の概要 
Step１: 獲得した共通頻出表現と手がかり表現の中

から，手がかり表現のみを金融市場ごとに抽出す

る．（「が好調」「が不振」など） 

Step２: 金融市場特徴語候補と抽出した手がかり表

現を結合し，金融市場ごとに表現にまで拡張した

文字列を生成する． 

Step３: 生成した文字列が表現として適しているか

判定を行い，文字列を金融市場特徴表現として獲

得する． 

 
図２ 株式市場における金融市場特徴表現獲得の例 

4.2 表現にまで拡張した文字列の判定 
 本手法では，生成した文字列が表現として適して

いるか判定するために，拡張文書データを用いた．

具体的には，金融市場ごとに金融市場特徴語候補と

手がかり表現を結合して文字列を生成したのち，そ

の文字列が金融市場ごとの拡張文書データに含まれ

ているかの確認を行う．含まれていた場合，その文

字列を金融市場特徴表現として獲得する． 

4.3 表現獲得の結果 
 本手法によって獲得した金融市場特徴表現の一例

を以下に示す．また，各金融市場における金融市場

特徴表現獲得数の詳細を表３に示す．なお，表３に

は各金融市場において，拡張文書データに含まれて

いた回数ごとの表現の数，ならびに表現獲得数の総

数を示している． 
 
 ・株式 
 
 
 
 
 
 

 ・債券 
 
 
 
 
 
 
 ・為替 
 
 
 
 
 
 

表３ 各金融市場の金融市場特徴表現獲得数 
金融市場 １回 >２回 >４回 総数 

株式 53,148 20,522 11,343 86,759 

債券 52,573 18,948 10,022 84,178 

為替 43,647 16,176 8,751 70,386 

4.4 金融市場特徴表現の評価 

 金融市場特徴表現についての評価は，金融市場ご

とに獲得した表現のうち，拡張文書データに３回以

上含まれている表現の中からランダムにそれぞれ

100 個抽出し，それらを人手によって正解を判定し

て行った．正解判定の基準は，ある表現について，

その表現を獲得した金融市場において考えたときに，

極性を付与することが可能かどうかで判断した．評

価結果の精度を表４に示す． 
 

表４ 評価結果 
金融市場 精度(％) 
株式 88.0 
債券 92.0 
為替 80.0 

 

５．金融市場特徴表現への極性付与 

 本手法により獲得した金融市場特徴表現に対して，

対象としている市場に適した極性の付与を行う．し

かし獲得した表現の数は多く，市場ごとに人手にて

適切な極性を付与することは多大な労力を要する．

そこで最小限の労力で極性付与のための学習データ

を自動的に生成し，深層学習により極性を付与する

ことを試みた．極性付与の概要を以下に示す． 
 

景況感指数が改善した，賃金上昇が続き，先行き 
不安が強い，市場が回復，輸出関連株が上昇し， 
個人消費への懸念が，景気減速懸念が強まった， 
需給が悪化して，物価上昇率が低迷，リスクが低く 

米経済が回復し，均衡が拡大し，成長率が下がる， 
不透明感が強まる，赤字幅が縮小，政権が継続， 
信用リスクへの警戒感から，相場が伸び悩む， 
低金利政策が続く，言及がなかった，購入が必要 

 

リスク回避姿勢が再燃，ドル高基調が高まる， 
財政赤字が続き，マイナス幅が縮小している， 
負債の多い，金利が低下，政策への期待感から， 
生産が増加，貿易赤字が続いて，警戒感が後退して 
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5.1 金融市場特徴表現への極性付与の概要 
Step１: 獲得した共通頻出表現と手がかり表現の中

から，手がかり表現のみ（「が好調」「が不振」な

ど）を金融市場ごとに抽出し， その中から手が

かり表現単体で考えたときに，ネガティブまたは

ポジティブが明らかなものに対してその極性を

人手で付与する． 

Step２: 金融市場ごとに拡張文書データ（類似する

日本経済新聞記事上位 50,000 記事のみ）を文単

位に分割し，文中に４章で獲得した金融市場特徴

表現が含まれている文のみ抽出する．（以降，「テ

ストデータ」と定義） 

Step３: テストデータの中から Step１で極性を付与

した手がかり表現が含まれている文に対してそ

の極性を付与し，学習データを作成する 

Step４: LSTM を用いた学習モデルを生成し，モデル

をもとにテストデータに極性の付与を行う． 

Step５: テストデータに含まれる金融市場特徴表現

に対して，テストデータである文に付与された極

性をもとに極性の付与を行う． 

5.2 手がかり表現への極性付与 
 ３章において，酒井らの手法[5]を用いて，金融市

場特徴語候補を抽出するための手がかりとなる表現

を金融市場ごとの拡張文書データからそれぞれ自動

的に獲得を行った．その中から「が好調」「が不振」

といった手がかり表現のみを金融市場ごとに抽出す

る． 
金融市場ごとに抽出した手がかり表現の中から手

がかり表現単体で考えた時に，その金融市場におい

てネガティブまたはポジティブが明らかなものに対

して極性を人手で付与する．以下に，株式市場にお

ける手がかり表現への極性付与の例を図３に挙げる． 

 
図３ 手がかり表現への極性付与の例 

 
例のように，「〜が回復」は，前にくる金融市場特

徴語候補に関わらずポジティブであると判断できる

ため，手がかり表現に極性の付与を行う．同様に「〜

が低迷し」も明らかにネガティブの表現であると判

断できる．しかし，「〜が増加」については，前に出

現する金融市場特徴語候補によって極性が変化する

といえる．例えば，「リスクが増加」では株式市場に

おいてネガティブと判断するが，「売り上げが増加」

ではポジティブと判断する必要がある．このような

手がかり表現に対しては，手がかり表現単体で考え

たときに極性が明らかではないため，極性の付与は

行わない． 

5.3 学習データ・テストデータの作成 
４章にて獲得した金融市場特徴表現に極性を付与

するための学習データを作成する． 
まず，３章にて作成した金融市場ごとの拡張文書

データの中から，金融市場ごとに類似する日本経済

新聞記事 50,000 記事のみを抽出し，それらを文単位

に分割する．記事単位であるデータを文単位に分割

する理由としては，記事は全ての文において一つの

極性が付与されているわけではなく，ネガティブ，

ポジティブの文が混在して構成されており，記事へ

の極性はそれらの文を総合的に判断して付与される．

本研究の目的は，金融市場特徴表現への極性付与で

あり，文単位に極性を付与することによって，記事

単位に極性を付与した場合よりも表現に対して正確

な極性が付与できると考えるからである． 
文単位に分割したのち，４章で獲得した金融市場

特徴表現が文中に含まれている文のみを抽出し，こ

れらをテストデータとする．さらに，テストデータ

の中から人手で極性付与した手がかり表現が含まれ

ている文にはその極性を付与し，複数の手がかり表

現が含まれる場合には最後に出現する手がかり表現

の極性を文に付与し，極性が付与された文をまとめ

て学習データとする． 
株式市場における学習データの例を以下に示す．

なお，先頭の 1，0 は，学習データに付与された極性

を示し，1 がポジティブ，0 がネガティブを表す． 
 

 
 
図４に本研究にて用いた LSTM＋多層パーセプト

ロン（MLP）による学習モデルを示す． 

1 000622-0220/382 家計の所得環境の緩やかな

改善などを映し個人消費が堅調に推移するう

え、企業の設備投資も増加に転じる。 
0 100929-1327/165 デフレが進行する中では、

企業や家計の名目所得も大きく減少すること

から、税収が減少し、財政再建もおぼつかな

いだろう。 
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図４ LSTM＋多層パーセプトロン（MLP） 

 
学習は以下の手順で行う． 

Step１: 学習データの文を形態素解析し，各語の分

散表現（300 次元）を LSTM に入力する． 

Step２: 文頭から文末までのベクトルを多層パーセ

プトロン（MLP）の入力層（300 ユニット）に入

力する． 

Step３: MLP の出力層は２ユニットとなっており，

それぞれ，positive，negative の尤度を出力する． 

MLP の中間層は 9 層（ユニット数 200 が 3 層，ユ

ニット数 100 が 3 層，ユニット数 50 が 3 層）であ

る．エポック数は株式市場においては 20，債券市場，

為替市場においては 50 とし，活性化関数はランプ関

数を使用した．また，分散表現を得るために 
word2vec を使用し，そのデータには日本経済新聞記

事 10 年分を用いた． 
本学習モデルは文の形態素の分散表現が文頭から

文末まで推移していく過程が組み込まれたモデルで

あり，学習データにおける文の文脈を考慮した学習

を行うことができる． 

5.4 金融市場特徴表現への極性付与 
 作成した学習データを用いて上記の学習モデルに

より，まずはテストデータに極性を付与する．テス

トデータである文のネガティブ，ポジティブそれぞ

れの尤度と，その文に含まれる金融市場特徴表現を

獲得する．なお，尤度が高い方を優勢とし，その文

に付与する極性とする． 
次に，テストデータ各文のネガティブ，ポジティ

ブの尤度とその文に含まれる金融市場特徴表現をも

とに，金融市場特徴表現に対して極性の付与を行う．  
ある文に含まれている金融市場特徴表現について，

その文におけるネガティブ，ポジティブの尤度がそ

の表現の尤度と等しいこととする．また，同じ金融

市場特徴表現でも含まれる文によって尤度は異なる

ため，同じ表現のネガティブ，ポジティブの尤度の

平均値をその金融市場特徴表現の尤度とする．これ

は一つの表現においてネガティブ，ポジティブの尤

度を一意に決めるためである． 
金融市場特徴表現の極性は，その表現のネガティ

ブ，ポジティブの尤度が高い方を優勢とし，その極

性とする．さらに，ネガティブ，ポジティブの尤度

のどちらかが 0.7 以上の表現のみを抽出する． 
各金融市場における金融市場特徴表現への極性付

与数を表５に示す．また，株式市場における金融市

場特徴表現への極性付与の例を表６に示す． 
 

表５ 各金融市場における金融市場特徴表現への 
極性付与数 

金融市場 総数 
株式 59,027 
債券 61,590 
為替 63,580 

 
表６ 株式市場における金融市場特徴表現への 

極性付与の例 

極性 金融市場特徴表現 
negative 
尤度 

positive 
尤度 

positive 復興需要への期待から 0.227 0.772 

positive 消費心理が回復 0.015 0.984 

positive 中間決算が好調だった 0.011 0.988 

negative 警戒感が残る 0.723 0.276 

negative 倒産が増加 0.829 0.171 

negative マイナス材料が増えて 0.957 0.044 

negative 住宅バブルが後退して 0.784 0.216 

 

６．評価 

 本手法についての評価は，極性の付与を行った金

融市場特徴表現のうち，テストデータ内で出現する

頻度が高いものから順に表現の先頭２文字が本評価

のために抽出する表現と重複しない表現を 100 個抽

出し，それらを人手によって正解を判定して行った．

評価対象の表現について，先頭 2 文字が他の評価対

象の表現と重複しない表現にする理由としては，表

現の前半部分である金融市場特徴語候補が偏ること

なく，多様な表現を評価するためである．なお，正

解判定の基準はある表現について，その表現を獲得

した金融市場において考えた時に，付与されている

極性が正しいかどうかで判断した．株式市場，およ

び，債券市場における評価結果を表７に示す． 
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表７ 評価結果 

金融市場 精度(%) 
株式 75.0 
債券 42.0 

 

７．考察 

 金融市場特徴表現の獲得について，表４より，本

手法による精度は株式 88.0％，債券 92.0％，為替

80.0％と高い精度を達成することができた．これは，

金融市場特徴語候補と獲得した手がかり表現を結合

し，その文字列が各金融市場に特化した拡張文書デ

ータに３回以上含まれている場合に金融市場特徴表

現として評価対象としたためであると考える．獲得

した表現は，実際に投資判断に役立てられている金

融テキストデータに含まれている表現であるため，

金融極性辞書に収録するのに適している語が多い． 
しかし，表現が含まれていた回数を増やすことで

精度が上がるとは言い切れず，例えば，株式の拡張

文書データ内において 5 回出現する「状況がいつ」

という表現が挙げられる．この表現は拡張文書内に

おいて，「状況がいつ好転するか不明である」などの

ような文の一部であると考える．このように，文書

内において多く出現する表現であったとしても，極

性を付与することができない表現が抽出されている

こともあり，極性を付与するのに適していない表現

の除去する手法が必要である． 
次に獲得した金融市場特徴表現における極性付与

について，本手法では尤度が 0.7 以上の表現のみを

抽出して極性を付与したが，尤度の閾値を設定しな

い場合は，株式市場において精度が 46.0%という結

果となり低かった．精度が低い理由としては，その

金融市場特徴表現（本研究では，金融市場特徴語候

補と手がかり表現を結合したもの）単体で考えた時

に極性の判断ができないものが存在していることが

考えられる．例えば，表８のような表現である． 
 
表８ 金融市場特徴表現への極性付与の例（尤度が低い

場合） 

極性 金融市場特徴表現 
negative 
尤度 

positive 
尤度 

positive 拡大が続く 0.468 0.532 

positive 地合いが続く 0.480 0.520 

positive 注目度が高い 0.499 0.501 

negative 動きが強まった 0.583 0.417 

negative 傾向が続く 0.631 0.369 

negative ムードが強い 0.607 0.393 

これらの表現は，その表現だけでは極性の判断が

難しく，表現のさらに前にくる単語や表現によって

極性を決めることができると考える． 
評価において不正解と判定された表現について注

目をしてみると，ネガティブとポジティブの尤度が

それぞれ 0.5 に近いものが多いことがわかった．ど

ちらかの尤度が高い表現は本研究において極性がは

っきりしていると言えるため，どちらかの尤度が 0.7
以上の表現のみを抽出し，再度評価を行った．株式

市場において，評価に用いた金融市場特徴表現の例

を表９に示す． 
 
表９ 金融市場特徴表現への極性付与の例（どちらかの

尤度が高い場合） 

極性 金融市場特徴表現 
negative 
尤度 

positive 
尤度 

positive 効果が期待できる 0.016 0.984 

positive 景気が回復 0.100 0.898 

positive 材料が必要 0.266 0.734 

negative 業績が悪化 0.929 0.071 

negative 低迷が続く 0.845 0.155 

negative 信用力の低い 0.722 0.278 

 
これらの表現を用いて再度同様の方法で評価を行

った結果が表７に示されている．表７より，株式市

場において，精度が 75.0％と比較的良好な結果を得

ることができた．このことから，金融極性辞書には，

表現のネガティブ，ポジティブのどちらかの尤度が

0.7 以上である金融市場特徴表現を格納することが

ふさわしいといえる． 
また，表７より，債券市場における精度が 42.0％

と低かった．これは，債券市場は株式市場と比較し

て，極性の付与が複雑であることが理由だと考える．

債券の場合は，一般的に景気が悪くなると安全資産

であるため人気が上昇する．そのため表現の対象が

景気であれば，ネガティブな表現でも極性をポジテ

ィブと判定しなくてはならない．例えば「景気が低

迷」はポジティブと判定する必要がある．しかし，

表現の対象が債券であれば，ネガティブな表現をそ

のままネガティブと判断する必要がある．例えば，

「債券価格が低迷」という表現があげられる．その

ような極性付与をするためには，学習データの作成

時に手がかり表現の極性ではなく，その手がかり表

現が対象としているものが「景気」なのか「債券」

なのかを判定し，学習データを作成する必要がある

が，本手法では学習データに含まれている手がかり

表現の極性に従って極性を付与しているため，対応
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できていなかった． 
なお，為替市場の表現への極性付与ならびに金融

極性辞書の構築も本手法と同様の方法で作成を行う

ことができると考えるが，対象が「円」である場合

と「ドル」である場合で付与すべき極性が変化する．

そのため，債券の場合と同様に学習データ作成時に

対象についても考慮して作成する必要があると考え

る． 
 

８．まとめ 

本研究では，金融テキストを用いて，株式・債券・

為替の金融市場ごとに表現にまで拡張した文字列で

の金融極性辞書を自動構築するための手法を提案し

た． 
具体的には，日経 QUICK 月次調査と日本経済新

聞の記事を用いて，はじめに株式・債券・為替の金

融市場ごとに金融市場特徴語候補を抽出する．そし

て，獲得した手がかり表現と抽出した金融市場特徴

語候補をもとに，金融市場ごとに金融市場特徴表現

を獲得した．獲得した表現における評価の結果，精

度は株式 88.0％，債券 92.0％，為替 80.0％と高い精

度で表現を獲得することができた． 
その後，獲得した金融市場特徴表現に極性の付与

を行った．極性付与の結果を検証するためにテスト

データ内で出現頻度が高く，かつ，評価対象の表現

間で前半部分の重複がなく，ネガティブ，ポジティ

ブのどちらかの尤度が 0.7 以上の表現を抽出した結

果，株式市場において，精度が 75.0％と比較的良好

な結果を得ることができた． 
今後の課題としては，金融極性辞書に格納されて

いる表現について，更に精度を向上させることであ

る．特に債券市場，為替市場において表現の極性付

与のための学習データ作成について別の手法も検討

し，より最適な極性を付与することで，精度の向上

を目指す必要がある．また，本研究では，各金融市

場において金融市場特徴表現を格納している．しか

し，単語または複合語ベースで最適な極性を付与す

ることができる語も存在しており，それらに極性を

付与し，表現とともに本研究の金融極性辞書に格納

することでより実用性の高い極性辞書になることが

期待できる． 
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Abstract: In this study, we propose a method to extract market information of emerging markets from newspaper articles. 

Here, we use Bloomberg articles as an information source to extract market information of emerging markets where is 
expanding in recent years. The extracted market information is useful as reference information when creating a market 
analysis report for the target emerging market. However, there are many articles that describe market conditions in large 
markets such as the Nikkei Stock Average and the Dow Jones Industrial Average, but there are few articles that mention 
one emerging market, such as India, China and Taiwan. It is only described in one part of an article that mentions several 
emerging markets. Therefore, in this study, we extract market information about one target emerging market from articles 
where information about market conditions of multiple emerging markets is mixed in one article. Furthermore, we select 
important sentences from the sentences extracted using the topic model and create a monthly report. 

1 はじめに 

近年，証券市場における個人投資家の比重が増加

しており，個人投資家に対して投資判断の支援をお

こなう技術の必要性が高まっている．その一例とし

て，経済新聞記事をテキストマイニングの技術を用

いて解析し，経済市場を分析する研究などが行われ

ている[1][2][3]．また、投資判断のための情報源とし

てファンドの運用報告書に記載されるマーケットレ

ポートが用いられる．マーケットレポートには世界

経済や金融市場の動き等が記載されており、それら

はファンドの運用担当者が、株価が大きく動いた日

を調べ、その前後に起きたイベントを確認し、内容

をまとめている．しかし、この作業は運用担当者に

とって大きな負担となっている．したがって、経済

テキストを機械的に解析し、マーケットレポートを

自動で作成することができれば、ファンドの運用担

当者の負担を減らすことができると考えられる． 
本研究では，Bloomberg 記事を情報源として，近

年市場が拡大しつつある新興市場を対象に分析を行

い，市況情報を抽出する手法を提案する．本研究で

抽出したい市況情報の例を以下に示す． 
 

 
 
４日のインド株式市場では指標のＳ＆Ｐセンセ

ックス指数が４営業日続落。不良債権が増えること

への懸念から銀行株が売られた。アクシス銀行はこ

こ２日での下げが１年４カ月で最大となった。発電

設備メーカーのバーラト重電機は１カ月ぶり大幅

安。….. 
 
関連研究として，経済テキストを用いて市況分析

コメントを生成する研究がある．酒井らは日経新聞

記事を用いて，日経平均株価について述べた記事や

それに関連のある記事を抽出し，そこから重要キー

ワード，重要な要因文を推定し，市況分析コメント

を生成する手法を提案している[4][5]．しかし文献

[4][5]の手法は日経平均について言及している複数

の記事からレポートを生成するものであり，また，

1 つの記事中で日経平均について言及している記事

を対象としている．一方，Bloomberg においては１つ

の記事中で，例えばインド市場のような１つの新興

市場について言及している記事はほぼなく，複数の

新興市場の市況について言及している記事の１部に
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記述があるだけである．そのため，新興市場の市況

情報をまとめた市況分析レポートを作成するには，

複数の新興市場の市況について言及している記事を

探し，さらに，その中から対象としている新興市場

の市況について述べている文を抽出し，それらをま

とめる必要がある．従って，日経平均株価やダウ平

均株価の市況分析レポートの作成に比べると多くの

労力を必要とする． 
そこで本研究では Bloomberg 記事を対象として，

記事の１部のみに対象としている新興市場の記述が

ある状況下で，複数の記事より，対象新興市場につ

いての有益な情報を抽出することを試みる．図１に，

本研究において想定しているタスクの概要を示す． 
 

 
図１ 本研究のタスク概要 

 
本研究では，対象とする新興市場をインド市場と

定め，複数の新興市場の市況情報について記述され

ている「アジア・太平洋株式サマリー」からインド

市場の市況情報のみを識別し，抽出する． 
 

2 提案手法 

本節では，Bloomberg 記事より対象の新興市場の

株価に影響を与える情報を取得する手法の説明を行

う．本研究では対象とする新興市場を「インド」と

定めて研究を行った． 
 

2.1 手法概要 
複数の新興市場の市況情報についてまとめて記述

されている「アジア・太平洋株式サマリー」には，

インド市場以外にも中国市場や韓国市場，台湾市場

といった複数の市場についての市況状況がある．そ

のため，文単位でインド市場の市況について述べて

いる文であるかどうかの分類をする必要がある．手

法の概要を以下に示す． 

Step1：Bloomberg 記事から複数の新興市場について

言及している記事（「アジア・太平洋株式サマ

リー」）を抽出． 

Step2：抽出した記事から，最近傍法のための学習用

データとして，対象としている新興市場（本研

究ではインド市場）の市況について述べた文

を抽出する．． 

Step3：取得したデータから語の TF･IDF 値を計算し，

語を要素，TF･IDF 値を要素値とした単語ベク

トルを生成する 

Step4: 学習用データとテスト用データとの文間類似

度を求め，最近傍法にてインド市場の市況情

報について述べている文であるかどうかを分

類する 

Step5：抽出した文を時系列順に並べ，市況情報をま

とめる． 

2.2 新興市場に関する記事の抽出 
本研究では，Bloomberg 記事の 2015 年 1 月から

2017 年 9 月の約 3 年分の記事を用い，使用する記事

数は新規記事 4,338,113 記事である． 
新興市場（インド市場）について言及している記

事を抽出するために，記事本文に対象とする国名と

経済や市場に関する単語を含む記事を抽出した．内

容を確認したところ，その多くが「アジア・太平洋

株式サマリー」の記事であった．そのため，特定の

市場（インド市場）に限定したレポートを生成する

には，この記事から特定の市場の市況情報について

言及した文のみを抽出する必要がある．そこで，こ

の記事中の“インド株式市況”の前後に注目して，

重要な文の抽出を試みる．なお，抽出された「アジ

ア・太平洋株式サマリー」は 712 記事である． 

2.3 学習データの作成 
前節で抽出された「アジア・太平洋株式サマリー」

712 記事を用いて，インド市場の市況情報に関する

文を抽出するために，最近傍法により文をインド市

場に関する文かそうでないかを判定する．まず，学

習用データとテスト用データを作成する．ここで，

“インド株式市況”を含む文とその次の文は，イン

ドについて言及していると想定し学習用データの正

例とする．この時に明らかに他の国の市場について

言及されている場合は正例データから除くこととす

る．一方で，“インド株式市況”を含む文のそれ以前

の文はインド以外について言及していると想定し学

習用データの負例とする．以下に学習データの例を

示す． 
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・正例 
 【インド株式市況】６日のインド株式相場は６営

業日続落。タタ・モーターズの利益が市場予想に届

かず、企業業績に照らした株価水準に警戒感が広

がった。 
 【インド株式市況】21 日のインド株式相場は反落。

タタ・スチールの四半期赤字が予想を上回る規模

だったことから、金属株が売られた。 
 
・負例 

 【中国・香港株式市況】中国本土の株式相場は３営

業日続落。 
 原油安で利益が押し上げられ、消費者の需要も高

まるとの見方が材料視された。 
 ペトロチャイナ（601857CH）は６％高と、４年ぶ

りの高値を付け、上海総合指数の上昇に大きく寄

与した。 
 

テスト用データは正例とした 2 文以降の文とする．

この時抽出した文は，正例が 1403 文，負例が 9696
文，テスト用データが 6896 文である．また，以降の

市況情報の抽出の計算において文のつながりを考慮

し，正例の 2 文を繋げ 1 つの文として想定すること

により，正例を 706 文とする． 

2.4 市況情報の抽出 
単語の出現頻度に基づいた重みを計算するために

式(1)より TF･IDF 値を算出する．使用する単語は半

角の単語を除いた 2 語以上の単語とする． 

𝑇𝑇𝑇𝑇・𝐼𝐼𝐼𝐼𝑇𝑇(𝑡𝑡,𝑑𝑑)

= 𝑇𝑇𝑇𝑇(𝑡𝑡,𝑑𝑑)・ log�
|𝑁𝑁|

𝑑𝑑𝑑𝑑(𝑡𝑡,𝑁𝑁)�           (1) 

N：学習用データの文の総数（今回は 10402 文） 
𝑇𝑇𝑇𝑇(𝑡𝑡,𝑑𝑑)：文𝑑𝑑 ∈ 𝑁𝑁において，単語 t の出現頻度 
𝑑𝑑𝑑𝑑(𝑡𝑡,𝑁𝑁)：文集合 N のうち単語 t を含む文の数 

 
算出した TF･IDF 値をベクトルの要素値として，式

(2)よりベクトル間の余弦を求め，文間類似度 sim を

計算する． 

sim(𝑉𝑉𝑑𝑑,𝑉𝑉𝑡𝑡) =
𝑉𝑉𝑑𝑑 ∙ 𝑉𝑉𝑡𝑡

‖𝑉𝑉𝑑𝑑‖ ∙ ‖𝑉𝑉𝑡𝑡‖
 

=
∑ 𝑥𝑥𝑖𝑖𝑦𝑦𝑖𝑖𝑛𝑛
𝑖𝑖=1

�∑ 𝑥𝑥𝑖𝑖2𝑛𝑛
𝑖𝑖=1 �∑ 𝑦𝑦𝑖𝑖2𝑛𝑛

𝑖𝑖=1

          (2) 

ここで，𝑉𝑉𝑑𝑑 ,𝑉𝑉𝑡𝑡はそれぞれ学習用データ，テスト用デ

ータに含まれる単語を要素とした単語ベクトル

(𝑉𝑉𝑑𝑑 = {𝑥𝑥1, 𝑥𝑥2,⋯ , 𝑥𝑥𝑛𝑛}, 𝑉𝑉𝑡𝑡 = {𝑦𝑦1,𝑦𝑦2,⋯ ,𝑦𝑦𝑛𝑛})，𝑥𝑥𝑖𝑖 , 𝑦𝑦𝑖𝑖はそ

れぞれ学習用データ，テスト用データに含まれる単

語の TF･IDF 値を表す． 

テストデータの文と学習データとの文間類似度を

求め，学習データにおける最も類似度が高い文が正

例であったのであれば，その文をインド市場の市況

情報についての文であるとして抽出する．全テスト

用データ 6896 文を最近傍法で判定した結果，インド

市場の市況情報に関わる文として抽出できたのは

2132 文であった．以下に，抽出された文の一部を示

す． 
 

 世界最大の製油所を所有するリライアンス・イン

ダストリーズは 10 カ月ぶり安値を付けた。 
 インド石油ガス公社（ＯＮＧＣ）は構成銘柄の中で

最もきつい値下がり。 
 インド最大の民間銀行、ＩＣＩＣＩ銀行は続落。 
 タタ・スチールが大きく下げ、金属株指数は３週間

ぶりの低水準に落ち込んだ。 
 

2.5 評価 
テスト用データの 100 文をインドに関する文かそ

うでないかを最近傍法によって判定した．テスト用

データ 100 文を，正例・負例を含めた学習用データ

10402 文とのそれぞれの文間類似度を算出し，その

中で最も値が大きい文と同じ分類にすることとした．

ここで，文中に“インド”を含むものは，文間類似

度の値によらずインド市場に関係すると判定する．

分類の内容としてインド市場に関係すると判定した

場合 1，インド市場とは関係ないと判定した場合は-
1 とする．また，それらの分類分けが正しいかどうか

を人手にて〇×で評価した．表 1 に判定結果の例を

示す． 
 

表 1. 文間類似度の判定結果の例 

 テストデータの文 分類 評価 

① 
英高級車メーカーのジャガ

ー・ランドローバーを傘下

に置くタタ・モーターズは

３日続伸 

1 ○ 

② 
政府の１日声明によれば，

道路建設に充てる資金捻出

のため燃料税がリットル当

たり２ルピー引き上げられ

た 

-1 × 
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③ 
【韓国株式市況】韓国総合

株価指数は前日比1.1％高の

1904.65 

-1 〇 

④ 
銀行株と公益事業株の上げ

が目立った 
1 × 

 
この評価より，最近傍法による全体の精度は 76％で

あることがわかった． 

2.6 レポートの作成 
最近傍法により抽出した 2132 文と，その文を含む

記事における正例の文を繋げ，それを時系列順に並

べて，月ごとのインド市場の市況情報のレポートを

作成する．以下に例として抽出した 2015 年 2 月の市

況情報の一部を示す．正例データの文と，最近傍法

により抽出された市況情報の文を組み合わせること

によって，繋がりのあるわかりやすい文章になって

いる． 
 
２日のインド株式市場では指標のＳ＆Ｐセンセック

ス指数が前週末に続き下落。消費関連銘柄などが売

られた。インド準備銀行（中央銀行）は３日に金融

政策決定会合を開く。たばこのＩＴＣは続落。セン

セックス指数は前週末比 0.2％安の 20122.27 で終了。

インド中銀の３日の金融政策決定を前にブルームバ

ーグ・ニュースがまとめたエコノミスト調査では、

41 人中 31 人が 7.75％での政策金利据え置きを予想。 
４日のインド株式市場では指標のＳ＆Ｐセンセック

ス指数が４営業日続落。不良債権が増えることへの

懸念から銀行株が売られた。アクシス銀行はここ２

日での下げが１年４カ月で最大となった。発電設備

メーカーのバーラト重電機は１カ月ぶり大幅安。….. 
 

3 考察 

最近傍法による分類であるが，全体の精度は 76％
であった．まず，表 1 の①のようにインドに関する

文が正しく判定されたものは 47 文中 24 文あり，こ

れらの多くは，文中にインドに関する固有名詞を含

んでいたため，正しく判定されたと考えられる． 
表 1 の②のようにインドに関わる文を誤って判定

したものは 23 文あった．この時，表 1 の例のように

どの国にも共通する単語が多くみられ，インドに関

する固有名詞が含まれていたが負例と同じ分類に判

定された文もあったため，df 値の取得方法を改める

必要があると考えられる． 
表 1 の③のようにインドとは関係のない文で正し

く判定されたものは 53 文中 52 文あり，これらは例

のようにインド以外の国名が含まれることや，イン

ドに関する固有名詞が含まれていないことが多かっ

たため正しく判定できたのだと考えられる． 
表 1 の④のようにインドとは関係のない文を誤っ

て判定したものは 1 文あった．これらはどの国にも

関係しうる文であったため，判定が困難であったと

考えられる． 
また今回，最近傍法との比較のため深層学習によ

る市況情報の抽出も試みた．使用した学習用データ

とテスト用データは，最近傍法の学習データの作成

方法と同様である．ただし，各記事の正例の文を繋

げ，正例が 706 文，負例が 9696 文，テスト用データ

が 6896 文とした．深層学習モデルは，Long short-term 
memory (LSTM) と Multilayer perceptron (MLP) を組

み合わせ，図２で示すモデルを用いた． 
 

 
図２ 深層学習モデル 

 
処理の概要であるが，はじめに学習データの文を

形態素解析し，Word2vec により形態素の分散表現を

得る．それを LSTM に入力し，出力されたベクトル

を MLP の入力としてモデルを学習する．MLP の中

間層は，ノード数 300 が 3 層，ノード数 150 が 3 層，

ノード数 50 が 3 層の計 9 層とした．出力層は 2 要素

である．また，epoch 数は 3，中間層の活性化関数を

ReLU とし，出力層の活性化関数をシグモイド関数

とした．なお，分散表現を得るための Word2vec の学

習データとして，10 年分の経済新聞記事を使用した． 
全テスト用データ 6896 文を判定した結果，インド

市場の市況情報に関わる文として抽出されたのは

315 文でり，また，その精度は 72％であった．この

結果は最近傍法の結果である 83％と比べて低いも

のであり，Bloomberg 記事を対象とした本研究にお

いては最近傍法が有用である結果であった． 
さらに手法比較にくわえて，本提案手法を他の新

興国市場を対象としても正しく市況情報抽出が可能

かどうかを検証するために，対象を「中国・香港市
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場」として追加実験を行った．その結果抽出された

例を以下に示す． 
 

 上海総合指数は前営業日に当たる昨年 12 月 31 日

と比べ 3.6％高の 3350.52 と、終値ベースで 09 年８

月６日以来の高値を付けた 
 ペトロチャイナ（601857CH）は６％高と、４年ぶ

りの高値を付け、上海総合指数の上昇に大きく寄

与した 
 
テスト用データ 100 文を最近傍法により判定し，

その結果を人手で評価したところ，精度は 77％であ

った．この結果から，本手法では高い精度を維持し

ながら他の新興国を対象としても同様の処理が可能

であり，汎用性の高い手法と言える． 
 

4 トピックモデルによるレポート

の生成 

2 章では最近傍法によって抽出した文と同記事の

正例に当たる文を繋げることによって，市況情報を

まとめたレポートを作成した．ただし，抽出した文

は 2132 文あり，レポートを作成にするには文量が多

い．そのため，レポートに採用する文を最近傍法に

よって抽出した文の中から選別する必要がある．そ

こで本節では，重要な文の選別方法とレポートの作

成方法について説明する． 

4.1 トピックモデルの概要 
本研究では Python のライブラリのうち gensim の

LDA を用いてトピックモデルを生成する．図３に本

手法の流れを示す． 
 

 
図３ トピックモデルを用いたレポート生成 

 
抽出した文から重要な文を選別する方法として，ま

ず最近傍法の際に用いた学習用データの文をデータ

セットとして，gensim によってトピックモデルを生

成する．この時のモデル生成では，数字を除く 2 語

以上の名詞，動詞，形容詞を対象とし，トピック数

を 5 に設定した．これによって似た単語を持つ文で

5 つに分割できる．表２に生成されたトピックの例

を示す．そして生成されたモデルを最近傍法によっ

て抽出した文に月ごとに適応することで，抽出した

文を 5 つのトピックに分割する．次に，各トピック

で最近傍法の際に求めた文間類似度が最も高い文を

レポートに採用する．つまり，各月で 5 文選ばれる

ことになる．そして，選んだ文と同じ記事の正例デ

ータの 1 文（記事のうちインドに言及している最初

の文）と繋げ，最大合計 10 文のレポートを作成する． 
 

表２. 生成されたトピックの例 
トピック 1 トピック 2 トピック 3 

単語 生起 
確率 

単語 生起 
確率 

単語 生起 
確率 

銘柄 0.028 指数 0.120 株式 0.131 
下げ 0.026 中国 0.068 市況 0.052 
発表 0.022 セン 0.056 インド 0.052 
なっ 0.022 ハン 0.054 相場 0.041 
こと 0.018 本土 0.051 香港 0.039 
利益 0.016 前日 0.042 市場 0.038 

 

4.2 トピックモデルの評価 
最近傍法によって抽出した 2132 文を月ごとにモ

デルにかけ，5 つのトピックに分割した後，レポート

を作成した．表３に例として 2015 年 3 月のトピック

モデルによる結果を示す． 
 

表３ 2015 年 3 月の各トピックにおける単語の生起

確率 
トピック 1 トピック 2 

単語 生起確率 単語 生起確率 
会社 0.006 インド 0.010 
ぶり 0.006 ルピー 0.008 
最大 0.005 銀行 0.005 
週間 0.005 ドル 0.005 
インド 0.005 高値 0.005 
セン 0.004 上昇 0.005 
大幅 0.004 付け 0.004 

セックス 0.004 バラード 0.004 
トピック 3 トピック 4 

単語 生起確率 単語 生起確率 
セックス 0.017 ぶり 0.009 

セン 0.016 大幅 0.004 
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前日 0.016 セン 0.004 
終了 0.010 セックス 0.004 
引け 0.005 終了 0.004 
銀行 0.005 週間 0.004 
ぶり 0.004 HDFC 0.004 
インド 0.004 住宅 0.003 

トピック 5 
単語 生起確率 

メーカー 0.004 
続落 0.004 
最大手 0.003 
営業 0.003 
ぶり 0.003 
なっ 0.003 
電機 0.003 
発電 0.003 

 
・トピック 1 に属する文 
 指標のＳ＆Ｐ・ＢＳＥセンセックスは週間ベース

で４週続伸となった 
 世界最大の製油所を所有するリライアンス・イン

ダストリーズは 1.4％安 
 国内最大のエンジニアリング会社ラーセン・アン

ド・トゥブロは２週間ぶりの大幅下落、インドステ

イト銀行は５営業日続落となった 
 インド最大のエネルギー探査会社、インド石油ガ

ス公社（ＯＮＧＣ）は５カ月ぶりの大幅上昇 
 
・トピック 2 に属する文 
 ルピー建て 2024 年７月償還債の利回りは２ベーシ

スポイント（ｂｐ、１ｂｐ＝0.01％）上昇の 7.74％ 
 ４日にはインド準備銀行（中央銀行）による緊急利

下げを受けて、初めて３万台を付けた 
 通貨ルピーとインド国債も値下がりした 
 構成銘柄の中で発電設備のバーラト重電機の下落

率が最大だった 
 
・トピック 3 に属する文 
 インド株の指標であるＳ＆Ｐ・ＢＳＥセンセック

スは前週末比 0.3％高の 29459.14 で終了 
 センセックスは前日比 0.7％安の 29380.73 で終了 
 センセックスは前日比 0.2％高の 29448.95 で終了

した 
 指標のＳ＆Ｐ・ＢＳＥセンセックスは前営業日比

2.1％安の 28844.78 で終了 
 
 

・トピック 4 に属する文 
 住宅金融でインド最大手のハウジング・デベロッ

プメント・ファイナンス（ＨＤＦＣ）は２カ月ぶり

の大幅下落 
 英高級車メーカーのジャガー・ランドローバーを

傘下に置くタタ・モーターズと、エンジニアリング

会社ラーセン・アンド・トゥブロも買われた 
 住宅金融のハウジング・デベロップメント（ＨＤＦ

Ｃ）は３日ぶりに値上がり 
 英高級車メーカーのジャガー・ランドローバーを

傘下に置くタタ・モーターズは６週間ぶりの大幅

下落 
 
・トピック 5 に属する文 
 日用品大手ヒンドゥスタン・ユニリーバは１カ月

ぶり高値に上昇 
 発電設備メーカーのバーラト重電機は３営業日ぶ

りに下落 
 一方、契約者数でインド最大手の携帯電話サービ

ス会社ブハルティ・エアテルは続伸した 
 携帯電話サービス企業ブハルティ・エアテルを中

心に電気通信株が下げた 
 

単語の生起確率と各トピックの文を見ると，トピ

ックごとに特徴があることが分かる．トピック 1 で

は生起確率の上位に“最大”があり，トピック 1 の

文を見るとインドの大手企業について言及している

文が多い傾向にある．同様にトピック 2 では通貨や

銀行について，トピック 3 ではインド株の指標につ

いて，トピック 4 では自動車や住宅金融メーカーに

ついて，トピック 5 ではその他メーカーについて言

及している傾向にあった．このようにトピックモデ

ルによって抽出した文を 5 つのトピックに分割した

後に，各トピックから 1 文をレポートに採用する文

として選ぶことによって，情報が重複しないレポー

トを生成できる．以下に作成したレポートを示す． 
 

・2015 年 3 月のインドの市況情報のレポート 
２日のインド金融市場では株価指数が３営業日続

伸。インド株の指標であるＳ＆Ｐ・ＢＳＥセンセッ

クスは前週末比 0.3％高の 29459.14 で終了。 
５日のインド株式相場は上昇。指標のＳ＆Ｐ・Ｂ

ＳＥセンセックスは週間ベースで４週続伸となっ

た。４日にはインド準備銀行（中央銀行）による緊

急利下げを受けて、初めて３万台を付けた。 
10 日のインド株式市場では指標のＳ＆Ｐ・ＢＳＥ

センセックスが続落し、１カ月ぶりの安値を付けた。

住宅金融でインド最大手のハウジング・デベロップ
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メント・ファイナンス（ＨＤＦＣ）は２カ月ぶりの

大幅下落。 
インド株式市場では指標のＳ＆Ｐ・ＢＳＥセンセ

ックスが下落。発電設備メーカーのバーラト重電機

は３営業日ぶりに下落。 
 

下線部が選別した文を示す．選んだ文と同記事の

正例の 1 文と繋げることによって読みやすく分かり

やすい文章になっている．また，抽出した文は時系

列順に表示し、同じ記事の文を抽出した場合はそれ

らを繋げることで違和感のない内容のレポートにな

っている． 
また，各トピックから文を抽出せずに 1 つのトピ

ックからいくつかの文を抽出すれば，1 つのトピッ

クに関するレポートを生成することもできる．例え

ば，金融に関するレポートを生成したければ，金融

に関するトピックから文を抽出することで可能にな

ると考えられる． 
しかし，トピック間で明確に分割できていない文

もあり，似た文が異なるトピックに属していること

も多い．これを改善するために，トピックモデルを

生成した際のデータを見直すことや，特徴のある単

語には重み付けする必要があると考えられる． 
 

4 まとめ 

本稿では Bloomberg 記事をもとに，複数の記事から

インド市場のような１つの新興市場の市況情報を抽

出する手法について述べた．本手法では新興市場の

ようなニッチなものは記事の一部に記述されている

ことに注意し，最近傍法によって必要な情報を抽出

した．そしてトピックモデルによって抽出した文か

ら重要な文を選別し，市況情報をまとめたレポート

を作成した．本手法の精度は 76％となり，比較手法

として行った深層学習の手法よりも高い精度を得る

ことができた．また，他の新興市場を対象として市

況情報を抽出することによって，本手法の有用性・

汎用性を確かめられた． 
今後の課題として，最近傍法とトピックモデルの精

度を向上することや，文章にする上で要因文を推定

することが考えられる． 
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Abstract: We propose a scheme for selecting stocks related to a theme. This scheme was designed

to support fund managers who are building themed mutual funds. Our scheme is a type of natural

language processing method and based on words extracted according to their similarity to a theme

using word2vec and our unique similarity based on co-occurrence in company information. We

used data including investor relations and official websites as company information data. We also

conducted several other experiments, including hyperparameter tuning, in our scheme.

1 はじめに

近年，日本において，個人投資家の数が増えている．
個人投資家の増加に対応し，個人投資家をサポートす
るさまざまな技術が開発されている．ニュース記事の
中から自動的に景気動向を示す表現を抜き出す手法
[Sakaji 08]や，上場企業が公開する，共通形式の決算
速報である決算短信の中から自動的に業績関連文を
取り出す手法 [Kitamori 17]，金融テキストのセンチ
メントを可視化する解釈可能なテキストマイニング
[Ito 18b, Ito 18a]などがあげられる．
日本の個人投資家の間では，特に投資信託と呼ばれ
る，投資家から集めた資金で投資信託会社などが資金
運用をして，成果を投資家に還元する金融商品が人気
がある．似たような金融商品の一種として，世界中で

∗連絡先：東京大学 大学院工学系研究科 和泉研究室
　　　　　　〒 113-8656 東京都文京区本郷 7-3-1
　　　　　　 E-mail: hirano@g.ecc.u-tokyo.ac.jp
　　　　　　 HP: https://mhirano.jp/

†本稿は，[Hirano 18, Hirano 19a, Hirano 19b, Hirano 19c]の
内容を再構成したものです．

‡特許登録済 (特許第 6596565 号)
§本論文の内容や意見は執筆者個人に属し，いかなる組織の公式

見解を示すものではありません．また，特定の商品についての投資
の勧誘及び売買の推奨を目的としたものではありません．

取引されている Exchange Traded Funds (ETF)が有
名であるが，投資信託と ETFは大きく異なる．ETF

は一般に，それぞれのETFを構成する構成銘柄の比率
は固定されている．一方で，投資信託は，投資信託を
管理している金融機関や投資信託会社などが，動的に
構成銘柄やその構成比率を変更させている．
投資信託の中には，テーマ型投資信託 (テーマ型ファ
ンド)と呼ばれる投資信託が存在する．特にテーマ型投
資信託は日本の投資家に人気があり，人工知能（AI），
ロボティクス，健康など特定の分野を投資先として選
んだものとなっている．これらのテーマ型投資信託は，
テーマに関連する株式への投資を通じて，テーマの盛
り上がりに応じた収益を得ることを目指している．
投資信託会社は，さまざまな種類のファンドを立ち
上げ，管理・運用をしている．特に，投資家を引き付
けるためには，さまざまな種類のテーマ型ファンドを
売り出すことが重要であるとともに，テーマの盛り上
がりに対して，適切なタイミングでファンドを売り出
していくことが重要である．
テーマ型ファンドの開発には多くの課題がある．テー
マ型投資信託を作成するために，投資信託会社は，売
れそうな投資信託のテーマを探し，さらに，テーマに
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関連する銘柄を探さなければならない．加えて，その
中から運用において優秀な銘柄を選択してポートフォ
リオを作成しなければならない．関連する銘柄を探す
ことは，投資信託を運用するファンドマネージャーに
とって，時間的に多大な負担であり，さらに，人手で行
うと，本当はテーマに関連のある銘柄を見落としてし
まう可能性もある．また，ファンドマネージャーは必
ずしもテーマに関して詳しいわけではなく，そういっ
たテーマを取り扱う場合には，事前のリサーチを行う
ことで対応をしているが，グローバルな投資信託，つ
まり，海外の銘柄を含むようなファンドの場合，全て
の銘柄をカバーすることはほぼ不可能である．そこで，
ファンドマネージャーの負担を軽減し，テーマに関連
する銘柄を見落としなく抽出するためには，この手順
を自動化することが必要である．
近年，様々な技術が発展してきている．特に，テキ
ストマイニングやビッグデータなどの技術は，この分
野に応用可能であると考えられる．本論文においては，
テキストマイニングに着目して，自然言語処理を用い
た，関連銘柄抽出手法を提案する．

2 先行研究

テーマ型投資信託における，ファンドマネージャー
をサポートするようなシステムの構築は，現在の日本
市場においてはまだまだ先進的な取り組みであり，新
規性の高いタスクである．そのため，ここでは，関連
する分野における先行研究について述べる．
まず，金融にテキストマイニングを利用している研究
をここでいくつか取り上げる．Koppelらは企業の株価
のデータを利用して，企業のニュースが良いニュースな
のか悪いニュースなのかを分類するテキストマイニング
の手法を提案している [Koppel 06]．Lowらは “seman-

tic expectation-based knowledge extraction methodol-

ogy (SEKE)”というニュースなどのテキストから因果
関係を抽出する手法を提案しており [Low 01]，単語の概
念に関するシソーラスとして，WordNet [Fellbaum 98]

を使用している．Schumakerらは金融に関するニュース
記事をもとに，株価の予測を行うということを機械学習
を利用したアプローチで行なって，その有効性を確かめ
た [Schumaker 09]．さらに，Itoらは “gradient inter-

pretable neural networks (GINN)”という，金融テキス
トのセンチメントを可視化するニューラルネットを利用
したモデルを提案しており，テキストマイニングにお
いて，解釈可能性を追求している [Ito 18b, Ito 18a]．
Milea らは，MSCI EURO index の変動予測 (上昇，
下降，変化なし) の予測を，European Central Bank

(ECB)の発表する文書の文脈から予測する手法を提案
している [Milea 10]．Xingらは，アメリカの株式市場

における，企業間のつながりを株価の変動の特徴に加
えて，テキストマイニングを利用することでより良く
抜き出す手法を利用し，アセットアロケーションタスク
に組み込むことで，企業間の関係を正確に把握し，ポー
トフォリオを最適化する手法を提案している [Xing 18]．
次にテキストマイニングを金融の分野に応用している
日本語をターゲットとした研究について述べる．Sakai

らは日本語のニュースのうち，業績について書かれた文
章の中の因果関係を抜き出す手法を提案しており，ブー
トストラッピング的な手法により，自動的に因果関係
を抜き出すための因果を示す手がかり表現を抜き出し
た [Sakai 07]．Sakajiらはニュース記事から統計的な手
法により，自動的に景気動向を示す表現を抜き出す手
法を提案した [Sakaji 08]．さらに，Sakajiらは決算短
信の中から自動的に稀な因果関係を抜き出してくる手
法を提案した [Sakaji 17]．Kitamoriらは決算短信の中
から業績に関する文章をニューラルネットワークモデ
ルを利用して取り出し，分類する半教師あり学習の手
法を提案している [Kitamori 17]．

3 手法

本章では，提案手法について説明する．提案手法は
ファンドのテーマにおける関連銘柄を選ぶというタスク
に対して，ファンドマネージャーをサポートするための
手法である．手法概要は図 1の通りである．まず，テー
マの単語をインプットとして入力すると，Word2vecを
利用した類似度と企業情報における単語の共起に基づ
いた類似度を計算し，それらを合わせて最終的な単語
の類似度を計算する．単語の類似度を使用して，元の
テーマの単語に関連する単語を選び，その単語を含む
文を企業情報の中から抽出する．さらに，抽出された
文章内に含まれる最終的な関連単語の出現回数とその
類似度を加味して企業の類似度を計算する．その結果
に基づき，企業の関連度ランキングを作成し，アウト
プットとする．この際，抽出の根拠文として，抽出さ
れた最終的な関連単語を含む企業情報の文を一緒にア
ウトプットする．

3.1 Word2vecモデルの構築とそのモデル
を利用した類似度計算

まず，テーマの単語の入力を受けた後，Word2vecを
利用した類似単語の抽出と類似度計算を行う．Word2vec

とは，Mikolovら [Mikolov 13]によって提案された，単
語を多次元の分散表現ベクトルに落とし込む手法であ
る．類似度については，コサイン類似度を使用して計
算する．
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図 1: 手法概要図．例として，「人工知能」を入力とした時を載せている．ただし，数値などは実際のものと異なる．
[Hirano 19a]より

Word2vecを利用した類似度計算において，異なるハ
イパーパラメーターセットで作成したWord2vecモデ
ルを組み合わせて使用している．これは，Word2vecは
学習が一意に同じ結果を返すわけではなく，かつ，ハ
イパーパラメーターによって結果に大きくばらつきが
発生するため，それらの影響を緩和するために，異な
るハイパーパラメーターセットを利用して学習させた
モデルをアンサンブルした．主に，Dimensions，Word

window sizeの異なるパラメーターセットで学習させた．
これらのハイパーパラメーターを使用して学習させ
たモデルを使用して，類似度を計算した．以下，この
類似度を「類似度 A」と呼ぶ．類似度 Aの計算方法は
以下の通りである．

s′Mj ,wordi
=


cMj ,wordi

(wordiがMjにおけ
る類似度上位 n個
に入る場合)

0 (他)

(1)

ここで，wordiは，全ての語彙の中で i番目の単語，Mi

は i番目のWord2vecモデル，cMj ,wordi
はテーマの単

語として入力された単語と wordi の Mj のモデルに
おけるコサイン類似度，s′Mj ,wordi

は wordi の Mj に
おける類似度，sA,wordi は wordi の類似度 Aである．
上記で定義された s′Mj ,wordi

の調和平均を取ることで，

sA,wordi を計算する．さらに，s
′
Mj ,wordi

が 0である場
合は sA,wordi

も 0となる．つまり，Word2vecのモデ
ルのいずれかにおいて，wordi が類似度の上位 n個に
入っていない場合に sA,wordi

も 0となる．
この一連のアンサンブル的手法は，Nagataらの研究

[Nagata 18]を参考にしているが，新しく調和平均を取
り入れ，拡張を行なった．

3.2 企業情報内における単語共起を利用し
た類似度計算

本手法において使用している二つの類似度のうち一
つは 3.1節で説明した通り，Word2vecを使用したもの
であり，もう一つの類似度を本節で説明する．
もう一つの類似度計算は企業情報内における単語共
起を利用した類似度計算である．Word2vecは文脈に焦
点を当てた手法であり，そのため，「東京」と「大阪」が
類似単語として判定されるといった特徴がある．しか
し，今回の目的に照らし合わせると，こういった，同じ
文脈で使用されるが，関係性の薄い単語が含まれるな
どといったことは望ましいとは言えない．そこで，企
業情報内における単語共起を利用した類似度計算の手
法を新たに提案するとともに，Word2vecと併用するこ
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とにした．なお，この手法を利用することで，より下
位の概念が強く取れることは，[Hirano 19b]で示して
いる．
企業情報内における単語共起を利用した類似度計算
により計算される類似度 B(sB,wordi

)は次の通り計算
される．図 2は計算の具体例を示している．


�	��
�:������
����������

����
�: word1������ �
����������

����
�: word2�������
���������

…

TYO: 8207 TYO: 1945

TYO: 2154

TYO: 3861
TYO: 2397

TYO: 3045 TYO: 7816

TYO: 1931 TYO: 9984

TYO: 1925

TYO: 4845

TYO: 1400 TYO: 4288

図 2: 類似度B(sB,wordi
)の計算例. “TYO: xxxx”は東

京証券取引所におけるそれぞれの企業の銘柄コードを示
している．ここで，sB,word1

= 4/5 = 0.8，sB,word2
=

4/6 = 0.6667と計算される．これらの例はあくまで一
部であり，実際の結果とは異なる．[Hirano 19a]より．

まず，インターネットを通じてクローリングにより
取得した決算短信 (IR) と企業ウェブサイトから取得
した企業情報を利用し，テーマの単語を企業情報に含
む企業を抽出する．図 2の例では，テーマの単語「人
工知能」に対して，全部で 10 個の企業を抽出できて
いる．(この例はあくまで一部であり，実際の結果とは
異なる．) ここで，“TYO: xxxx”は東京証券取引所に
おけるそれぞれの企業の銘柄コードを示している．以
下，このテーマの単語を元に抽出された企業のリスト
を「マスターセット」と呼ぶ．次に，ほぼ同等の操作
を word1, word2, · · ·で実施する．違いはターゲットと
する単語がテーマの単語ではなく，wordi になること
である．つまり，wordi を企業情報に含む企業を抽出
していくことになる．図 2の例では，word1「自然言語
処理」を含む企業は 5つである．(この例もあくまで一
部であり，実際の結果とは異なる．) ここで，これらの
企業のリストを「テストセット (word1)」と呼ぶこと
にする．同様にテストセット (wordi)を全て計算する．
そして，最終的に sB,wordi を次式に従って計算する．

sB,wordi =

|{マスターセット } ∩ {テストセット (wordi)}|
|{テストセット (wordi)}|

(2)

これは，テストセット (wordi)のマスターセットに対

する再現率の計算である．例えば，word1「自然言語処
理」の場合，5つの企業がテストセットに含まれ，その
うち，4つの企業だけがマスターセットにも含まれて
いる．そのため，sB,word1 は 4/5 = 0.8と計算される．
他も同様に計算されるので，sB,word2

= 4/6 = 0.6667

となる．(これらの例もあくまで例であり，実際の結果
とは異なる．)

3.3 最終類似度の計算および最終的な関連
単語の抽出

以上で説明した二つの類似度を使用して，最終類似
度 FSwordi

の計算を行う．最終類似度 FSwordi
は単な

る sA,wordi と sB,wordi の調和平均により計算される．
次に，最終類似度 FSwordi

を用いて，最終的な関連
単語の抽出を行う．最終類似度 FSwordi の上位 n個の
みを最終的な関連単語とする．以下の説明においては，
wordf1 , wordf2 , · · · , wordfk を抽出された最終的な関
連単語とする．

3.4 関連銘柄の抽出およびその関連度の計算

wordf1 , wordf2 , · · · , wordfk に加え，wordf0 をテー
マの単語とし，FSwordf0

を 1とする．それぞれの企業
の企業情報の中から，wordf0 , wordf1 , · · · , wordfk それ
ぞれが含まれる文章を抽出し，それぞれの単語の出現
回数をカウントする．そして，企業のテーマへの関連
度 CS を次式の通り定義する．

CS =
k∑

i=0

FSwordfi
· countwordfi

(3)

ここで，countwordfi
は，それぞれの企業の企業情報の

中での wordfi の出現回数である．この定義に基づき，
各企業のテーマへの関連度が計算され，その関連度に
基づいてランキングされる．

4 データと前処理

本章では，本研究において使用したデータと実施し
た前処理を説明する．本研究においては，日本語の文
書を使用している．第一目標が日本市場をターゲット
としたテーマ型投資信託の作成をサポートすることで
あったからである．日本語の場合，英語などと異なり，
形態素間にスペーシングが行われていないため，形態
素解析を行う必要がある．

人工知能学会研究会資料 
SIG-FIN-024

229



4.1 使用したデータ

本研究において，目的に応じていくつかのデータを使
用した．目的は主に二つで，Word2vecの学習用および
企業情報としてである．Word2vec学習用として，ライ
ブドアニュースコーパス1，Wikipedia日本語記事 (ver-

sion 21-Jun-2018 22:09) 2，日本経済新聞 (1990–2015

and 2017; 2016年分は技術的問題から使用していない)

を利用した．これらのデータを元に，1,147,973語彙，
1,809,736,365文字を含むテキストデータをWord2vec

の学習に利用した．

企業情報としては，2012/12/9 — 2018/5/11の決算
短信，全 90,813ファイル (PDF)を日本取引所グルー
プ適時開示情報閲覧サービス (TDnet) 3 より取得し
た．企業ウェブサイトのデータとしては，2018/6/6 —

2018/6/25の期間に，2,293,460ファイルのみ (703,699

PDF，1,472,317 HTML，その他)を取得した．
これらの企業情報はインターネットを通じて取得し
た．本研究においては，これらの多種のデータを組み
合わせることで，関連銘柄を抽出している．

4.2 実施した前処理

日本語の文書においては形態素解析が必要である，
日本語の形態素解析器として，KyTea [Neubig 11]や
JUMAN++ [Morita 15]などがあげられる．本研究に
おいては，もう一種類のMeCab (version 0.996)4を使
用した，また，MeCab用の追加の日本語辞書として，
NEologd5を使用した．
MeCabおよびNEologdを使用して，全てのテキスト

データを形態素に分解してから使用している．Word2vec

の学習においては，形態素解析して，形態素間にスペー
スを入れたデータをWord2vecの学習用テキストとし
て使用した．一方，企業情報は検索を早くするために，
形態素解析後のテキストを，どの企業の情報なのかや
データのソースなどとともにリレーショナルなデータ
ベースに保存して使用した．特に，収集した企業情報
は 600GB程度あり，実験において，リレーショナルな
形で保存されていないと照会が非常に困難であるため，
リレーショナルなデータベースでの保存を採用した．

5 実験と結果

本章においては，本手法のハイパーパラメーターチ
ューニングと評価実験およびそれらの結果について述

1https://www.rondhuit.com/download.html#ldcc
2https://dumps.wikimedia.org/jawiki/latest/
3https://www.jpx.co.jp/equities/listing/tdnet/
4http://taku910.github.io/mecab/
5https://github.com/neologd/mecab-ipadic-neologd

べる．
各節ごとでの説明の前に，実験で共通で使用してい
る評価用データについて述べる．評価用データとは，提
案手法等を使用して出てきた結果を評価するために使っ
たデータである．評価用に使用したテーマは「美容」，
「育児」，「ロボット」，「娯楽」の 4つである．経験のある
ファンドマネージャー 4名のタグ付けデータを使用し，
それを元に評価用データを作成した．TOPIX500の中
からランダムに選ばれた 100銘柄を使用し，タグ付け
を行なってもらった．タグ付けの基準は同様で，以下
の通りである．

0. 全く関係ない

1. あえて言えば関連している

2. この企業の事業の一部に関係がある

3. 非常に関係があり，この企業の代表的な事業だ

ただし，一つだけ異なるのは，ファンドマネージャー
は自分のタグ付けに自信がない場合には，その旨のタ
グ付けを行うことができる．

表 1: ファンドマネージャーのタグ付けの例．“+”は
銘柄のタグ付けに自信がないことを示す．

FM1 FM2

銘柄コード タグ 自信なし 分類 自信なし

4544 1 + 0

4555 1 + 0

4578 1 + 0

4661 2 0

4665 1 3

4676 1 0

表 1はファンドマネージャーによるタグ付けの例で
ある．例えば，銘柄コード 4544のみらかホールディン
グスに対して，ファンドマネージャー 1は自信がない
ものの，「あえて言えば関連している」とタグをつけた．
一方で，ファンドマネージャー 2は「全く関係ない」と
タグをつけた．このファンドマネージャー 4名による
タグ付けに基づいて，評価用データを作成する．関連
銘柄の判定は非常に難しいタスクである．(詳細につい
ては [Hirano 19c]を参照．) そのため，評価用データ
においては，1名以上のファンドマネージャーが関連の
ある銘柄だと判断した場合には，関連銘柄とすること
とした．これは，人間が行う以上，知識不足や見落と
しにより，関連のない銘柄だと判定してしまう可能性
が充分に存在するからである．
そこで，ファンドマネージャーによるタグ付けを評
価用データに変換する際の最終的な基準を次のように
定めた．
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表 2: ファンドマネージャーによるタグ付けの評価用データへの変換例．“FM”はファンドマネージャーを，“+”

は自信がないことを示す．

FMによるタグ付け 評価用データ
銘柄 FM1 FM2 FM3 FM4 関連銘柄 関連度レーティング

A 1 3 2 1 ✓ (1 + 3 + 2 + 1)/4 = 1.7500

B 0 1 0 0 ✓ (0 + 1 + 0 + 0)/4 = 0.2500

C 0 1(+) 0 0 - (0 + 1× 0.5 + 0 + 0)/3.5 = 0.1429

D 2 1(+) 0(+) 0 ✓ (2 + 1× 0.5 + 0× 0.5 + 0)/3 = 0.8333

E 0 0 1(+) 0(+) - (0 + 0 + 1× 0.5 + 0× 0.5)/3 = 0.1667

F 0 0 1(+) 1(+) - (0 + 0 + 1× 0.5 + 1× 0.5)/3 = 0.3333

• 自信のないファンドマネージャーを除き，1名以
上のファンドマネージャーが関連銘柄だと判定し
た (1,2,3のいずれかにタグ付けした)場合は関連
銘柄としてみなす．

• 4名のファンドマネージャーの 0-4の関連度のタ
グ付けを算術平均したものをその銘柄の関連度
レーティングとする．ただし，自信のないファン
ドマネージャーが存在する場合は，平均を取る際
にその人の重み付けを 1ではなく，0.5とする．

表 2はファンドマネージャーによるタグ付けから評
価用データへの変換例である．銘柄Aと Bは典型的な
例である．全てのファンドマネージャーが銘柄 Aは関
連銘柄とみなしている．そのため，評価用データにお
いても，関連銘柄としている．銘柄 Bも評価用データ
においては関連銘柄となっている．これは，1名のファ
ンドマネージャーが関連銘柄だとみなしているからで
あり，すでに述べたとおり，1名ファンドマネージャー
のみが関連銘柄とみなしている場合でも，他のファン
ドマネージャーが知識不足や見落としなどから関連銘
柄としていない可能性が充分にあると考えられるから
である．一方で，銘柄Cは少し異なる．1名のファンド
マネージャーが関連銘柄としているが，そのファンド
マネージャーは自信がないとしている．このような場
合には，評価用データにおいては，関連銘柄と判定し
ない．さらに，銘柄D-Fはもっと特殊なケースである．
銘柄 Cにおいても同様ではあるが，自信のないファン
ドマネージャーは 0.5名分としてカウントして平均を
とったものを関連度レーティングとしている．さらに，
銘柄 Eと Fにおいては，関連銘柄とタグをつけている
ファンドマネージャーが全員自信がない場合のため，評
価用データにおいては関連銘柄とは判定していない．
このように基準を定めたものの，自信がないとタグ
をつけられたデータは 28/1200 = 2.3%しかなく，実際
には 2名以上が自信がないことを示すタグを同一テー
マ，同一銘柄につけた銘柄D-Fのようなケースは存在
しなかった．

5.1 ハイパーパラメーターチューニング

より良いハイパーパラメーターを探すために，ハイ
パーパラメーターチューニングを行なった．企業情報
のデータソース，3.1節で説明した複数のWord2vecの
モデルをアンサンブルするフェーズにおける上位何個
を取るかという値 (Hyperparameter1という)，3.3節
で説明した，最終類似度の計算における上位何個を取
るかという値 (Hyperparameter2という)を変更して，
実験をし，その結果からチューニングを行なった．ハ
イパーパラメーターのチューニングの方式はグリッド
サーチであり，それぞれのパラメーターに対していく
つかの離散的な値を使用して，その全ての組み合わせ
を実験し，その中で良い結果を出したパラメーターセッ
トを使用するという手法である．グリッドサーチで使
用したそれぞれのパラメータに対するグリッドは以下
の通りである．

• 企業情報のデータソース: (1)決算短信のみを使
用，(2)企業ウェブサイトからのデータのみを使
用，(3)決算短信および企業ウェブサイトからの
データの両方を使用

• Hyperparameter1: top-10, top-20, top-50, top-

100, top-200, top-500, top-1000, top-2000

• Hyperparameter2: top-5, top-10, top-20, top-

50, top-100, top-200, top-500, top-1000

評価用データとしては，「美容」，「育児」，「ロボット」，
「娯楽」があるが，そのうち，「美容」，「育児」，「娯楽」
の三つをハイパーパラメーターのチューニングに利用
し，残りの一つの「ロボット」を性能評価用に使用し
た．「ロボット」を性能評価用に使用した理由は，事前
の実験で，最も低い結果を出していたからである．
ハイパーパラメーターのチューニングにあたっては，
結果の良し悪しをいちいち人間が判断することは不可
能であり，何かしらの「良さ」の指標を利用しなけれ
ばならない．そこで，本実験においては，F1 による
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チューニングを採用することとした．結果として，採
用したハイパーパラメーターセットは企業情報のデータ
ソースが決算短信のみ，hyperparameter1が top-500，
hyperparameter2が top-50となった．

5.2 テストデータでの性能評価

前節で定めたハイパーパラメーターを採用し，残っ
ている一つの「ロボット」の評価用データを使用して，
性能評価を行なった．比較として，企業情報として決算
短信のみを使用し，「ロボット」という単語をそれぞれ
の企業情報に単純照合をすることで企業を抽出すると
いう実験を行なった．結果は表 3，4，5の通りである．

表 3: 「ロボット」の評価用データとチューニング後の
ハイパーパラメーターを使用した場合の提案手法の結
果に対する混同行列

評価用データにおいて
関連銘柄 非関連銘柄

実験結果
関連銘柄 48 34

非関連銘柄 9 9

表 4: 企業情報として決算短信のみを使用して，「ロボッ
ト」という単語をそれぞれの企業情報に単純照合をす
ることで企業を抽出した場合の結果に対する混同行列
(比較用)

評価用データにおいて
関連銘柄 非関連銘柄

実験結果
関連銘柄 9 5

非関連銘柄 48 38

表 5: テスト用テーマ「ロボット」における，提案手
法と比較手法の Precision，Recall，F1，Accuracy．比
較手法は企業情報として決算短信のみを使用して，「ロ
ボット」という単語をそれぞれの企業情報に単純照合
をすることで企業を抽出するという手法である．

Precision Recall F1 Acc.

提案手法 0.5854 0.8421 0.6906 0.5700

比較手法 0.6429 0.1579 0.2535 0.4700

表 5を見れば明らかであるが，表 3と 4を比べると，
比較手法に比べて，より多くの銘柄を関連銘柄として
抽出しているため，Precisionが低下している．一方で，
圧倒的にRecallが向上しており，その結果，F1も向上

している．また，単純な結果の正確さを測るAccuracy

も向上しており，提案手法が良い結果を出しているこ
とがわかる．

6 考察

本研究は，テーマ関連銘柄の抽出を支援するシステ
ムの構築を目標にしたものであった．[Hirano 19c]で示
しているが，これは，経験のあるファンドマネージャー
にとっても難しいほどのタスクであった．そのため，そ
もそも評価用データがどれだけ正しいのか，という点
については多少の疑問が残る．しかし，表 5を見る限
りでは，基本的な手法を利用した比較手法よりは良い
結果を出しており，提案手法の一定の有効性が示され
たと考えられる．
今回の結果は企業ウェブサイトからのデータはなく
ても，決算短信だけでも充分であるという結果になっ
ている．しかしながら，企業ウェブサイトのデータを
使用した場合には，一つの単語で抽出できる企業数が
多いこともわかっている．これは，決算短信だけでな
く，企業ウェブサイトからのデータも使った場合には，
少ない数の関連単語のみを使用することで，充分な関
連銘柄を抽出していた一方で，決算短信だけを企業情
報で使用する場合には，より多くの関連単語を採用す
ることで，データの少なさをカバーすることができて
いるのかもしれない．しかし，実験で実際に使用した 4

つの単語はすでに広く普及している，一般的な単語で
あった．そういった一般的単語は決算短信には頻出す
る一方で，比較的新しい単語は決算短信には出現しに
くい可能性がある．そのため，今後の課題として，提
案手法において，企業ウェブサイトからのデータを使
用しなかった場合に，比較的新しい単語においても充
分な精度を発揮するのかを確認しなければならない．
今回の実験における，ハイパーパラメーターのチュー
ニングはある種の教師あり学習のような形のグリッド
サーチで行なった．教師データとしては，ファンドマ
ネージャーにタグ付けしてもらったデータを元に作成
した評価用データを利用したが，このデータがどれだ
け正しいかわからないだけでなく，作成も人手で行う
ため，時間のかかる作業であり，多くの評価用データ
を作成するのは困難であった．そのため，評価に使用
したデータのテーマは限られており，これでは充分な
結果とは言えない可能性もある．もちろん，より正確
で，多くの評価用データを作成することができれば問
題はないが，限界がある．さらに，現在は日本株だけ
を対象にしていたが，これを世界中の株を対象にする
と，評価用データの作成の難易度はもっと上がると考
えられる．そのため，教師なし学習または半教師あり
学習のような手法を作成しなければ，どんなテーマに
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も対応できるような手法とはならないと考えられる．
今後の展望としてだが，現時点では，単純にテーマ
への関連度のみを考慮してランキングを作成していた
が，実際にはもう少し他の軸を加えてランキング付け
したいという需要もある．例えば，テーマにおける代
表性や企業の大きさを加味したランキングが欲しいと
いう意見もファンドマネージャーから聞いた．そのた
め，様々な指標を取り入れられるようなスキームを作
成することも必要かもしれない．また，銘柄をテーマ
型投資信託に採用し，運用を行う際には，ポートフォ
リオ運用をすることになるので，同じような株価変動
をする銘柄ばかりを組み込むことは望ましくない．そ
れは，単に価格変動だけではなく，似たような事業を
行なっている企業を同時に取り込みことは，結果とし
て，同じような価格変動を引き起こす可能性を秘めて
いる．そのため，価格変動や企業情報を主成分分析し
たり，ベクトル化することで，様々な需要にうまく適
用できるようにする技術の開発などが必要であると考
える．
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文脈を考慮した決算短信からの業績要因抽出
Extraction of corporate performance factors from summaries of

financial statements considering context

加藤悠太 1 酒井浩之 1∗

Yuta Kato1 Hiroyuki Sakai1

1 成蹊大学 理工学研究科 理工学専攻
1 Department of Computer and Information Science, Faculty of Science and Technology,

Seikei University

Abstract: In this paper, we proposed a method for automatically extracting sentences containing

corporate performance factors from summaries of financial statements at high accuracy. More

specifically, only sentences that can be determined to be corporate performance factors in the

summaries of financial statements with high probability are extracted, and those sentences are

used as training data. We trained the neural network by using the word representation of the

training data. Furthermore, by using the appearance tendency of the corporate performance

factor sentence specific to summaries of financial statements as a bias of model output, it became

possible to extract with a higher f-measure than related work that performs filtering processing

using corporate keywords .

1 はじめに

近年，証券市場における個人投資家の比重が増加し
ており個人投資家への投資判断を支援する技術の必要
性が高まっている．そのため，人工知能分野における
手法を金融市場の様々な場面に応用することが期待さ
れている．例として，日本銀行が毎月発行している「金
融経済月報」や経済新聞記事を解析し，経済市場を分
析する研究などが盛んに行われている [1][2]．
投資家にとって，企業の業績情報を収集することは
重要であり，その中でも業績の要因となる情報が重要
である [3][4]．しかしながら，証券市場における上場企
業は膨大な数存在し，その企業が四半期に 1回，決算
発表を行う．そのため，人手により多くの企業の業績
要因を把握することは困難である．決算短信の文にお
いて，この業績の要因が含まれている文を，本研究で
は「業績要因文」と定義する．
決算短信から業績要因文を抽出する手法とし，既存
手法では特定の文を見つける上で手がかりとなる表現
である「手がかり表現」を拡張した「拡張手がかり表
現」と，企業の重要なキーワード「企業キーワード」に
よる重みを用いて業績要因文を抽出する．その手法は
適合率のみは非常に高い結果で抽出することが可能な

∗連絡先：成蹊大学
　　　　　　〒 180-8633 東京都武蔵野市吉祥寺北町 3-3-1
　　　　　　 E-mail: h-sakai@st.seikei.ac.jp

ため，その抽出した業績要因文を学習データの正例と
して深層学習を行う．この学習モデルによる業績要因文
の抽出を行い，その抽出された文に対し企業キーワー
ドによるフィルタリングをする手法が提案されている
[5]．
しかしながら，既提案手法は深層学習による文の抽
出後，企業キーワードによるフィルタリング処理を行う
ことによって適合率を向上させているため，新規事業の
ような過去の決算短信で出現していなかったキーワー
ドが含まれる業績要因文を抽出することができない．
そのため，本手法では企業の重要なキーワードによ
るフィルタリング処理を行わず，業績要因文の文脈や
前後関係を考慮した手法によって既提案手法と同程度
の適合率，再現率で業績要因文の抽出をすることを目
的とする．

2 関連研究

既存手法 [6]を用い，決算短信から業績要因文，手が
かり表現，企業キーワードを抽出する．そしてさらに
手法 [5] により手がかり表現から拡張手がかり表現を
獲得し，抽出された業績要因文に対し企業キーワード
を用いてスコアを付与する．そのスコアと拡張手がか
り表現により学習データの自動生成を行う．生成され
た学習データを用い，深層学習（多層パーセプトロン）
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にて決算短信から業績要因文を抽出する．既存手法の
概要を図 1に示す．

図 1: 既存手法 [5]の概要図

2.1 学習データの自動生成

獲得された拡張手がかり表現と企業キーワードを用
い，以下の手順により学習データの自動生成を行う．

Step1: 決算短信から手法 [6] により業績要因文を抽出
する．

Step2: 抽出した業績要因文に対し，企業キーワードを含
みかつ拡張手がかり表現を含む文を抽出する．

Step3: 業績要因文に含まれている企業キーワードのス
コアの合計をその業績抽出文のスコアとして付与
する．

Step4: 業績要因文に付与したスコアの企業ごとの平均値
を算出し，平均値より大きいスコアをもつ業績要
因文を学習データの正例データとする．

Step5: 企業の決算短信から企業キーワードと手がかり表
現のどちらも含まない文を抽出する．

Step6: Step5で抽出した文のうち文字数が一定以上の文
を学習データの負例データとする．

2.2 特徴量選択

自動生成した学習データを用い，業績要因文を抽出
する．学習データにおいて正例の業績要因文に含まれ
る内容語（名詞，動詞，形容詞）に対し，以下の式に
て重みを計算する．

Wp(t, Sp) = TF (t, Sp)H(t, Sp) (1)

Sp: 正例に属する業績要因文の集合．

TF (t, Sp): 文集合 Sp において語 tが出現する頻度．

H(t, Sp): 文集合 Spにおける各業績要因文に含まれる
語 tの出現確率に基づくエントロピー．

H(t, Sp) = −
∑
s∈Sp

P (t, Sp) log2 P (t, Sp) (2)

P (t, Sp) =
tf(t, s)∑

s∈Sp
tf(t, s)

(3)

ここで，P (t, s)は業績要因文 sにおける語 tの出現確
率を表し，tf(t, s)は文 sにおいて語 tが出現する頻度
を表す．
次に，負例の文に含まれる内容後（名詞，動詞，形
容詞）に対しても同様に重みを計算する．

Wn(t, Sn) = TF (t, Sn)H(t, Sn) (4)

ここで，Snは学習データにおいて負例に属する文の集
合を表す．
以下の条件どちらかが成り立つ語 tを特徴量として

選択する．

Wp(t, Sp) > 2Wn(t, Sn)orWn(t, Sn) > 2Wp(t, Sp) (5)

2.3 業績要因文の抽出

多層パーセプトロンで学習されたモデルにより決算
短信から業績要因文を抽出する．その後，精度を高め
るために，抽出された文に含まれている企業キーワー
ドのスコアの合計をその文のスコアとして付与し，ス
コアが高いかつ文末が「た」文のみを業績要因文とし
て抽出する．．

3 分散表現

3.1 単語の分散表現

既存手法 [5] では単語の重みを計算し特徴量選択を
行っていたが，本手法では新規事業のような未知の単
語が出現する文や業績要因文の中でも判定が曖昧な文
に対し分類を行うことを可能にするため，単語の分散表
現を用いることにより精度向上を図る．具体的には，分
散表現獲得の基礎的な手法として，word2vec[7][8]と，
より単語の文脈的な解釈を表すことが可能な ELMo[9]

を使用した．　本手法では，word2vecの学習は Skip-

gramにより行った．
ELMoのモデル構造は双方向の LSTMから構成され

ており，単語の文脈情報を獲得することができる．例
えば「増加」といった単語のベクトルを得たい場合，
word2vecでは「増加」という単語の周辺単語の出現確
率から学習を行い，その結果「増加」という単語の分
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散表現を一意で持つことになる．しかし ELMoでは単
語のコンテキストを考慮することにより，その単語が
文脈的にどう扱われるのかという情報を分散表現とし
て表すことが可能となる．そのため，「増加」という単
語の文中での意味を表現することが可能となる．

3.2 文の分散表現

単語以外では文に対する分散表現の研究もされてい
る．比較対象としてトピックを考慮した SCDV[10]を
用いた．SCDVは単語がトピッククラスタに属する確
率をGMMによる分類から算出し，その確率と単語の
idf値から文の分散表現を生成し，その要素をスパース
する手法である．

4 ELMoを用いたLSTMによる業
績要因文の抽出

ELMoは双方向 LSTMによって単語のコンテキスト
を学習した分散表現を獲得することが可能であり，そ
れをword2vecのようなベクトルに連結することによっ
て精度を上げることが可能とされている．また，一般
的にはELMo自体がコンテキストを学習しているため，
獲得した分散表現に対して時系列性を考慮したモデル
によって学習する必要はないとされている．しかしな
がら ELMoの学習は非常にコストが高いため，短期間
でモデルの学習をすることは難しい．そのため，予め
wikipediaの一般的なコーパスによって学習されたモデ
ル [11][12]を用い，そのモデルの出力する分散表現を
一般的な日本語におけるコンテキストと考え，さらに
そのモデルの出力である決算短信の分散表現を LSTM

によって学習を行う．これにより ELMoにより決算短
信を学習することに近づくと考えた．
本来 ELMoは双方向 LSTMによって学習を行うが，

ELMoにおける決算短信の分散表現をさらに学習する
際には，ある程度日本語としてのコンテキストは学習
されていると判断し，図 2のような順方向 LSTMのみ
で学習を行い，その出力を多層パーセプトロン（MLP）
の入力として用いる．

5 業績要因文の出現傾向におけるバ
イアス値

決算短信の文集合において，業績要因が出現する頻
度や傾向を分析した．その結果，図 3のように業績要
因文は連続して出現することが多いと分かった．この
傾向は一度業績の要因について言及し始めると，それ

図 2: ELMoの分散表現を入力としたモデルの概要図

に関連する業績の要因をまとまった形で記すからであ
ると考えられる．これを利用し業績要因が含まれてい

図 3: 業績要因文の出現傾向

ると判断された文の前後には業績要因が含まれている
可能性が高いという仮説のもと，ある文の判定に対し
その前後のモデルの出力をバイアスとしてかけること
により，決算短信における業績要因文の出現傾向の特
徴を考慮した判定結果を得ることとした．これにより，
決算短信に含まれる業績要因文の位置関係に基づく特
徴をバイアス値として表現することができ，より決算
短信に特化した分類結果を得ることが可能になる．こ
のため，決算短信から業績要因文の抽出における精度
向上が期待できる．
連続した決算短信の文 s1, s2,…, si, sI があったとき，
以下の式にて前後の文のバイアスをかけた判定結果 o′i
を得る．

o′i =
oi + bi

2
(6)

bi =

∑
−c≤j≤c,j ̸=0 2

|c|−|j|oi+j∑
−c≤j≤c,j ̸=0 2

|c|−|j| (7)

このとき，

oi: 文 si をモデルの入力とした時の出力結果．

bi: 文 si に対し，前後の出力結果を加重平均したバイ
アス値．
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c: コンテキストウィンドウ．決算短信の前後何文まで
をバイアスとして含めるか表すパラメータ．

これにより，業績要因文が集合している場合には業績
要因文である可能性が高いというバイアスがかかり，ま
た，業績要因が含まれていない文が集合している場合
には業績要因が含まれていない可能性が高いというバ
イアスがかかることになり，決算短信における業績要
因文の出現傾向の特徴を考慮した判定が可能となる．

6 実験

既存手法 [5]と本手法で結果を比較するため，自動生
成された学習データを用い，word2vec，ELMoによる
単語の分散表現を特徴量とした MLP，LSTM[13][14]

による業績要因文の抽出を行った．また，文の分散表
現として SCDVを用いたMLPで業績要因文の抽出を
行った．
word2vec，SCDVによる分散表現を用いたモデルで

はハイパーパラメータ探索として k-fold法を用いた 3分
割交差検証を行い，ベイズ最適化 [15]により探索を行っ
た．ELMoに関しては計算コストが高いため，少量の
汎用的なパラメータによってグリッドサーチを行った．

7 評価

7.1 分散表現を用いた業績要因抽出の評価

分散表現を用いた場合の業績要因の抽出結果につい
て評価を行った．その評価結果を表 1に示す．既存手
法と比較し，ELMoを特徴量として LSTMとMLPに
より判定を行なった結果は，企業キーワードによるフィ
ルタリング処理を行わなくとも，既存手法と同等の F

値を得ることができた．また，word2vecを特徴量とし
て LSTMとMLPにより判定を行なった結果に関して
も既存手法には劣るが比較的良好な結果が得られた．

7.2 業績要因文の出現傾向をバイアスとし
た業績要因文の抽出

分散表現を用いた場合の業績要因抽出のモデルの出
力に対し，決算短信の業績要因文出現傾向をバイアス
とした実験について評価を行った．その評価結果を表
2に示す．ELMoの分散表現を用いたモデルの出力に
バイアスをかけた結果，コンテキストウィンドウ cを
1，2に設定した場合，適合率，再現率共に向上する結
果となった．
この結果から判定する前後の文との関係を考慮し，モ
デルの出力に対しバイアスとしてかけることにより精
度が向上することがわかった．

表 1: 分散表現を用いた業績要因抽出の評価結果
適合率 再現率 F値

既存手法
MLP

企業キーワードフィルタ 0.827 0.724 0.772

特徴量: SCDV

モデル: MLP 0.358 0.724 0.523

特徴量: word2vec

モデル: MLP 0.462 0.859 0.601

特徴量: word2vec

モデル: LSTM,MLP 0.609 0.834 0.704

特徴量: ELMo

モデル: MLP 0.376 0.945 0.538

特徴量: ELMo

モデル: LSTM,MLP 0.723 0.847 0.780

表 2: 出現傾向をバイアスとした抽出結果
c 適合率 再現率 F値

特徴量: ELMo

モデル: MLP

0 0.376 0.945 0.538

1 0.406 0.945 0.568

2 0.413 0.949 0.575

特徴量: ELMo

モデル: LSTM,MLP

0 0.723 0.847 0.780

1 0.787 0.859 0.821

2 0.796 0.876 0.835

8 考察

実験結果から，単語の文脈を考慮した分散表現を用
いることにより，既存手法を上回る F値を得ることが
できた．これは決算短信の 1文における語彙数の分散
が大きく，文の長さが 2倍以上になる文も多く存在す
る．このため，tf値やエントロピーなどの単語数によ
る影響を受けやすい特徴量から分散表現にすることで，
文の長さの影響を軽くすることが可能になったと考え
られる．また，文脈による単語の扱われ方を考慮した
表現に変えることで，業績の要因について書かれてい
る文の単語のコンテキストを特徴として学習すること
が可能になったことも精度向上につながったと考える．
決算短信から業績要因文の抽出後，企業キーワード
によるフィルタリング処理を行わなくすることで，学習
データに存在しない企業キーワードになりうる単語が
出現する文を決算短信から抽出することが可能になっ
た．このため，企業が新規事業に対する業績要因とし
て発表している文についてもフィルタリングによって
除外されることはなくなった．また，新規事業の場合
は新規で出現する単語が多く，重みの算出に影響があ
る．それを単語のコンテキストを考慮した分散表現に
変えることや，新規事業に関する単語であっても，単
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図 4: バイアスを用いた場合の判定結果の比較

語の分散表現を得るために使用した wikipediaには含
まれていることは多いので，より新規事業に関する文
を抽出することが可能になった一因と考えられる．
今回，文脈的解釈を含んだ分散表現が有用であると
判断できたため，ELMoに SCDVのトピックのような
観点を加えることでより精度が上がる可能性もある．そ
のため，トピックとコンテキストの双方を組み込むこ
とが可能な分散表現についても決算短信の分析におい
て有用であるか判断が必要である．
ELMo の分散表現については 1024 次元で行なった
が，ベクトルの圧縮や学習データのサンプリングを行
い，サンプリングしたデータで最適な学習パラメータ
を探索することも必要であると考えられる．
業績要因文であるかどうか判定する文の前後の判定
結果を利用し，モデルの出力にバイアスをかける手法
では有用な適合率，再現率が得られた．これは業績要因
文であると誤判定してしまうことを前後の出力をバイ
アスとして用いた場合には抑制することが可能になっ
たためである．図 4からも前後の文の出力結果に偏り，
誤判定が抑制していることが読み取れる．
前後の文が判定結果に依存するのであれば，単語や
文字で使われる n-gramを文単位での文 n-gramとして
扱うことで判定結果が変わることになり，この結果を見
ることで前後の文が判定文に対しどのように作用して
いるかを分析することが可能になると考えられる．近
年では，bert[15]のような隣接文判定をタスクの一つ
として解いているモデルもあるため，この検証も必要
である．

9 むすび

本研究では，決算短信から業績要因を抽出する手法
を企業の重要なキーワードや手がかり表現によるフィ
ルタリングを行わず，文脈を考慮した手法によって既
提案手法と同等の適合率，再現率で業績要因文の抽出
を行った．具体的には，単語の頻度に基づく特徴量か
ら単語の周辺確率やコンテキストを分散表現として表
したものを利用し，ニューラルネットにより学習，判
定を行うことで F値 0.78と既提案手法と同等の精度で
抽出することが可能となった．さらに，決算短信にお
ける業績要因文の出現傾向の特徴として，業績要因が
含まれる文は文章内で固まった状態で出現する性質を
利用し，モデルの出力に対し，さらに前後のモデルの
出力をバイアスとしてかけることで高い精度で抽出す
ることができた．評価の結果，F値が 0.83と良好な結
果を得ることができた．
今後の課題として，学習データと評価データの乖離
を減らすことや，企業や決算短信ごとでの業績要因文
の書き方を特徴として捉えることでバイアス値の調整
や，学習するときの特徴量自体により前後の文の特徴
を含ませることがあげられる．
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